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OZET

AG ANALIZI VE ZAMAN SERIiSi YONTEMLERI iILE
PATENT VERISI ANALIiZI

Hem 06zel hem kamu kurumlar stratejik yatirnmlar yapabilmek ve caligmalarini hangi
yonde ilerletmeleri gerektigini 6grenebilmek i¢in gelismekte olan teknolojilere iliskin 6n
bilgilere biiyiik ilgi duyarlar. Gelismeleri izlemek ve yonelimleri takip etmek i¢in patent
dokiimanlarindan teknoloji tahminleri yapmak son zamanlarda ortaya ¢ikan ve parlayan
bir arastirma alanidir. Bugiine kadar farkli alanlarda teknoloji tahmini yapip sonuglarini
paylasan bir¢cok g¢alisma yapilmistir. Ancak gilinlimiiziin en 6nemli konularindan olan
bilgi giivenligi i¢in teknoloji tahmini alaninda yapilan ¢aligmalar kisithdir.

Son zamanlarda bilgi giivenligi hem yazilim, hem donanim hem de insani ilgilendiren
karmagik bir yapt haline gelmistir. Bunun sonucunda, bilgi giivenligi alaninda ortaya
c¢ikan yeni teknolojiler hizla artmaktadir.

Bu ¢alismada da son on yilda alinan patentlerden bilgi giivenligini ilgilendirenler veri seti
olarak hazirlanmis ve ¢aligmanin devaminda veri setindeki patentler ag analizi ve zaman
serisi analizi yontemleriyle incelenmistir.

Ag analiziyle y1l bazinda analizler yapilip hangi yi1l hangi iilkenin hangi patent sinifiyla
bu alana yoneldigi izlenmistir. Ayn1 zamanda ag analizi tiim veri seti i¢in de yapilmis
olup, son on yilin bilgi giivenligi alaninda en ¢ok patent alan iilkesi ve en ¢ok patente
sahip smifi belirlenmistir. Patentler siniflandirma sistemi sayesinde teknik alanlara gore
ayrilmaktadir.

Zaman serisi analizinde frekans degerine farkli bir bakis acisiyla yaklasip, veri setinde en
¢ok kullanilan dokuz patent sinifi frekans olarak kullanilmis ve bu sekilde yapilan zaman
serisi analizi sonuglari paylasilmigtir. Zaman serisi analizi i¢in farkli yontemler denenmis,
2019 yili i¢in en yakin tahmini yapan metodun 2020 yili igin yaptigi tahminleri dikkate
alimmustir. Degerlendirmemiz onerilen zaman serisi analizi yonteminin 2019 yili ilk 6 ay1
icin bilgi giivenligi alaninda alinan patentlerin patent siniflarina ait patent sayilarini %98
dogrulukla hesaplayabilecegini ortaya koymaktadir.

Kasim, 2020 Hatice ISIK OZATA



ABSTRACT

PATENT DATA ANALYSIS WITH NETWORK ANALYSIS
AND TIME SERIES METHODS

Both private and public institutions are very interested in prior knowledge of emerging
technologies in order to make strategic investments and learn how to advance their work.
Technology forecasting from patent documents to follow developments and follow trends
is a recent and shining field of research. Until today, many studies have been conducted
in different fields that make technology forecasts and share their results. However, studies
in the field of technology forecasting for information security, which is one of the most
important issues of today, are limited.

Recently, information security has become a complex structure that concerns both
software, hardware and people. As a result, new technologies emerging in the field of
information security are increasing rapidly.

In this study, among the patents obtained in the last decade, those concerning information
security were prepared as a data set, and the patents in the data set were examined by
network analysis and time series analysis methods.

With the network analysis, year-based analyzes were made and it was monitored which
year which country and which patent class directed to this field. At the same time, the
network analysis was performed for the entire data set, and the country with the most
patents and the class with the most patents in the field of information security of the last
decade was determined. Patents are divided according to technical areas thanks to the
classification system.

In the time series analysis, approaching the frequency value from a different perspective,
the most used nine patent class frequencies in the data set were used and the results of the
time series analysis made in this way were shared. Different methods were tried for time
series analysis, and the estimates made for 2020 by the method that made the closest
estimate for 2019 were taken into account. Our evaluation reveals that the proposed time

series analysis method can calculate the number of patents belonging to patent classes of



patents received in the field of information security for the first half of 2019 with 98%

accuracy.

November, 2020 Hatice ISIK OZATA
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KISALTMALAR

IPC :Uluslararas1 Patent Siiflandirmasi (International Patent Classification)
CPC :Ortak Patent Siniflandirmasi (Cooperative Patent Classification)
USPTO :United States Patent and Trademark Office (Amerika Birlesik Devletleri

Patent ve Ticari Marka Ofisi)

INPADOC :Uluslararasi1 Patent Belgeleri (International Patent Documentation)

EPO :European Patent Office (Avrupa Patent Ofisi)

OPS :Acik Patent Hizmetleri (Open Patent Services)

ARIMA :Otoregresif Hareketli Ortalamalar (Autoregressive Integrated Moving
Average)

STL :Loess kullanarak Mevsimsel ve Trend ayristirma ( Seasonal and Trend

decomposition using Loess)

SEATS :ARIMA Zaman Serilerinde Mevsimsel Ekstraksiyon  (Seasonal
Extraction in ARIMA Time Series)

ACF :Otokorelasyon Fonksiyonu (Autocorrelation Function

PACF :Kismi Otokorelasyon Fonksiyonu (Partial Autocorrelation Function)
ME :Ortalama Hata (Mean Error)

RMSE K6k Ortalama Kare Hatasi (Root Mean Square Error)

MAE :Ortalama Mutlak Hata (Mean Absolute Error)

MPE :Ortalama Yiizde Hata (Mean Percentage Error)

MAPE :Ortalama Mutlak Yiizde Hata (Mean Absolute Percentage Error)
MASE :Ortalama Mutlak Olcekli Hata (Mean Absolute Scaled Error)
AIC :Akaike Bilgi Kriteri (Akaike Information Criterion)

Yy 'Yiizyll

ArGE :Arastirma ve Gelistirme
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1. GIRIS

Teknolojinin hizli bir tempoda gelismesinden dolayi isletmeler yatirim yapmak i¢in en
iyi ve en uygun teknolojiye karar verirken zorlanmaktadirlar. Teknolojik gelismeleri takip
etmek; sirketlerin rakiplerine karsi giiglii durabilmeleri ve yatirim yapilmasi gereken
alanlar1 bilip, ¢aligmalarini hangi yonde ilerletmelerini gérmeleri i¢in gereklidir. Patent
dokiimanlar1 daha fazla bilgiyi elde etmeyi saglayan teknolojik bilgileri icerir. Ayrica
patentlerdeki agiklamalarin bliyiik bir boliimii bagka bir sekilde yaymlanmadigi i¢in
patent veri tabani lizerinde olas1 teknolojileri kesfetmek teknoloji firsatlarini yakalamak

icin énemli bir yoldur.

Bilgi giivenligi kavrami ilk defa 1970’lerde bilgisayar korsanlarinin bedava telefon
goriigmesi yapma tesebbiislerinden sonra ortaya ¢ikmistir. 1980°ler zararli yazilimlarin
ilk olarak ortaya ¢iktig1 zamanlardir. 1990’larla birlikte modern bilgi giivenligi endiistrisi
ortaya ¢ikmaya baslamistir. 21. yy’nin ilk 10 yilinda ise kotii niyetli internet faaliyetleri

para kazanma amacina donlismeye baslamistir [1].

Gilintimiizde bilgi gilivenligi hem yazilim, hem donanim hem de insam ilgilendiren
karmasik bir yap1 haline gelmistir. Son 10 yi1lda bilgi giivenligi alanindaki ¢aligmalar ¢ok

hizli bir sekilde ilerlemis ve yeni teknolojiler hizla artmstir.

Bu calismada, isletmelerin bilgi giivenligi alaninda hangi teknolojilere yatirim yapmalari
konusunda veriye dayali kararlar vermesini desteklemek ve yeni teknolojileri tahmin
etmek icin patent dokiimanlarinin analizi yapilmistir. Calisma kapsaminda oncelikle
INPADOC veri tabanindaki son 10 yilda bilgi giivenligi kapsaminda alinan patentlerden
veri seti hazirlanmis ve veri seti hem ag analizi hem de zaman serisi analizi i¢in

kullanilmistir.

Ag analizinde veri setinin ag yapisinin gorsellestirmesi yapilirken zaman serisi analizinde
frekans degerine veri setinde en ¢ok kullanilan dokuz IPC sinifi atanmis ve zaman serisi
analizi yontemine yeni bir bakis agis1 getirilmistir. Bu frekans degeriyle farkli zaman
serisi metotlar1 denenmis ve en 1y1 tahmin yapan yontemle ge¢cmis degerleri yorumlayarak

gelecek icin teknolojinin yonii tahmin edilmistir.

Bu calisma farkli alanlarda teknolojik tahmin yapmak i¢in kullanilabilecegi gibi bloglar

ve sosyal aglar gibi diger veri kaynaklarindan yararlanilarak da genisletilebilir.



1.1 Patent Nedir?

Teknolojik geligsmeleri izlemek igin birden ¢ok veri kaynagi kullanilabilir. Yayinlar,
sosyal medya ve patent dosyalari bu veri kaynaklarindan sadece birkag1 olarak
sOylenebilir. Elde edilen verinin onemine dayanarak patent dosyalari bu ydntemler
arasinda en kapsamli veriyi sunan yontemlerdendir. Bu yiizden teknolojik ydnelimleri
takip etmek igin patent dokiimanlarini incelemek, gelecek tahminleri yapabilmek adina
onemli bir yoldur. Patent dosyasinda bulunan basvuru tarihi, basvuran iinvani ve
uluslararast patent kodu (IPC) gibi bilgilerle yeni nesil teknolojiler kolaylikla
tanimlanabilmektedir ve bir patent belgesi yenilikle ilgili biitin bilgileri igermektedir.

Patent belgesinin bir 6rnegi asagida goriilmektedir.

O Y A A
US 201801
a9y United States

a2) Patent Application Publication (o) Pub. No.: US 2018/0131716 A1

16A1

317

Chantz (43) Pub. Date: May 10, 2018
(54) BIOLOGY BASED TECHNIQUES WITH (52) US.CL
COGNITIVE SYSTEM ANALYSIS FOR CPC .. HO4L 63/1441 2013.01); GOGF 222172101
HANDLING INFORMATION SECURITY AND (2013.01); GOGE 21/55 (2013.01)
PRIVACY (57) ABSTRACT

Mechanisms are provided in which an electronic corpus of
content specific to a domain of computer system attacks is
ingested and cognitively analyzed to identify at least one
instance of a reference to a computer attack and at least one
corresponding characteristic of the computer attack. The
mechanisms generate an attack profile data structure for the
(21)  Appl. No.: 15/345,755 computer attack based on the at least one corresponding

characteristic ol the computer attack identified by the cog-

nitive analysis of the content of the electronic corpus. A local
(22) Filed: Nov. 8, 2016 segment analysis and security (LSAS) engine, associated
with a segment ol a distributed computing system, is con-
figured based on the attack profile data structure. The LSAS
engine delermines a securily response action to implement
based on the attack profile data structure and transmits a

(71) Applicant: International Business Machines
Corporation

(72) lnventor: Hyman D. Chantz, Scarsdale, NY (US)

Publication Classification

(51) Int. CL control message to at least one computing resource to
HO4L 29/06 (2006.01) implement the determined security response action in
GO6F 21/55 (2006.01) response to detecting the computer attack.

Sekil 1-1 Patent Belgesi Ornegi

Sekil 1-1’deki patent belgesinin ilk sayfasindan alinan 6rnekte goriilebilecegi gibi her
patentin bir patent numarasi vardir. Sekildeki patent belgesi 10 Mayis 2018 tarihinde
alinmistir. 54 numarali boliimde dokiimanin konusu, 71 numarali boliimde patente
bagvuran sirketin ad1 ve 72 numarali bolimde de icadi yapanin ad1 yazmaktadir. 51

numarali boliimden bakarak patent belgesinin hangi IPC sinifina ait oldugu gorilebilir.



Her iilkenin bir patent kurumu vardir ve bu kurumlarin gérevleri patent alimina yardimci
olmak, iilkedeki patent haklarini korumaktir. Kurumlar yurt disindaki benzer kuruluslarla
isbirligi igerisindedir. Tiirkiye’de bu islemleri Tiirk Patent Enstitiisii yliriitmektedir. Bazi
patent kuruluslar1 veri tabanlarini ticretsiz olarak kullanima agmiglardir. ESPACENET
[2] , GooglePatents [3] ve USPTO [4] bu kuruluslara 6rnek olarak verilebilir. Bu
caligmada veri setini hazirlamak igin INPADOC [5] uluslararasi patent koleksiyonu
kullanilmistir. Bu veri tabani Avrupa Patent Ofisi (EPO) [6] tarafindan hazirlanip,
haftalik olarak giincellenmektedir ve erisimi ticretsiz oldugu gibi internet servis

araciligiyla da veri toplamaya imkan saglamaktadir [7].
1.2. Patent Analizi Nedir?

Patent verilerini islemek; kullanilabilir verileri ¢ikartmak i¢in 6n hazirlik gerektiren uzun
ve zorlayici bir prosediirdiir. Bagvuru numarasi, tarih, IPC, soyut ve iddia gibi boliimlerini
analiz ederek farkli amaclar i¢in veri seti hazirlanabilir. Piyasada bu iglemleri yapabilmek
icin hazirlanan araclar bulunmakta fakat bu araglar pahali oldugu i¢in her sirket tarafindan
satin alinamamaktadir. Asagidaki listede patent analizi i¢in kullanilan araclardan birkag

ornek mevcuttur.

a) Thomson Reuters

b) Patent INSIGHT PRO
c) Patent INTEGRATION
d) PatBASE Analytics

Patent analizi, agilan bir davayi sonuglandirmak, patentleri kiyaslamak ve dogru aragtirma
ve gelistirme (ArGe) yatirimlar1 yapmak icin kullanilmaktadir. Patent analizi sayesinde
sirketler Oniinii rahatga gorebilmektedir. Saglikli bir ArGe’nin olmazsa olmazlar1 arasinda

patent analizi sart olarak diisiiniilmektedir.
1.3. Amac ve Onem

Yapilacak olan tez ¢caligmasinda toplanan patent verilerinden yola ¢ikarak bilgi giivenligi
alanindaki egilimlerin tespit edilmesi amaclanmaktadir. Kullanilacak patent verileri
toplanacak olup bilgi giivenligi alaninda alinan patentlerden olusan veri seti ¢alismanin

en basinda hazirlanmistir.



Hazirlanan veri setiyle ag analizi ve zaman serisi analizi yontemleri uygulanmis ve
sonuglara gore en yiiksek performansli yontem segilerek patent verileri anlamlagtirilmaya

calisiimustir.

Gliniimiizde patentlerden teknoloji tahmininde bulunma yontemi hem firmalarin
aragtirma ve gelistirme yatirimlarina yon vermek icin kullandig1 bir yol hem de rakip
firmalarin hangi alanlara egilim yaptigin1 6grenmek i¢in bagvurulan bir yontem haline

gelmistir.

Bu ¢alismada oncelikle veri setini olusturmak igin bir ¢alisma yapilmis ve elde edilen
patent belgelerinin bibliyo dokiimanlarindan teknoloji tahmini alaninda analiz yapmak
icin yararlanilmistir. Calisma bilgi giivenligi alaninda yapilan ilk ¢aligma oldugu icin
onem kazanmaktadir. Calismanin sonucu bilgi giivenligi konusunda teknolojinin hangi

alanlarda ilerledigini géstermektedir.

Ayni zamanda calismada kullanilacak olan patent analizi yontemi diinyada son
zamanlarda popiiler olarak yonelinen bir alan olmasina karsin Tiirk¢e yayin sayisinin az
olmasi1 ve bilgi giivenligi alaninda teknoloji tahmininin yapilmamis olmasi ¢alismanin

Onemini artirmaktadir.
1.4. Literatiir Arastirmasi

Veri madenciligi giiniimiizde siklikla kullanilan, biiyiik boyutlu veri setlerinden istenilen
bilgiye ulagma yontemidir. Veri madenciligi bilgisayar biliminin alt dalidir ve yapay
zekadan, istatistige, veri biliminden veritabani1 ¢alismalarina kadar pek ¢ok alanda

kullanilmaktadir.

Bu calismada veri madenciligi bilgi giivenligi alaninda alinan patent dokiimanlarinin
analiz edilmesinde kullanilacaktir. Bugiine kadar farkli alanlarda alinan patentleri analiz
edip sonuglarini paylasan bir¢ok calisma yapilmistir. Bu baslik altinda, patent analizine
ait onemli ¢alismalara yer verilmektedir.

Xin Li ve arkadaglari [8] perovskit giines pili teknolojisi alaninda patent analiziyle birlikte
twitter lizerindeki verilerle veri madenciligi yaparak bu alandaki yeni gelismeleri ve
teknolojileri belirleme ve izleme tizerine 2019 yilinda bir ¢alisma yayinlamislardir. Patent
analizi i¢in metin madenciliginde konu tabanl kiimeleme tekniklerinden biri olan Lingo

Algoritmasimi kullanmislardir. Lingo Algoritmast anlamli gruplar olusturabilmek i¢in



ortak arama ifadelerini gizli semantik indeksleme teknikleriyle birlestirir. Diger
kiimeleme algoritmalarina gore daha rafine konular ve konu etiketlerini otomatik bir
sekilde iiretebilir. Twitter {izerindeki verileri alabilmek i¢in Twitter Application
Programming Interface kullanilmiglardir. Bu makalede Twitter kullanicilarinin Twitter'da
tweetlerde yer alan gelisen teknolojiye olan duygusal tepkilerini degerlendirmek ve
Twitter kullanicilarinin, zamanla gelisen teknolojiye iliskin beklentilerinin degisen
Ozelliklerini incelemek i¢in bir Twitter duyarlilik analiz araci olan “Sentiment 140"
kullanmislardir. Twitter kullanicilarinin beklentileri ve beklentileri ile ilgili bu analiz,
gelismekte olan teknolojinin gelecekteki gelisim yonelimleri hakkinda bilgi sahibi
olmalarina yardimcr olmustur. Ayrica, bu yazida, Twitter kullanicilarinin Twitter'daki
tweetlerini ve yeni ¢ikan teknolojiyle ilgili tweetleri analiz etmek igin “author-topic over
time” (ATOT) modelini kullanmiglardir. ATOT modeli, yazarlarin arastirma ilgi
alanlarmin gelisimini dinamik bir bakis agisiyla incelemek igin ii¢ boyutlu bir analiz
modeli olusturmak iizere, konulari, yazarlari ve belgenin zaman bilgisini birlestirir.
Calismada 6ncelikle Derwent Innovations Index (DII) veritabanindan perovskit giines pili
teknolojisiyle ilgili patentler indirilmis ve veri seti olusturulmustur. Sonra, veri seti
temizlenmis iliskisiz olanlar silinmis, c¢alismaya dahil edilecek patentler metin
madenciligi i¢cin metin formatina doniistiiriilmiistiir. Daha sonra, hazirlanan veri seti
tizerinde Lingo Algoritmast ¢alistirllmistir. Sonug¢ olarak, konuyla ilgili sonuglar
cikarilmistir. Twitter ile calisma yapmak icin oncelikle Twitter verileri toplanmis ve ilgili
veriler indirilmistir. Gereksiz ve tekrarli tweetler silinmis ve veriler zamana gore
siniflandirilmistir. Twitter verilerini analiz etmek i¢in Natural Language Toolkit (NLTK)
ve Stanford NLP kullanilmiglardir. Aym1 zamanda, Twitter kullanicilarinin
profesyonelliklerini ve ilgi alanlarin1 da analiz etmislerdir. Calismada Twitter
kullanicilarinin - ortaya ¢ikan teknolojiye yonelik algi, tepki ve beklentilerini
tanimlamiglardir. Sonug olarak, patentlerden ve Twitter verilerinden edinilen sonuglar
karsilagtiritlmistir. Giines pili teknolojisi alaninda 2012 yilindan itibaren edinilen
patentlere karsilik, Twitter’da ise bu konu 2013 yilinda konusulmaya baglanmistir. 2013
yilinda atilan tweetler tavan yapmis ve ilerleyen zamanlarda azalarak devam etmistir.
Alinan patentler 2012°den 2016’ya kadar giines pili teknolojisi i¢in yillar gectikce farkl

alanlar icermeye baslamistir. Ornegin 2012 yilinda organik malzemeler kategorisi igin



patent alinirken bu baslik 2016 yilinda organik-inorganik hibrit malzemeler olarak
degismistir.

Jingfeng Chen ve arkadaslarinin [9] 2017 yilinda yayimladigi bu makalede medikal veri
madenciligi yontemleriyle elektronik saglik kayitlar1 alaninda 2000-2016 yillar1 arasinda
yapilan arastirmalarin analizi yapilmigtir. Toplamda 2516 kayit incelenmistir ve bu
kayitlar PubMed, the Web of Science (WOS) Core Collection ve Association for
Computing Machinery (ACM) veritabanlarindan elde edilmistir. Yonelimleri belirlemek
icin patent Dirichlet Allocation (LDA) and Topics Over Time (TOT) modelleri
kullanilmistir. TOT modeli 6nemli konular1 ayiklamak icin kullanilirken, LDA modeli
konu olusturma, bolme, birlestirme ve TOT’u analiz etmek igin kullanilmistir.
Caligmanin sonucunda Elektronik Saglik Kayitlari i¢in veri madenciligi genel aragtirma
cergevesinde veri, yontemler, bilgi ve karar seviyeleri de dahil olmak tizere konu-olusum
iligkilerini ve alan bilgisini birlestirerek sunmuslardir. Bu ¢alisma, elektronik saglik
kayitlar1 alaninda ¢alisan akademisyenler i¢in iist diizey bir bilgi saglayabilir ve saglik
bilgisi kesfi, tibbi karar destegi ve halk sagligi yonetimi konularinda tibbi veri
madenciligi teknikleri konusunda se¢imlerini yonlendirebilir.

Han Pil Cho ve arkadaslar1 [10] yiiksek katli bina yapiminda gelecek vaat eden
teknolojiyi tahmin etmek i¢in patent analizi iizerine makale yayimlamislardir. Bu
calismada Amerika Birlesik Devletleri (ABD), Avrupa, Kore, Cin ve Japonya’dan 1995-
2013 yillar1 arasinda yiiksek katl binalar ile ilgili alinan 2875 makale incelenmistir.
Teknoloji tahmini i¢gin OS Matrix metodu kullanilmistir. OS Matrix metodu teknoloji
tahminlerinde kullanilan bir yontem olup x ekseni ¢oziilmesi beklenen durumu y-ekseni
ise ilgili problemi gostermektedir. Yaptiklari ¢calismanin sonuglaria bakildiginda Kore
ve Cin bu teknoloji alaninda gelisme gdstermislerdir. Hatta Cin bu konuda siddetli
biiylime gosteren lilke olmustur. Caligmanin sonucunda ortaya ¢ikan ve onerilen alanlar
olarak belirtilen alanlar ise soyledir; yiiksek katli bina insaatinin verimliligini artirmak
igin izleme teknolojisi, bilgi modelleme teknolojisine dayali ingaat asamasinda enerji
tiiketiminin azaltilmas1 ve giivenlik yoOnetimi teknolojisidir. Bu calisma gelecekteki
yiiksek katli bina yapimi ¢aligmalari i¢in yonlendirmeler yapmay1 hedeflemistir.

Gabjo Kim ve Jinwoo Bae’nin 2017 yilinda yaptiklari ¢alismada [11] patent analizini
kullanarak saglik alaninda yeni teknolojileri tahmin etmede yeni bir yontem

onermislerdir. Onerilen yontemin genel siireci ii¢ adimdan olusmaktadir. ilk adim;



teknoloji kiimelerini olusturmak icin ortak patent smiflandirmasi (CPC) temelinde
siniflandirma yapmaktir. Ikinci olarak, ilk adimda olusturulan kiimelerin yapilari
incelenmistir. Son olarak, olusturulan patent kiimelerinin umut verici olup olmadigi
degerlendirmek icin ticlii patent aileleri, bagimsiz patentler gibi patent gostergeleri analiz
edilmistir. Patent veritabani olarak USPTO kullanilmistir. 2002-2009 yillar1 arasindaki
verileri egitim kiimesi, 2010-2013 yillar1 arasindaki verileri de test kiimesi olarak
kullanmislardir. Sonug olarak, egitim setinin gelecek vadeden bir teknoloji kiimesi olarak
goreceli olarak daha yiiksek gosterge degerlerine sahip olan teletip teknolojisini
secmiglerdir. Gelecek vaat eden diger teknoloji kiimelerini saglik bakimi ig sistemi, veri
yonetimi ve teletip teknolojileri olarak belirlemislerdir. Bu kiimelerin hem egitim hem de
test kiimelerinde olustugu goriilmistiir. Sonug¢ olarak, olusturulan gruplardan
anlasilmistir ki saglik alaninda artan bir sekilde yenilikler yapilmaktadir. Ayn1 zamanda
saglik endiistrisi alaninda ge¢mis ve gelecek alaninda olusan gruplarda farklilik
goriilmedigi de ortaya konmustur.

Sunghae Jun ve Sang Sung Park yaptiklari ¢alismada [12] Apple firmasinin yaptigi
yenilikleri tahmin etmek amaciyla Apple’in aldig1 patentleri incelemislerdir. Bu yontemi
Apple’in gelismelerini takip etmek i¢in objektif bir yaklagim olarak gérmektedirler. Bu
makalede yazarlar, Apple'in teknolojik agidan bakildiginda inovasyonunu incelemeye
yonelik objektif bir yaklasim olan patent basvurularini analiz ederek Apple'in teknolojik
yeniliklerini ve tahminini incelemeyi amaglamiglardir. Apple’in teknolojik yeniliklerini
incelemek icin yazarlar bagvurulan tiim patentleri incelemisler ve {i¢ farkl1 yaklagima gore
de modeller olusturmuslardir. Oncelikle, zaman serisi regresyonu ve coklu linear
regresyon metodlartyla teknoloji  haritas1 ¢izmek ig¢in istatistiksel modeller
kullanmuslardir. ikinci olarak, Apple’mn bosta kalan teknoloji alanlarini kesfetmek icin
tim patentleri kiimelemislerdir. Son olarak, Apple’in geleceginin merkezindeki
teknolojileri analiz etmek i¢in sosyal ag analizinden faydalanmislardir. Bu arastirmada,
Apple’mn kesfedilmemis teknoloji alanlariyla birlikte odaklandigi teknolojiler de
bulunmustur. Sonuglarda Apple’in en temel teknolojisinin GO6F; elektrik dijital veri
isleme, oldugu goriilmiistiir. Patentler bes kiimeye boliinmiistiir ve bes kiime igerisinden
iki tanesinin eleman sayisi az oldugu i¢in heniiz bos teknoloji alanlar1 se¢ilmislerdir.
Olusturulan kiimeler arastirmacilar tarafindan incelenmistir ve GO6F, HO4B, HO4N IPC
kodlarinin tiim kiimelerde oldugu goriilmiistir. GO6F, H04B ve HO4N teknolojileri



“elektriksel dijital veri isleme”, “iletim” ve “resimsel iletisim; televizyon gibi”
teknolojilerdir. Apple’in patentlerinin ¢ogunun, bu kodlarin teknolojileri alaninda
gelistirildigi bu calismayla 6grenilmistir. Heniiz bos sayilabilecek kiimenin patent alanlari
incelendiginde; “elektronik miizik ve konugsmanin iletisim ve isleme teknolojileri”
alanlarmin oldugunu gérmiislerdir. Bu nedenle, Apple'in bu teknolojileri digerlerinden
daha fazla gelistirmesi gerekiyor sonucuna bu ¢alismayla varilmistir.
Evert Nijhof’un hazirladigi makalede [13] diinya ¢apinda kapsama alani olan ve on
milyonlarca kayit igeren bir patent veritabaninda en iliskili kayitlar1 nasil bulacagimiza
odaklanmaktadir. Aramalar1 yaparken kisitli bir zamanda sonuglara ulasilacagi
diistiniilmiistir. Kisitl zamanda en ideal sonuglara ulasmak i¢in yapilmasi gerekenleri
yazar su sekilde siralamistir;

e Tarihe gore en yeniden eskiye dogru siralamak gereklidir,

o “Title” ve “abstract” boliimlerinde arama yapmak tiim dokiimani aratmaktan daha

mantiklidir,

e Konuya 6zel anahtar kelimeler kullanilmalidir,

e Ayni sekilde ¢ok spesifik siniflar kullanilmalidir.
Makalede ayn1 zamanda verimli olmak i¢in KISS (Keep It Simple and Straightforward)
prensibinin de uygulanmasi gerektigi belirtilmistir. Ayrica, olusturulan sorgularin da kisa
tutulmas1 gerektigi belirtilmigstir. Patent aramasi yapilirken esnek olunmali ve eldeki
konuya gore arama sekline kolay adapte olmalar1 gereklidir.
Bilal ALP’in yaptig1 yiiksek lisans tezinde [14] patent analizi yaparak bulut bilisimi ile
ilgili gelismeleri takip etmeyi hedeflemistir. Kullanilan patent veritabanlari; USPTO,
Free Patent Online ve WIPO’dur. 60000’¢ yakin patent analiz i¢gin kullanilmustir. Ik
boliimde, patentlerin yazi isleme teknikleriyle nasil bulundugu ve nasil islendigi detaylica
bahsedilmistir. Bu boliimde en verimli ydntem term-variance segilmistir. Tkinci boliimde
k-means algoritmasi ile nasil kiimeleme yapildigi anlatilmistir. Benzerlik metrigi olarak
kosiniis benzerligi kullanilmistir. Son bdliimde ise bulut bilisim teknolojinin ilgili
teknolojileri ve iligkili oldugu teknoloji alanlar1 ortaya ¢ikmustir.
Fatma Altuntas’m yiiksek lisans tezi i¢in hazirladig1 ¢alismada [15] Insansiz Deniz Araci
Teknolojileri (IDAT) ile ilgili patentler kullanilarak bu teknolojiye ait teknoloji aglari
olusturulmustur. Analiz i¢in se¢ilen anahtar kelimeler; insansiz deniz araci, patent analizi,

S-egrisi, dogrusal regresyon analizi ve teknoloji agidir. Veritaban1 olarak USPTO



secilmigtir. AcclaimIP yazilim ile patentler elde edilmistir. S-egrisi ve lineer regresyon
teknikleriyle veriler diizenlenmistir. Teknolojik iliski haritasi sosyal network yazilimi ile
gorsellestirilmistir. Calismanin sonucunda insansiz deniz araci teknolojileriyle ilgili
patentlerden yola ¢ikarak patentlerin IPC kodlarinin arasindaki iligki ortaya ¢ikarilmistir.
Ornegin; teknelerin iizerindeki saldir1 ya da savunma diizenleri, maym déseme, mayin
tarama, denizaltilar, ugak gemileri teknolojileriyle radyo dalgalariyla yon bulma
teknolojileri ve elektrikli olmayan degiskenlerin ayarlanmasi ya da kontrolii i¢in sistemler
iliskili ¢ikmustir.

P.S Aithal ve arkadasinin yaptigi ¢aligmada [16] zaman gectikge degisen arastirma
metodlarina yeni eklenen yontemlerden birisi olan patent analizinden bahsedilmistir.
Patent analiz metodunun analiz, tanimlama ve yorumlama basamaklarindan
bahsedilmistir. Yeni teknoloji ve egitimleri tanimlayan patentler ¢cok biiyiik bir veri olarak
diisiiniilmektedir ve son 10 yilda 2500000 patent tiim diinyada olusturuldugundan
bahsedilmistir. Makalede patent bagvurularinin yildan yila arttigindan da bahsedilmistir.
Ornegin; 2001 yilinda 1457000 olan rakam 2016 yilinda 3127900’e kadar ¢ikmustir.
Makalede farkli konularda uzun yillar boyunca bolca patentin yayinlandigini,
aragtirmacilarin bunlar analiz edip yorumlayabilmeleri i¢in ¢ok fazla firsat oldugunu
boylece yeni bilgilere ulasabildikleri yazmaktadir. Calismada patent analizi yapmanin
nedenleri su sekilde siralanmustir;

a. Yeni teknolojileri tahmin etmek

b. Teknolojik degisimi haritalamak

c. Patent ihlali riskini degerlendirmek
d. Teknoloji yonelimlerini tanimlamak
e. Teknolojinin etkilerini tahmin etmek
f. Teknolojik konular1 tahmin etmek

g. Yonelimleri izlemek

h. Teknolojiyi 6l¢gmek

Yeni icatlar1 izlemek

j. Is planlamas1 yapmak
k. Yeni fikirleri takip etmektir.
José Carlos Rodriguez ve Mario Gémez yaptiklar: ¢alismada [17] 1965 — 2012 yillar

arasinda Latin Amerika {ilkeleri tarafindan yapilan patent basvurularini analiz edilerek



teknolojik alandaki yeni egilimler belirlenmistir. World Intellectual Property
Organization (WIPO) veritaban1 olarak kullanilmistir. Arjantin, Brezilya, Sili ve
Meksika’nin verileri incelenmistir. Sonuglara baktifimizda, Arjantin’de 1990’larda
patentlerde ara verildigi goriilmiistiir. Arjantin’de bu yillarda yasanan rejim degisikligi
buna sebep olmus olabilir. Brezilya ve Sili’de ise bu aralar 2000 yillardadir. Buradan
Brezilya ve Sili’nin arasinda bir rekabet oldugu goriilebilmektedir. Ayrica Brezilya ve
Sili diger Latin Amerika iilkelerine gore teknolojik alanda daha fazla yenilikler
yapmaktadir. Sonuglara bakildiginda Meksika’nin ABD’deki miilkiyet ve diger
politikalardan daha fazla etkilendigi goriilmektedir. Brezilya ve Sili ise diger iilkelere
oranla politikalar agisindan daha 6zgiir davranmaktadir. Bu c¢aligma Latin Amerika
tilkelerinde bilim, teknoloji ve yenilik (STI) politikast ve yenilik¢i yetenek gelisimi
arasindaki iliskiyi incelemek i¢in ilk katki olarak diisiiniilmektedir ve alternatif
politikalarin diger bircok iilkedeki etkisini anlamak i¢in daha fazla aragtirma yapilmasi
gerektigi belirtilmektedir.

Heena Girdher ve Poonam Gaur’un yaptiklari calismada [ 18] metin madenciligi yontemleri
hakkinda bilgi verilmistir. Metin madencili§inin tanimin1  yapilandirilmis  veya
yapilandirilmamig verilerden anlamli bilgiler ¢ikarmak i¢in kullanilan teknoloji olarak
yapilmistir. Metin madenciligi i¢in dokiimani okuyan ve kullanici i¢in anlayan yazilim
olarak bahsedilmistir. Anahtar kelime aratmanin metin madenciliginden farki burada
goriilmektedir ¢linkii kullanict anahtar kelime aratarak buldugu tiim dokiimanlar1 kendisi
okuyup anlamalidir. Metin madenciligi basamaklar1 su sekilde siralanmustir;

e Metin dokiimanlarini toplama.

Toplanan dokiimanlar gereksiz verilerden kurtulmak i¢in temizlenmelidir.

e Metin belgesi madencilik i¢in uygun formlara doniistiirtiliir.

e lliskisiz dzellikler metinden ¢ikartilir.

e Metin madenciligi teknikleri veri madenciligi teknikleriyle birlestirilir.

e Elde edilen patentler degerlendirilir.
Ozetle bu derlemede metin madenciligi siireci tanimlanmistir. Bilgi edinme, bilgi
cikarma, Ozetleme, siniflandirma, kiimeleme gibi metin madenciligi teknikleri

anlatilmistir.
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Kisik Song ve arkadasinin yaptigi ¢alismada [19] mevcut patent analizi yontemlerine
alternatif olarak “post hoc patent analysis” adinda yeni bir metod énermislerdir ¢ilinkii
mevcut yontemde kullanilan patentin referans bilgisine bakilmasi metodu yakin zamanda
tescilli patentlere uygulanamamaktadir. Ek olarak calismada yeni teknoloji igin
miisterilerin geri doniisleri de toplanmistir. Miisteri geri doniislerinden gelen verilerden
anahtar kelimeler belirlenmistir. Calismada bulunan anahtar kelimelerle ilgili mevcut
olan teknolojiler i¢in patent bilgileri toplanmistir. Miisterilerden ve patentlerden alinan
verilerle bir portfoy olusturulmustur. Sonugta toplanan verilerden olusturulan portfoy ile
yeni teknolojilerin 6zellikleri belirlenmeye calisilmistir. Belirlenen yeni teknolojiler ii¢
gruba ayrilmistir bunlar; yliksek fayda veren, uygulanabilirligi yiiksek olan ve siiresi uzun
olan teknolojilerdir. Yiiksek faydaya sahip teknolojiler, daha fazla sayida katki saglayan
patentlerin teknolojileridir. Ornegin mucitler ve bagvuru sahiplerinin patentleri gibi.
Giglii teknolojik temelleri olan teknolojiler ise daha fazla uygulanabilir olan teknolojiler
olarak belirtilmistir. Bu grupta belirtilen patent referans sayilar1 digerlerine gore daha
fazladir. Calismanin sonucunda arag¢ kap1 sistemleri ile ilgili patent gruplarinin teknoloji
ve pazarlama alaninda degerlendirme puanlar1 belirlenmistir. Hem teknolojik hem de
pazarlanabilirlik agsindan ilk 10’a girebilen bes patent hakkinda bilgi verilmistir. Bu
teknolojiler; kapilar1 agip kaparken arag ici 1siklar1 agan bir stechnoloji, bir siiriiciiyii
arabanin i¢inde koruyan bir kapi kilitleme sistemi, ara¢ kapi panellerinde kullanilmak
lizere bir 1sitma cihazi, arag¢ kapi panelleri icindeki hareketli sanziman parcalarinin
baglantisin1 kolaylastirmak icin kullanilan teknoloji ve arag kapisi agma / kapama aygiti

ve arag kapi kilitlerinin birden fazla yerine izin veren kilitleme teknolojisidir.

Assad Abbas ve arkadaslarinin yapmis oldugu ¢alismada [20] patent analizinde en son
teknolojiyi sunmaktadir. Ayrica piyasada patent analizi i¢in kullanilan tekniklerin
ozelliklerini, zayif yonlerini vurgulamiglardir. Patent analizi igin ScienceDirect, ACM
digital library, IEEE digital library ve CiteSeerX veritabanlar1 kullanilmistir. Anahtar
kelime olarak sunlar segilmistir; “patent analysis tools and techniques”, “visualization
approaches in patent analysis” ve “text mining and patent analysis”. Son yillarda alinan
patentler secilmis olup literatiir taramasi i¢in sonugta 22 makale se¢ilmistir. Patent
yazilarindan anlamli veriler elde etmek i¢in metin analizi yapilmis ve sonuglar i¢in

gorsellestirme yaklasimlarina basvurulmustur. Bu yaklasimlarda patentleri kiimelemek

icin k-means algoritmasina basvurulmustur. Burada yapilan literatiir taramasi,

11



aragtirmacilara birlesik formdaki patent analiziyle ilgili en son arastirma cabalarini

bulmada yardimc1 olacaktir.

Serkan Altuntas ve arkadaslarinin yaptigi ¢alismada [21] patent verisine dayali teknoloji
basarisin1 tahmin etmek i¢in yeni bir yontem Onerilmistir. Teknoloji tahmini igin dort
kriter; teknoloji yasam dongiisii, diflizyon hizi, patent giicli ve genisleme potansiyeli géz
oniinde bulundurulmustur. Belirtilen dort farkli kriterlerden elde edilen sonuglar
birlestirmek i¢in veri fiizyon algoritmasi uygulanmistir. Arastirmanin sonucunda bulunan
tahmin metodunun kullanishiligin1 ve potansiyelini 6lgmek i¢in ABD’nin ii¢ teknoloji
alaninda alinan patentlerinden faydalanilmistir. Teknoloji alanlari; TFT-LCD ekran, flag
bellek sistemi ve kisisel dijital asistan kullanilarak gosterilmistir. Bu patentlerden elde
edilen sonuglar, kisisel dijital asistan teknolojisinin diger teknolojilere gore tercih
edildigini gostermektedir. TFT-LCD ekran ve flash bellek sistemi teknolojilerindeki
yatirimlar esit oncelige sahiptir. Calismada USPTO veritabani kullanilmistir. Toplanan
verilen S-Egrisi ¢izilmistir. Bulunan sonuglar su sekildedir; kisisel dijital asistan
teknolojisi teknolojik yayilma hizi olarak 1. siradadir ve ayni zamanda bu teknoloji en
yiiksek patlama potansiyeline sahip teknolojidir. Flas bellek teknolojisi yayilma hizi
olarak 2. siradadir. TFT-LCD ekran teknolojisi en ¢ok patent alinan alandir fakat yayilma
hiz1 en diisiik teknoloji olarak ¢ikmistir. Calismanin sonuncunda Onerilen yontemle
asagidaki gibi sorulara cevaplar verilmistir: yatirim i¢in hangi teknolojiler uygundur ve

teknolojiler arasinda onceliklendirme nedir?

Cemil Bagpinar’in Tiirk Patent Enstitiisii’nde yaptig1 uzmanlik tezinde [22] Tiirkiye’nin
1980-2007 yillarina ait patent verileri ve 1995-2007 yillarina ait faydali model verileri,
Fraunhofer Institute for Systems and Innovation Research, Observatoire des Sciences et
des Techniques ve University of Sussex, Science and Policy Research Unit tarafindan
hazirlanmis olan patent-endiistriyel siniflandirma uyum tablosu kullanilarak sektorel
bazda (NACE Rev. 1.1) hesaplanmistir. Hazirlanan tezde Oncelikle patent verilerine
iligkin literatiirden bahsedilmis 2. boliimde ise patentlerin diinyada nasil siniflandirildig
anlatilmistir. Tirk Patent Enstitiisli veri tabaninda kayitli bulunan veriler, Uluslararasi
Patent Smiflandirma Sistemi’ne (IPC) gore siniflandirildig: belirtilmistir ve héalihazirda
IPC’nin 8. versiyonu kullanilmaktadir denmistir. [IPC’nin sekiz bdliimiinden bahsedilmis

ve boliimler su sekilde siralanmustir;
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A- Insan Ihtiyaglari

B- islemlerin Uygulanmasi, Tagima

C- Kimya, Metaliirji

D- Tekstil, Kagit

E- Sabit Insaatlar

F- Makine Miihendisligi, Aydinlatma, Isitma, Silahlar, Tahrip Malzemeleri

G- Fizik

H- Elektrik

Boliimlerden sonra sinif, alt sinif, ana grup ve alt gruplar numaralandirilmigtir. 3.
boliimde istatistiklerin nasil elde edildigi anlatilmistir. Bu ¢aligma kapsaminda 62931
adet patent ve faydali model bagvurusu iizerinde c¢alisilmistir. Farkli alanlar i¢in yerli

patent ve faydali model sayilar1 tezde grafiklerle belirtilmistir.
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2. MATERYAL VE YONTEM

Patent belgeleri teknolojiyle ilgili alanlar1 analiz etmek i¢in essiz kaynaklardir. Bu
belgeleri kullanarak pek ¢ok c¢alisma yapilabilmektedir. Patent belgeleri sadece ilgili
teknoloji alanini icermeyip ayni zamanda o teknolojinin yonlendirdigi diger alanlar1 da
ifade eden bilgileri kapsarlar. Bu analizi yapabilmek i¢in 6ncelikle patent dokiimanlarinin
yapisini ve boliimlerini iyi anlamak gereklidir ¢linkii bu boliimler ¢ikarilabilecek alanla

ilgili pek ¢ok ipucu verecektir.

Bu tez calismasinda amag¢ patent analizi yaparak bilgi giivenligi alaninda teknoloji
tahmini yapmaktir. Patentleri islemeden dnce nasil bir yontem uygulandigi belirtilmelidir.

Bu ¢alismada kullanilan yontem, Sekil 2-1’de gosterilen adimlari igermektedir.

Tiim islemlere baslamadan dnce teknoloji alan1 se¢ilmelidir. Giiniimiizde bilgi giivenligi
alan1 pek ¢ok teknoloji alanin etkilemekte birlikte her gegen giin hizla biiyiimektedir. Bu
calismada bilgi glivenligi alanindaki teknolojilerin arasindaki iligkilerin, farkliliklarin ve
teknolojik gecislerin goriilmesi planlanmaktadir. Calismada tiim siire¢ Oncelikle

patentleri toplayarak baslamistir.

Bu tez caligmasinin amaci patent veri seti olusturulmasi ve sosyal ag analizi, zaman serisi
analizi c¢aligmalarimi ortak bir paydada bulusturarak bilgi gilivenligi alanindaki
patentlerden teknolojinin yoniinii ortaya koymaktir. Tez kapsaminda iki asamali bir
arastirma siireci izlenmis ve analizler icin Gephi, Cytoscape yazilimlarindan ve R

programlamadan faydalanilmistir.
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Veri Toplama

k4

Veri On isleme

*  Hatal Dokiman Mumarasing Sahip Patentlerin Belirlenmesi
®*  Tekrar Eden Patentlerin Temizlenmesi

Ag Analizi Zaman Serisi Analizi
Ag Zaman Serisi Regrasyonu
Modelleme

Aynstirma Yontemleri

| Ustel Dizlegtirme
Ag Olusturma Yantemi

ARIMA Ydntemi

Gdrsel Analiz Yapay Sinir Aglar

, l

Bulgu ve Yorumilar

Sekil 2-1 Gergeklestirilen Calismanin Islem Adimlar
2.1 Patent Veri Tabanlarinda Arama Yapmak

Internet iizerinden patent dokiimanlarina erisilebilecek pek ¢ok site mevcuttur. Ancak bu
sitelerin bazilar1 iicretliyken bazilar1 da internet sayfalarindan sadece ilk 500 sonuca
erisilmesine izin vermektedir. Cevirimigi ve licretsiz bir sekilde patent dokiimanlarina
erisebilmek i¢in bu calismada INPADOC veritaban1 ve OPS internet servisi

kullanilmigtir. INPADOC  uluslararast patent dokiiman servisidir, patentlerin
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bibliyografik verilerinin bulundugu veri tabanidir ve haftalik olarak Avrupa Patent Ofisi
tarafindan giincellenmektedir. Avrupa Patent Ofisi, ESPACENET veri tabaniyla
orantilidir ve INPADOC veri tabanina erisim saglamaktadir [23]. ESPACENET diinya
capinda kapsama alanina sahip olan 1782’den gilinlimiize kadar olan buluslar ve teknik
gelismeler hakkinda bilgilere {icretsiz erisim sunmaktadir. Bu veri tabani giinliik olarak
uzmanlar tarafindan giincellenmekte olup diinyanin dort bir yanindan 110 milyondan
fazla patent belgesine iligskin veriler icermektedir [24]. Calismada verileri bir yazilim
programi araciyla toplayabilmek i¢in Avrupa Patent Ofisi veritabaninin internet Servisi

(OPS) kullanilmistir. OPS verilere erisimi saglayan bir internet ag1 hizmetidir.
2.1.1 Patent Uzmanlarindan Tavsiye Almak

Calismada kullanilacak veri setini toplamak icin internet servisiyle gonderilecek
sorgularin olusturulmasi gereklidir ve bu sorgularda kullanilacak olan anahtar kelimelerin
dogru secilmesi dnemlidir. Patent uzmanlar1 anahtar kelimeleri belirlemek igin farkli
yontemler Onerebilirler. Ciinkii patent dokiimanlarinda arama yapmak uzmanlik
gerektiren bir istir. Bu konuda deneyimli kisilerden yardim almak dogru veri setini
olusturmak adina ¢ok 6nemlidir. Herhangi bir kombinasyon yapmadan sadece tek bir
kelime ile yapilan patent aramalart sonucunda c¢ok farkli dokiimanlara da
erisilebilmektedir. Ornegin; “security” (giivenlik) kelimesini patent dokiimanlarinin
baslik kisminda aratildiginda sadece bilgi giivenligi ile ilgili patentler degil ayn1 zamanda
sapka, anahtar gibi farkli giivenlik alanlarin1 da kapsayan patentler bulunabilmektedir. Bu
sebepten dolay1 bu ¢alisgmada patent uzmanlarinin tavsiye ettigi sekilde patent aramasi
yapilmis asagidaki boliimlerde detaylandirildigi gibi uzmanlarin belirledigi rotadan

ilerlenerek tutarli bir veri seti olusturulmaya ¢aligiimstir.
2.1.2 Bilgi Giivenligi Alaninda Lider Firmalar: Belirlemek

Bilgi giivenligi alaninda alinan patentlere erisebilmek i¢in patent arama asamasinda dogru
anahtar kelimelerin kullanilmas1 sarttir. Dogru kelimeleri segmek icin de dnceden bu
alanda alinmis patentlerden yararlanmak en uygun yol olacaktir. Onceden bilgi giivenligi
alaninda alinan patentlere erigsebilmek icin bu alanda lider olan firmalarin aldig1 patentler

incelenmistir. Boylelikle bu firmalarin patent dokiimanlarinda siklikla kullandiklar:
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kelimeler belirlenebilecektir. Internetten yapilan arastirmalar sonucunda son yillarda bilgi

giivenligi alaninda en fazla yatirim yapan firmalarin sunlar oldugu bulunmustur;

CISCO

IBM
MICROSOFT
AMAZON
SYMANTEC

a > W N oE

Veri setini olusturmak icin patent arama asamasinda kullanilacak anahtar kelimelere

yukarida adlar1 gegen bes firmanin son ii¢ yilda aldig1 patent dokiimanlari incelenmistir.
2.1.3 Bilgi Giivenligi Alaninda En Popiiler IPC Siniflarim Belirlemek

2.1.2.°de bahsedilen firmalarin bilgi giivenligi alaninda aldiklar1 patentlere erigebilmek
icin sorgu ciimlesine IPC siniflarinin da eklenmesi gereklidir. Bu sayede dogrudan ilgili
alandaki patentlere erisilebilecektir. Bu ¢alismada anahtar kelime belirlemek igin
olusturulan sorgularda IPC smiflarindan HO4L9 ve GO6F21 kodlar1 kullanilmistir. Bu
siiflar [PC siniflarinin tanimlar1 okunarak analiz edilmek istenen alana en yakin gelen
sinif secilerek bulunmustur. HO4L9; elektrik boliimiinii temsil eden H sinifinin, elektrik
haberlesme teknigi alt sinifinin (HO4), sayisal bilgilerin iletimi alaninin (HO4L), gizli
veya giivenli iletisim gerekli diizenlemeler (HO4L9) ile ilgili patentleri igermektedir.
GO6F21 ise fizik (G) simifinin alt grubu olan bilgi islem, hesaplama veya sayma (G06)
sinifinin elektrik dijital veri isleme alaninin (GO6F), bilgisayarlari, bunlarin bilesenlerini,
programlar1 veya verileri yetkisiz faaliyetlere kars1 korumak icin giivenlik diizenlemeleri

(GO6F21) igeren patentleri kapsamaktadir. (Tablo 2-1)
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Tablo 2-1 Segilen IPC Smuiflarinin Tanimlari

IPC Smifi Teknoloji Alani

H Elektrik

HO4 Elektriksel Haberlesme Teknigi

HO4L Sayisal Bilgilerin iletimi

HO4L9 Gizli veya Giivenli Iletisim i¢in Diizenlemeler
G Fizik

G06 Bilgi islem, Hesaplama veya Sayma

GO6F Elektriksel Dijital Veri Isleme

Verileri Yetkisiz Faaliyetlere Kars1 Korumak i¢in

GOBF21 Yapilan Giivenlik Diizenlemeleri

2.1.4 Anahtar Kelimeleri Belirlemek icin Gerekli Sorgu Ciimlelerini Olusturmak

Boliim 2.1.2. ve 2.1.3.’te belirtilen yontemlerle belirlenen bilgi giivenligi alaninda lider
firmalar ve popiiler IPC siniflariyla 2017 ile 2019 yillar1 arasinda alinan patentlerde en
stk kullanilan kelime ve kelime gruplarint belirlemek icin sorgu cilimleleri

olusturulmustur.

Ornek sorgu ciimleleri;

Yukaridaki ornek sorgularda gecen “pa” bagvuran parametresini filtrelerken, “pd”

yayinlanma tarihi ve “ipc” ise IPC siifin1 temsil etmektedir.
2.1.5 Anahtar Kelimeleri Belirlemek

Anahtar kelimeleri belirlemek i¢in gerekli sorgular1 internet servisi araciligiyla
calistirdiktan sonra bes firmanin son {i¢ yilda, belirlenen iki IPC sinifiyla ilgili aldigi
toplam patent sayis1 3283 olarak belirlenmistir. 3283 essiz patentin baslik kisminda
siklikla kullanilan kelimeler ve kelime gruplari, kombinasyonlart bulunmustur. Bu

kombinasyonlar1 belirlemek i¢in olusturulan 6n veri setinin baslik kisminda gegen 34025
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kelime analiz edilmistir. Analiz sonucunda siklikla kullanilan kelime gruplari
belirlenmistir. Boylelikle veri setini olusturmak icin kullanilacak olan sorgularda

patentlerin baslik kisimlarinda bu kelimeler aratilmistir.

Analiz sonuglarina gore ¢ikan kelime gruplari su sekildedir;

GRUP A -1 : hardware*, software*, malware*

GRUP A-2: serv*, comput*, execut®

GRUP A-3: virtual*, digital*, data*, system*

GRUP A-4: inform*, network™*, device*, method*, applicat*

GRUP B-1: verificat*, authenticat*, authoriz*, block* chain*, blockchain*
GRUP B-2: crypto*, encrypt*, password*, encod*, key*

GRUP B-3: protect*, secre*, secur*

GRUP B-4: priva*, safe*, sure*, policy*

Sekil 2-2°de gosterildigi gibi A ve B gruplar1 kendi aralarinda ¢aprazlanarak son 10 yil
icin tiim anahtar kelimeleri kapsayacak sekilde sorgular olusturulmustur. Ornegin
sekildeki ilk caprazlama olan A1 ve B1 gruplarinin ¢aprazlamasinin sonucunda su sekilde
bir sorgu climlesi elde edilmistir; (ti any "hardware* software* malware*") and (ti any
"verificat* authenticat* authoriz* block* chain* blockchain*") and (pd = "20090101
20090104 ™).

[+] o |

Sekil 2-2 Kelime Gruplar1 Caprazlamasi
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2.1.6 Veri Setini Olusturmak

Baslik 2.1.4’te bahsedilen anahtar kelimeler kullanilarak patent baslik béliimiinde son 10
yilda alinan patentlerden olusan bir veri seti olusturulmustur. Bu ¢alismada EPO internet
servisi kullanildigindan ve internet servisi tek seferde en fazla 100 patenti indirmeye izin
verdiginden dolay1 sorgular gelen sonuca goére hafta hafta ya da giin bazli olarak
hazirlanmistir. Bu caligmada veri setini olusturmak icin toplamda 27290 sorgu
calistirilmistir. Hazirlanan sorgular internet servisi araciliiyla otomatik olarak ¢alistirilip
patentlerin bibliyografik verilerinin bulundugu xml dosyalar1 indirilmistir.

<?xml version="1.0" encoding="UTF-8"2><?xml-stylesheet type="text/xsl" href="/3.2/style/exchange.xsl"?>
<ops:world-patent-data xmlns="http://www.epo.org/exchange" xmlns:ops="http://ops.epo.org" zmlns:xlink="http://www.w3.0rg/1999/x1ink">
<exchange-documents>
<exchange-document system="ops.epo.org" family-id="41669507" country="US" doc-number="2011142239" kind="A1">
<bibliographic-data>
<publication-reference>
<document-id document-id-type="doecdb">
<country>Us</country>
<doc-number>2011142239</doc-number>
<kind>al</kind>
<date>20110616</date>
</document-id>
<document-id document-id-type="epodoc">
<doc-number>Us2011142239</doc-number>
<date>20110616</date>
</document-id>
</publication-reference>
<classifications—-ipcr>
<classification-ipcr sequence="1">
<text>H04K 1/ 00 AT </text>
</classification-ipcr>
</classifications-ipcr>
<patent-classifications>
<patent-classification sequence="1">
<classification-scheme office="" scheme="CPC"/>
<section>H</section>
<class>04</class>
<subclass>W</subclass>
<main-group>12</main-group>
<subgroup>02</subgroup>
<classification-value>I</classification-value>
</patent-classification>

Sekil 2-3 US2011142239.A1 No’lu Patente Ait Bibliyo Belgesinden Bir Kesit

Bolim 2.1.5 Anahtar Kelimeleri Belirlemek basliginin altinda anlatilan yontemle
olusturulan sorgular ¢alistirilmis ve sonucta 284972 patent dosyasi indirilmistir. Indirilen
patent dosyalarindan US2011142239.A1 numaral1 patentin bibliyo belgesinden alinan bir
kesit Sekil 2-3’te gosterilmektedir. Sekilde patentin dokiiman numarasi, tiirii, tarihi,
iilkesi ve dahil oldugu siiflarin birkag1 vardir. Indirilen patent bibliyografik dosyalari

xml dosyas1 ayrigtirma yontemleriyle analiz edilip ¢alismalara devam edilmistir.
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Adirn 10 Patent Uzmnanlannm GSrigd

Adim 1: Bilgi Girvenliginde Lider Firmalarm
v En Popdler IPC Sinflarnin Beliflenmesi

Adwm 3: Sorgu Kabplannin Dlugturelmas

Adim 42 3283 Patent Dosyasinm Elde
Edilrmesi

Adim 5: Patent Baghklannda Gacen 32025
Keglimgnin Analiz Edilmesi

Adim & Anahtar Kelima Gruplaninin

Belirlenmesi

Adm 7: Anahtar Kelimeleri Kullanarak
Sorgularin Olugturulmas:

Adim 2: Sorgulann Cahgtnimas

Adim 9: Veri Seti icin Patentlerin Indirilmasi

Sekil 2-4 Veri Seti Toplama Asamalari
2.2 Metin On isleme

Indirilen xml dosyalar1 patent belgesi boliimlerine dayanarak ayristirildiginda yillara,

iilkelere ve kodlara dayanan farkli sonuglarin ¢iktig1 goriilmiistiir.
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2.2.1 Veri Setinin Y1l Bazinda incelenmesi

Ocak.2009-May1s.2019 tarihleri arasinda bilgi giivenligi alaninda alinan patent adetlerini

inceledigimizde sonuglarin yillar gegtikge dogru orantili olarak arttigr goriilmektedir.

Tablo 2-2 Veri Setinin Yillara Gore Siralamasi

Yil Alnan Patent Sayist Siralama
2009 19262 8
2010 19011 10
2011 19153 9
2012 20875 7
2013 24333 6
2014 27130 5
2015 30096 4
2016 30254 3
2017 37819 2
2018 44023 1
2019 13013 11

22



Alinan Patent Sayisi
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45000
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35000
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10000

5000

2008 2010 2012 2014 2016 2018 2020

Sekil 2-5 Veri Setinin Yillara Gore Grafigi
2.2.2 Veri Setinin Ulke Bazinda incelenmesi

Veri seti lilke bazinda incelendiginde 56 farkli iilke tarafindan son 10 yilda bilgi giivenligi
alaninda patent alindig1 goriilmiistiir. Bu iilkelerden Cin, ABD ve Kore ilk ii¢ sirada yer
almaktadur.

Tablo 2-3 Veri Setinin Ulkelere Gére Siralamasi

Ulke Ulke Kodu Alman Patent Sayis1 Siralama
Cin CN 116907 1
ABD us 66397 2

World Intellectual Property

Organization (WIPO) wWo 25352 3
Gliney Kore KR 19245 4
European Patent Office EP 16650 5
Japonya JP 13149 6
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(Tablo 2-3 Devam)

Tayvan T™W 5954 7
Kanada CA 4196 8
Avustralya AU 3411 9
Almanya DE 2243 10
Rusya RU 2208 11
Birlesik Krallik GB 1794 12

Alinan Patent Sayisi
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Sekil 2-6 Veri Setinin Ulkelere Gore Grafigi
2.2.3 Veri Setinin Bagvuran Firma Bazinda Incelenmesi

Toplanan veri seti bagvuru yapan firma bazinda incelendiginde bazi firmalarin digerlerine
gore acik ara fark attig1 goriilmektedir. Siralamadaki en biiyiik patent sayis1 degerine
sahip firma Huawei Technologies Co. Ltd. iken, bu firmay1 Samsung Electronics Co. Ltd.

ve IBM firmalar yakin farklarla takip etmektedir.
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Tablo 2-4 Veri Setinin Firmalara Gore Siralamasi

Firma Ad1 Alinan Patent Say1st Siralama
Huawei Technologies Co. Ltd. 7739 1
Samsung Electronics Co. Ltd. 7532 2
IBM 7233 3
ZTE Corporation 6252 4
INTEL 4649 5

Alinan Patent Sayisi

9000
8000
7000
6000
5000
4000
3000
2000
1000
0
Huawei Samsung ZTE Corporation INTEL
Technologies Co. Electronics Co.
Ltd. Ltd.

Sekil 2-7 Veri Setinin Firma Bazinda Siralamasi
2.2.4 Veri Setinin CPC Kodlarina Gore incelenmesi

Bu ¢alismada hazirlanan veri setinde alinan patentlerin ait olduklar1 CPC siniflar1 ana
simif, alt siif ve alt gruplar olmak {izere {i¢ ayr1 kategoride degerlendirilmistir. CPC

kodlarina gore analiz sonuglarina Tablo 2-5 ve Sekil 2-8’den bakilabilir.
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Tablo 2-5 Veri Setinin CPC Siniflarina Gore Siralamasi

CPC Tanim Alinan Patent Siralama
Sayist

Electric Communication
Ho4 Technique 490128 !

G06 Computing; Calculating; Counting 308290 2

Medical or Veterinary

AbL Science; Hygiene 33308 3
B60 Vehicles in General 28348 4
GO7 Checking-Devices 21140 5
G08 Signalling 20887 6
G01 Measuring; Testing 20413 7

Technologies or Applications for
Y02 Mitigation or Adaption Against 18414 8
Climate Change

Generation; Conversion or
HO02 Distribution of Electric Power 17669 9

HO1 Basic Electric Elements 15823 10
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Tablo 2-6 Veri Setinin CPC Alt Siniflarina Gore Siralamasi

CPC Tanim Alinan Patent Sayisi Siralama

HO4L Transmls_smn of Digital 306581 1
Information

GO6E Electrlc_DlgltaI Data 195895 9
Processing
Wireless

HO4W Communication 81370 3
Networks
Data Processing

G06Q Systems or 76363 4
Methods

HO4N Pictoral 72796 5
Communication

GO6K Recognition of Data 25931 6

GO8B Signalling or 15321 ;
Calling Systems

HO4M Telephonic 13642 8
Communication

AG1B Diagnosis; Surgery; 13137 9
Identification

GO7C Time or Attendance 12492 10

Registers
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Tablo 2-7 Veri Setinin CPC Alt Gruplarina Gore Siralamasi

CPC Alinan Patent Sayist Siralama
HO4W12/06 12283 1
HO4L63/08 9187 2

H04L63/0428 8421 3
HO04L63/20 5761 4
GO06F21/32 5714 5
GO06F21/31 4957 6
HO4L63/10 4897 7

HO04L63/083 4895 8
H04W12/04 4781 9
H04L9/3247 4750 10

Alinan Patent Sayisi

600000
500000
400000
300000
200000

100000
0 | || - - = -

HO4 G06 A6l B60 GO7 G08 GO1 Y02

Sekil 2-8 Veri Setinin CPC Simiflarina Gére Incelemesi
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2.2.5 Veri Setinin IPC Kodlarina Gore incelenmesi

Hazirlanan veri setinde yapilan incelemeler sonucunda IPC kodlarina goére gruplama

islemi bir ana ve ¢ alt sinif olarak toplamda dort gruba ayrilmistir. Gruplarin adlar ve

detaylarina iliskin bilgiye Tablo 2-8 ve Sekil 2-9’dan erisilebilir.

Tablo 2-8 Veri Setinin IPC Siniflarina Gore Siralamasi

IPC Tanim Alinan Patent Siralama
Sayist
HO4 Electric C ication Techni 1
ectric Communication Technique 9903
G06 Computing; Calculating; Counting 6959 2
Medical or Veterinary
Ab1 Science; Hygiene 1183 3
GO1 Measuring; Testing 738 4
G08 Signalling 710 5
Generation; Conversion or
HO2 Distribution of Electric Power 703 6
GO7 Checking-Devices 554 7
B60 Vehicles in General 522 8
E04 Building 495 9
Tablo 2-9 Veri Setinin IPC Alt Siniflarina Gore Siralamasi
IPC Tanim Alman Patent Sayis1 Siralama
HO4L Transmls_smn of Digital 5957 1
Information
GO6E Electric Digital Data 4930 9

Processing
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(Tablo 2-9 Devam)

Wireless
HO4W Communication 2323
Networks
Data Processing
G06Q Systems or 2051
Methods
HOAN Pictoral o 1616
Communication
Signalling or
Go8B Calling Systems 551
GO6K Recognition of Data 536
CL2N Microorganisims or 403
Enzymes
Engineering;
G10L Culture Media 399

Speeph Anaylsis or

Tablo 2-10 Veri Setinin IPC Alt Gruplarina Goére Siralamasi

IPC Alman Patent Say1st Siralama
HO4L.29/06 38027 1
HO4L.9/32 21179 2
HO04L.9/08 10518 3
HO04L.29/08 10467 4
H04W12/06 8328 5

GO6F17/30 8084 6
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(Tablo 2-10 Devam)

GO06F21/62 7134 7
GO06F21/00 5852 8
GO06F21/60 5404 9

Alinan Patent Sayisi

12000
10000

8000

6000
4000
2000
0 | n n II - - -
Ho4  GO6 A6l GOl

G08 HO2 GO07 B60 EO4

Sekil 2-9 Patentlerin IPC Siniflarina Gore Siralamasi
2.3 Kullanilan Yontemler

Bu boliimde ag analizi ve zaman serisi analizi konulari tizerinde durulmustur. Ag analizi
nedir, bilesenleri nelerdir acgiklanmasinin ardindan ag Olciitlerinden bahsedilmistir.
Zaman serisi analizi kisminda zaman serisi tahminleme modellerinden regresyon,
ayristirma Ustel diizlestirme, ARIMA ve yapay sinir aglart modelleri anlatilmistir. Bu

modeller detayli bir sekilde incelenmistir.
2.3.1 Ag Analizi

Bu bolimde graf nedir, bilesenleri nelerdir ve graf gosterim sekilleri nelerdir

kavramlarinin acgiklamasi yapilmaistir.
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2.3.1.1 Graf Veri Yapisi ve Bilesenleri

Diigiim ve kenarlardan olusan ag yapilarina graf denir. Cizge ve ¢izit isimleriyle de
bilinmektedir. Gergek hayatta karsilasilan yapilar1 bilgisayar dilinde temsil etmek
amaciyla kullanilirlar. Ornek olarak iki sehir arasindaki en kisa mesafenin hesaplamak,
sosyal medyada kimin kiminle arkadas oldugunu gostermek, firmalarmn tedarik
zincirlerini goriintiilemek icin graf yapilarindan faydalanilabilir. Graf diigimleri ve bu
diigtimleri birbirine baglayan kenarlardan olusan ag yapilaridir. Matematikte graf diigtim

ve kenarlardan olusan iki kiime ile ifade edilir [25].

Graf yapisinin en temel nesnesi diigiimdiir (node). Kdse ya da verteks isimleriyle de
anilirken sosyal aglarda aktor ifadesi de diigiim i¢in kullanilmaktadir. Graf yapisindaki
diigiimlerin sayis1 grafin boyutunu vermektedir. Ornegin n tane diigiim igeren bir grafin

boyutu n’dir ve |V| =n seklinde gosterilir.

Diigiimleri birbirlerine baglayan baglantilara kenar ad1 verilir. Graf yapisindaki iligkileri

gosterir.

G = (D, K) Burada G grafi, D diigiimlerin K ise kenarlar kiimesini ifade etmektedir.

Sekil 2-10 Graf Ornegi

Yukaridaki sekilde gosterilen graf matematiksel olarak su sekilde ifade edilir.
V:{1,2,3,4,5}

E: {{1.2}, {1.3}, {2.4}, {34}, {3,5}}

G=(V,E)

Graflar1 kenarlarinin yonlii olup olmamasina gore Yonli Graflar ve Yonsiiz Graflar

olarak 2’ye ayirabiliriz. Bir graftaki kenarlarin yon belirtmemesi durumunda bu grafa
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yonsiiz graf denir. Sekil 2-5te gosterilen graf yonsiiz grafa drnektir. YOnsiiz grafa 6rnek
olarak Facebook verilebilir ¢iinkii Facebook’ta bir insanla arkadas olmak iki insanin da
birbirleriyle arkadas olmasi demektir. Her iki insan da birbirlerinin goénderilerini
gorebilirler. Bir grafin kenarlarinin yon belirtmesi durumunda bu grafa yonlii graf denir.
Burada yon bir diigiimden digerine giden yolu gdstermektedir. Yonlii grafin en iyi
orneklerinden biri Instagram olarak gosterilebilir. Instagram’da bir kisiyi takip
edebilirsiniz ancak bu o kisinin sizi takip ettigi anlamina gelmez. Takip edenin karsidaki

kisi ile iligkisi olmasina ragmen onun takip edenle bir iligkisi yoktur.

Sekil 2-11 Yonlii Graf Ornegi

Sekil 2-12 Yonlii Agirlikli Graf Ornegi

Bir grafin yapisindaki kenarlarin degerleri esit degilse, her biri farkli bir deger alabiliyorsa
bu graflara agirlikli ya da maliyetli graf ad1 verilir. Yol haritalarini temsil eden graflar
agirhikli graflara ornek olarak verilebilir. Bir graftaki tim kenarlara ait agirliklarin
toplami o grafin agirligini yani maliyetini vermektedir. Matematikte agirlikli graflar G =

(V, E, W) seklinde gosterilir. W E’deki her bir kenara ait agirlik degerinin kiimesidir.
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2.3.1.2 Ag Olciitleri

Bir agdaki diigiimlerin 6nemini tanimlamak i¢in ag analiz setinden farkli Olgiitler

kullanilmaktadir.

Bir diigiimiin temel o6lgiitii derecedir. Derece yonsiiz aglarda bir diigiime bagl kenarlarin
say1st iken yonlii aglarda i¢ ve dis derecelerin toplami o diiglimiin toplam derecesini verir.
I¢ derece diigiime gelen kenarlarin sayisini, dis derece ise diigiimden ¢ikan kenarlarin

sayisini gosterir.

Merkezilik bir agin giiciiniin gostergesidir. Ag analizinde 6l¢iim yaparken “Arasindalik”,

“Yakinlik” ve “Derece” ol¢iitlerinden faydalanilir.

Derece merkeziligi diiglimlerin derecelerine bakarak dnemini ortaya koyan ol¢iittiir. Bir

diigiimiin derecesi ne kadar yiiksek ise o diiglim o kadar 6nemlidir.

Yakinlik merkeziligi bir diigimden ulasilabilen tiim diigiimlerin ortalama en kisa

mesafesidir.

Arasindalik merkeziligi bir diigiimiin agdaki diger diigtimler arasinda ne kadar uzaklikta

oldugunu belirtir [26].

Kiimeleme Katsayis1 bir agdaki diiglimlerin kiimelenme derecesinin 6l¢iisiidiir. Sifir ve

bir arasinda degerler alir.

Yogunluk sik¢a kullanilan ag ol¢iitlerindendir. Bir agda tiim diigiimler birbiriyle iliski
icerisinde olmayacaktir. Agin yogunlugu bize sosyal agin “kapsayiciligint” verir. Ag
biiyiidiik¢e yogunluk azalir ¢iinkii biiyiik aglarda diigtimlerin iligkili olma durumlar1 daha
zordur. Bu yiizden farkli bityiikliikteki aglarin yogunluklari karsilagtirilmaz [27].

2.3.2 Zaman Serisi Analizi

Bir zaman serisi, zaman ic¢inde sirayla alinan bir gozlem dizisidir. Bir zaman serisinin
i¢sel bir 6zelligi, tipik olarak, bitisik gézlemlerin bagimli olmasidir. Zaman serisi analizi,

bu bagimliligin analizi i¢in teknikler ile ilgilidir [28].

Zaman serisi analizi, secilen degiskenlerin zaman igindeki degisiklikleri tanimlar, agiklar,
tahmin eder ve kontrol eder. Eldeki verilerle zaman serisi analizi yapilabilmesi i¢in
verilerin diizenli sekilde toplanmasi gereklidir. Verilerden c¢ikarilan anlamli sonuglar

istatistiksel yontemler kullanilarak elde edilir.
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Zaman serisi analizini kullanmanin en biiyiikk avantaji ge¢cmis davraniglar1 anlayarak
gelecek hakkinda tahmin yapabilmesidir [29]. Giiniimiizde hisse senedi fiyatlari, sanayi
tahminleri ve mevsimsel degisiklikler gibi pek c¢ok alanda zaman serisi analizi
kullanilmaktadir. Zaman serisi analizinin kullanilmasinin amaci ge¢misi anlamak ve

gelecegi tahmin etmektir.

2.3.2.1 Zaman Serisi Bilesenleri Nelerdir?

Zaman serilerinde tahmin algoritmalarini se¢cebilmek amaciyla bilesenlerin sistematik ve
sistematik olmayan bilesenler olarak ikiye ayrilir. Sistematik bilesenler tanimlanabilir,
tutarli tekrarlanabilir bilesenler iken, sistematik olmayan bilesenler dogrudan
modellenemeyen bilesenlerdir. Sistematik bilesenler trend, mevsimsellik iken giiriiltii

sistematik olmayan bilesen olarak adlandirilmaktadir [30].

e Trend: Zamana gore gézlemlenen bir degiskenin uzun dénemde gosterdigi artis
veya azalisa denir. Dogrusal ve dogrusal olmayan trend olarak ikiye ayrilir [31].
Zaman serisinin egilimidir.

e Mevsimsellik: Zaman serilerinin belirli araliklarla diizenli bir seyir izledigi
goriilmektedir. Diizenli araliklarla meydana gelen degisikliklere “mevsimsellik”
ya da “mevsimsel degisme” ad1 verilir [32].

e Giiriiltii: Zaman serilerinde tahmin edilemeyen degisimlere verilen addir.

e Kalinti: Gozlemler ile karsilik gelen uygun goriilen degerler arasindaki farktir
[33].

2.3.2.2 Zaman Serilerinde Regresyon Modelleri

Regresyon analizi bagimli degiskenin, bir ya da birden fazla bagimsiz degisken arasindaki
iliskinin matematiksel bir fonksiyon seklinde yazilmasidir. Regresyon denklemi bu

fonksiyonun adidir [34].

Regresyon modelleri, bir zaman serisini ongoriicii olarak kullanip farkli bir zaman
serisinin tahminlenmesidir. Ornegin reklam harcamalarindan yola gikarak aylik satislarin

tahmin edilmesi gibi.

Dogrusal regresyon modeli, bagimli degisken olan Y ’nin tek bir bagimsiz degisken olan
X ile aralarindaki iligkiyi dogrusal fonksiyonla ifade eden modeldir. Formiilii su

sekildedir;
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y=a+bx+e (2.1)
Yukaridaki denklemdeki a fonksiyonun sabiti olup, b dogrunun egimini gosterir.

Dogrusal regresyon modelinde a ve b katsayilarini bulmak i¢in en kii¢lik kareler yontemi
ve maksimum benzerlik yontemleri kullanilabilir [35]. En kiigiik kareler yontemi
katsayilar1 bulmak icin siklikla bagvurulan yontemlerdendir. Bu yoOntemin amaci
minimum hatayr veren denklemi bulmaktir. Maksimum benzerlik yontemi ise

parametreler arasindan gozlemlenen 6rnegi elde etme olasiligi biiyiik olan degerleri secer.

Dogrusal olmayan regresyon modeli, bagimli degisken olan Y’ nin bagimsiz degisken X
ile arasindaki iliskinin dogrusal olmamasi durumudur. Bu model ikinci derece veya daha

iist derecelerden fonksiyon ile gosterilir.
y=a+bx+cxt+e 2. Derece Fonksiyon (2.2)
y=a+bx+cxt+dxi+e 3. Derece Fonksiyon (2.3)

Yukaridaki denklemde a sabit say1y1, b fonksiyonun egimini, ¢ e§imin degisme hizini, d

ise biikiimiin derecesindeki degisme oranini gosterir [34].

Kiibik regresyon modeli, bagimli degisken ile bagimsiz degiskenler arasindaki iliskinin

polinom seklinde oldugu 3. dereceden bir regresyon modelidir.

2.3.2.3 Zaman Serilerinde Ayristirma Yontemleri

Zaman serilerinde bilesenlerin tahmininden serinin ongoriisiinii hesaplayan yonteme
ayristirma yontemi denir. Serinin 6zelliklerini ortaya koymak i¢in kullanilan baslica
yontemlerden olup serinin bilesenlerine ayrilmasi temeline dayanan en eski

yontemlerdendir.

STL (Seasonal and Trend decomposition using Loess) bir zaman serisini trend,
mevsimsellik ve kalan bilesenlere ayirmak i¢in kullanilan filtreleme prosediiriidiir. STL

yontemiyle ¢ok uzun zaman serileri hizlica ayristirilabilir [36].

Diger ayristirma yontemleri olan klasik, SEATS ve X11 ayristirma yontemlerine gore

birgok avantaj1 vardir:

e Yalnizca aylik ve {i¢ aylik verileri degil her tiirlii mevsimselligi isleyebilir.

e Mevsimsellik bileseninin zaman i¢ginde degismesine izin verir.
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e Trend dongiisii kullanici tarafindan kontrol edilebilir.
e Zaman zaman gozlemlenen aykiri degerler trend dongiisiinii ve mevsimselligi

etkilememektedir.

Bunlarin yan1 sira STL nin iglem giiniinii veya takvim degisikliklerini otomatik olarak
islememesi ve sadece ek ayristirmalar i¢in olanak saglamasi bu yontemin dezavantaji

olarak sayilir [37].

2.3.2.4 Zaman Serilerinde Ustel Diizlestirme Yontemleri

Ustel diizlestirme ydntemleri zaman serilerinde tahmin igin kullanilan en basarili
yontemlerdendir ve gecmis gézlemlerin agirlikli ortalamasina esittir. Agirliklar gézlemler
eskidik¢e azalir. Baska bir deyisle gdzlem ne kadar yeni ise o gozlemin tahmine etkisi o
kadar yiiksektir. Bu ¢alisma prensibiyle iistel diizlestirme yontemleri hizli bir sekilde cok
cesitli zaman serileri i¢in gilivenilir tahminler iiretirler. Bu yonii iistel diizlestirmenin en

Oonemli avantajlarindan olup, endiistrideki uygulamalar i¢in biiyilk 6nem tasimaktadir

[38].

Basit iistel diizlestirme yontemi; trende ve mevsimsel dalgalanmaya sahip olmayan
sadece bir ortalama diizey etrafinda hareket eden serilerin analizinde uygulanmaktadir.

Formiilii su sekildedir; Zy,, = S¢ = aZy + (1 — a)Sr_, (2.4)

Formiildeki S, baslangi¢ degeri i¢in serinin ortalamasidir, @ tahmin hatasini minimum

yapan sabit bir degerdir [39].

Holt dogrusal trend yontemi; trende sahip mevsimsel dalgalanmasi olmayan serilerin

tahmininde holt dogrusal trend yontemi kullanilmaktadir. Formiilii su sekildedir;

Zrir = ap + br(F) (2.5)
ar = aZr+ (1— a) (ar_y + br_q) (2.6)
br = y(ar + ar_) + (1 =y)br_4 (2.7)

Yukaridaki formiilde a ortalama diizeyin diizlestirme katsayisini, ¥y egimin diizlestirme

katsayisini, F ongorii yapilacak donem sayisini gostermektedir [39].

Holt-winters mevsimsel yontemi; trend ve mevsimsel dalgalanmalara sahip serilerin
tahmininde holt-winters mevsimsel yontemi kullanilir. Bu yontem 6nce serinin egimine,

ortalama diizeyine, sonrasinda mevsimsel bilesenine uygulanmaktadir. Formiilii su

37



sekildedir;
aT = Qa (ZT - MT(T - S)) + (1 - a)(aT_l + bT—l) (28)

Formiilde a; T donemindeki yeni diizlestirme yontemi tahminini, a ortalama diizeyin
diizlestirme katsayisini, Zy — Mp(T —s) T donemindeki mevsimsellikten armmis
veriyi, ar_; T-1 donemindeki eski diizlestirme tahminini ve by_; T-1 donemindeki

egimin eski diizlestirme tahminini gosterir [39].

2.3.2.5 Zaman Serilerinde ARIMA Modelleri

ARIMA modelleri duragan hale getirilebilen bir zaman serisini tahmin etmek icin en
genel model sinifidir. Duragan zaman serilerinde istatistiksel 6zelliklerinin tiimii zaman
icinde sabittir. Duragan serinin egilimi yoktur. ARIMA(AutoRegressive Integrated
Moving Average) otoregresif biitiinlesik hareketli ortalamanin kisaltmasidir. ARIMA
modellemenin tahmin denklemindeki duraganlastirilmis serinin gecikmeleri otoregresif

terimler olarak adlandirilir [40].

Farklilasmay1 otoregresyon ve hareketli ortalama modeli ile birlestirirsek, mevsimsel
olmayan bir ARIMA modeli elde edilir [41]. Mevsimsel olmayan bir ARIMA modeli,
“ARIMA (p, d, q)” modeli olarak siiflandirilir,burada:

P, otoregresif terimlerin sayisidir,
d, duraganlik i¢in gereken mevsimsel olmayan farkliliklarin sayisidir  ve
q, tahmin denklemindeki gecikmeli tahmin hatalarinin sayisidir. Mevsimsel olmayan
ARIMA (p, d, q) modelinin tahmin denklemi su sekildedir;

Je=u+d1yeat ...+ Ppyep —61601—... = Bger (2.9)

Denklemde . farklilastirilmis seriyi, sag taraftaki parametreler gecikmeli degerleri ve
hatalar1 temsil etmektedir [40].

Mevsimsel ARIMA modelleri, mevsimsel olmayan ARIMA modellerine mevsimsel
terimler eklenerek olusturulmaktadir. Bu modeller “ARIMA (p,d,q) (P,D,Q),,” olarak
gosterilir. Burada m yillik gézlem sayisini ifade etmektedir. Kiiciik harfle gosterilen
kisim mevsimsel olmayan boliimii, biiylik harfle gosterilen kisim ise mevsimsel olan
bolimii ifade etmektedir. Mevsimsel ARIMA modellerinde modelleme prosediirii

mevsimsel olmayan verilerle hemen hemen aynidir [42].
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2.3.2.6 Zaman Serilerinde Yapay Sinir Aglar1 Modelleri

Yapay sinir aglar1 beynin temel 6grenme islevini gergeklestiren modellere dayanan
tahmin yontemidir. Eksik veriyle c¢alisabilme, bulundugu ortama adapte olabilme
belirsizlik durumunda tahmin yapabilme gibi pek ¢ok avantaji vardir. Ayrica hata
tolerans1 oldugu i¢in bir¢ok alanda basarili bir sekilde uygulanmaktadir. Optimizasyon,

Orlintii tanima, siniflandirma gibi alanlarda kullanilmaktadir [43].

Bir sinir ag1 katmanlar halinde diizenlenmis bir “ndron” ag1 olarak diisiiniilebilir.
Noronlar yapay sinir agina gelen bilgiyi isleyen birimlerdir. Girdiler alt katmani, ¢iktilar
yani tahminler ise iist katmani1 olusturmaktadir. Aradaki diger katmanlar gizli katmandir.
Dogru tahmin yapilabilmesi i¢in agin egitilmesi gerekir. Egitim isleminden sonra aga test
veri seti gosterilir [44] egitim sirasindaki amag¢ bulunmasi gereken en dogru tahmini
yapabilmektedir. Cikt1 ile hedef degerler arasindaki fark hatadir. Ag bu hatayr kabul
edilebilir sinirlara indirebilmek i¢ni siirekli olarak islemi tekrarlar. Bu yiizden yapay sinir

aglarinda agin 6grenmesinde yani egitilmesinde kullanilacak yontem ¢ok énemlidir [45].
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3. BULGULAR VE TARTISMA

Bu boliimde, calisma kapsaminda kullanilan yontemler ve elde edilen sonuglar

gosterilmektedir.
3.1 Ag Analizi — Patentlerin Gorsel Analizi

Bu calismada Gephi ve Cytoscape yazilimlari yardimiyla agin oncelikle yil bazinda
gorsel analizi ve devaminda tiim yillar1 kapsayan bir gorsel analiz yapilip agda yapisal

desenler aranmustir.

Patent verilerinin lilke ve IPC siiflarina gére dagilimlarinin gorsel analizi Gephi ile
yapilmistir. Gorsellestirme yaparken kenarlarin st iiste binmesini engelleyen ve dengeli
dagitim1 saglayan Fruchterman-Reingold yerlesimi segilmistir. Ulke adlar1 ve IPC
degerleri diigiim etiketi olarak eklenmistir. Ulkelerin diigiim etiketleri igin ortak bir renk
secilirken, IPC degerlerinin diigiim etiketleri i¢in de ayr1 ortak bir renk secilmistir. Bu

renklendirme tilke ve IPC degerlerini grafikte kategorize etmek i¢in yapilmistir.
3.1.1 Y1l Bazinda Ag Analizi

Bu boéliimde 2009°dan 2019 yilina kadar bilgi gilivenligi alaninda alinan patentlerin ag
analiz sonuglarma yer verilmistir. Her y1l icin Gephi ile yapilan gorsel analizde iilkeler
ve onlarin yoneldigi IPC simiflar1 gozlemlenebilmektedir. 2009°dan 2019’°a kadar yapilan
gorsellestirme calismalart Fruchterman-Reingold yerlesimi {izerinde yapilmistir. Sekil 3-

1’de y1l bazli gorsel analizler mevcuttur.

Aglarda bulunan diiglimlerin 6nemini bulmak i¢in Gephi kullanilarak merkezilik analizi
yapilmustir. Bir agdaki bir diiglimiin 6nemi o diigiime ait merkezilik deger ile olgiiliir.
Merkezilik analizi Gephi’de derece merkezilik Olgiitiiyle yapilmistir. Sekil 3-1’de
bulunan aglarin merkezilik dlgiitlerine ait degerler Tablo 3-1’de verilmistir. Merkezilik
degerlerinde aglarin maksimum i¢ derece ve disg dereceye ait diigtimleri, ortalama derece

ve ortalama agirlikli derece degerleri verilmistir.

Sekil 3-1’de bulunan aglarin diigim sayisi, kenar sayisi, kiimelenme kat sayisi,
karakteristik yol uzunlugu, bagli komponentler, ¢cap, yaricap, ortalama komsu sayis1 gibi
Olctimleri Cytoscape yazilimi ile elde edilmistir. Tablo 3-1 aglarin istatistik verilerini

gostermektedir.
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Tablo 3-1 incelendiginde hangi yil hangi iilkenin bilgi giivenligi alaninda aldig
patentlerle 6nde oldugu ve hangi yilda hangi siniftan daha fazla patent aldigi
gorilmektedir. 2009°dan 2019’a kadar {ilkeleri inceledigimizde ABD ve Cin’in en fazla
patent alan iilkeler oldugu goriilmektedir. Ayrica iilkelerin bilgi giivenligi alaninda aldig1
patentlerin sayist yil gectikce artmaktadir. Agirlikli dis derece diigiim degerlerine
baktigimizda Cin’in ABD’den agik ara 6nde oldugu goriilmektedir. Alinan patentleri sinif
bazinda inceledigimizde de GO6F ve HO4L siiflarinin en ¢ok tercih edilen siniflar oldugu
goriilmektedir. 11k yillarda egilim GO6F smifinda iken son yillarda HO4L sinifina egilim
artmaktadir. Son yillarda alinan patent sayisina orantili olarak bilgi giivenligi ile ilgili

olarak HO4L smifindan GOG6F sinifina gore daha fazla patent alinmistir.
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Tablo 3-1 Y1l Bazinda Aglarin Istatistik Verileri

2009 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019
Diigiim 19 19 19 19 19 18 18 18 18 18 18
Sayisi
Kenar 88 86 88 85 88 79 80 80 79 78 77
Sayisi
Kiimeleme 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0
Katsayis1
Karakteristi 1.0 1.0 1.0 1.0 1.0 1.0 1.0 1.0 1.0 1.0 1.0
k Yol
Uzunlugu
Yogunluk 0.25 0.251 0.257 0.249 0.257 0.231 0.234 0.234 0.231 0.228 0.225

7
Bagh 1 1 1 1 1 1 1 1 1 1 1
Komponent
ler
Cap 1 1 1 1 1 1 1 1 1 1 1
Yarigap 1 1 1 1 1 1 1 1 1 1 1
Ortalama 9.26  9.053 9.263 8.947 9.263 8.778 8.889 8.889 8.778 8.667 8.556
Komsu 3
Sayisi
Maksimum 5374  5572- 4884- 5174- 6643- 7067- 8868- 8399- 14507-  18350-  4420-
Dis Derece- -US us us CN CN CN CN us CN CN us
Tgili
Diigiim
Maksimum 5718  5848- 5586- 5857- 5942- 7082- 7890- 8551- 11209-  12676-  4050-
ic Derece- - GO6F GO6F GO6F GO6F GO6F GO6F HO4L HO4L HO4L HO4L
Mgili G06
Diigiim F
Ortalama 463 4562 4,632 4474 4,632 4,158 4211 4211 4.158 4.105 4.053
Derece 2
Ortalama 878 884.68 877.63 886.78 960.78 1093.7 1274.8 1350.1 1776.6 2006.8 652.15
Agirlikl 4 2 9 9 89 95 58 32 42 8
Derece

42



2011 Yili Ag Analizi

2014 Yili Ag Analizi

2017 Yili Ag Analizi

2018 Yili Ag Al

nalizi

Sekil 3-1 Y1l Bazinda Ag Analizi
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3.1.2 Son 10 Yilin Verileriyle Ag Analizi

Bu boliimde veri setinin tamamini kullanarak olusturulan ag analiz sonuglarina yer
verilmistir. Gorsel analiz Gephi yazilimi ile yapilmistir ve Gephi {iizerindeki
Fruchterman-Reingold yerlesimi kullanilmstir. Sekil 3-2’de olusturulan ag ve Tablo 3-
2’de aga ait istatistik verileri gosterilmektedir. Agin merkezilik analizleri i¢in de Gephi
kullanilmistir.  Agin istatistik verilerini hesaplatmak icin Cytoscape yazilimi
kullanilmistir. Tablo 3-2°de ayrica agin maksimum i¢ ve dis dereceye ait diiglimleri,

ortalama derece degeri ve ortalama agirlikli derece degerleri mevcuttur.

Tablo 3-2 incelendiginde Cin’in en fazla patent alan iilke oldugu ve HO4L smnifinin en

cok tercih edilen sinif oldugu goriilmektedir.

Sekil 3-2 Veri Seti Ag Analizi
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Tablo 3-2 Tiim Veriler Istatistik Verileri

01.2009-05.2019

Diigiim Sayis1 19

Kenar Sayisi 90
Kiimeleme Katsayisi 0.0
Karakteristik Yol Uzunlugu 1.0
Yogunluk 0.263
Bagli Komponentler 1

Cap 1

Yarigap 1
Ortalama Komsu Sayisi 9.474
Maksimum Dis Derece-llgili Diigiim 83628-CN
Maksimum Ig Derece-ilgili Diigiim 76923-H04L
Ortalama Derece 4.737
Ortalama Agirlikli Derece 12642.368

3.2 Zaman Serisi Analizi — Patent Siniflarina Ait Patent Sayilarinin Mevsimsel

Tahminlemesi

Zamana gore siralanan veri dizilerine zaman serisi denir. Diger bir ifadeyle, bir zaman
serisi, zaman i¢inden alinan ardisik bir dizi gézlemdir [46]. Verilerin matematiksel
modellerinin olusturulup analiz edilmesi islemine de zaman serisi analizi denir. Zaman
serisi analizine gecmis verilere bakarak gelecege doniik tahminler yapmak igin

bagvurulur.
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Bu tez ¢alismasinda bilgi giivenligi alaninda ilerleyen teknolojinin yoniinii tahmin
edebilmek amaciyla patent siniflarinin patent sayilarina zaman serisi analizi yapilmastir.
Patent siniflar1 ve siniflara ait patent sayilar1 olarak tezin ilk asamasinda toplanan
verilerden elde edilmistir. Veri setinde 2019 yilina ait veriler tam olmadigi i¢in dahil
edilmemistir. 2009-2018 yillarina ait sinif bazinda elde edilen patent sayilarina Tablo 3-
3’ten ulagilabilir. Patent siniflarina ait patent sayilarinin zaman serisinin analizi ve
tahminleme  modellerinin  ¢ikarildigi  ¢alisma, R programlama  iizerinde

gergeklestirilmistir.

Tablo 3-3 Patent Siniflar1 ve Sayilar1 Zaman Serisi

Patent Smiflarina ait Patent Sayilar

YIL C12N GO6F GO6K GO06Q GO08B G10L HO4L HO4N  HO04W

2009 70 5718 849 1353 557 211 5492 1241 1191
2010 142 5848 874 1263 541 212 5139 1255 1535
2011 156 5586 907 1256 540 251 4990 1243 1746
2012 166 5857 894 1472 575 230 4996 1214 1445
2013 180 5942 1046 1549 700 153 5541 1231 1913
2014 222 7082 897 1959 746 197 6519 1229 1931
2015 291 7890 1075 2372 947 249 7760 1378 2261
2016 250 7759 1138 2440 1223 278 8551 1393 2621
2017 398 9973 1788 3798 1472 261 11209 1712 3145

2018 293 10723 2149 5034 1669 345 12676 1967 3274

R programlamada ilk olarak yiiklenmesi gereken kiitiiphaneler indirilmis ve “sapply”

fonksiyonu ile kullanima hazir hale getirilmistir. Daha sonra veri olarak Tablo 3-3’de
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gosterilen veriler okunmus ve “ts” fonksiyonuyla zaman serisi nesnesine
dontstiirilmiistiir. Ts fonksiyonunu cagirirken veri setinin baslangi¢ yili olan 2009
secilmis ve verilerde dokuz patent sinifi oldugu igin zaman serisinin frekansi dokuz olarak
secilmistir. Frekans birim zaman bagina diisen gézlem sayisidir. Aylik olarak atandiginda
12, giinliik olarak atandiginda yedi, mevsimsel olarak atandiginda dort ve yillik olarak
atandiginda bir yazilir. Burada birim yil ve yil bagina diisen gbzlem sayis1 sinif sayisina

esit oldugu icin frekans degeri bu sekilde se¢ilmistir.

Veri setinin R programlamada gidisatin1 gérebilmek igin “autoplot” fonksiyonuyla grafik
cizdirilmistir. Elde edilen grafik Sekil 3-3’te gosterilmekte olup ¢izgi grafiktir. Grafigin
X koordinati zamani, Y koordinati ise patent sayilarini gostermektedir. Grafik
incelendiginde yukar1 dogru bir egilim oldugu gézlemlenmektedir. Bu durum zaman
serisinin artan ve dogrusal olmayan bir trendi oldugunu gostermektedir. Patent sayilarinin
zaman serisi grafigindeki dalgalanmalar sinifsal farklardan kaynakli olabilir fakat farkli
etkenlerden de kaynakli olabilir. Degisimlerin sinifsal oldugunu diisiiniip incelenmek

istenildiginde R programlama tizerinden hazir fonksiyonlar kullanilip gorseller ¢izilebilir.

10000 -

Patent Sayilari

5000 -

! ! ! ! |
2010 2012 2014 2016 2018
Yil

Sekil 3-3 Patent Siniflarina ait Patent Sayilar1 Zaman Serisi Grafigi

Zaman serisinin patent sif degerlerinin smifsal grafigi R programlamadaki
mevsimsellik grafigi ¢izdirme fonksiyonu “ggseasonplot” fonksiyonu ile yapilmistir. Bu

fonksiyon ile dokuz ayri sinifa ait hareketler detayl bir sekilde goriilebilmektedir.
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Patent Sayilar Verisinin Sinifsal Dagilim Grafigi

10000 -

Patent Sayilar

5000 -

2013
2619

6 7 a 9

Patent Siniflan

Sekil 3-4 Patent Smiflar1 ve Siiflara Ait Patent Sayilar1 Zaman Serisine Uygulanan

"ggseasonplot" Fonksiyonu Grafigi

Sekil 3-4’teki grafik incelendiginde her yilin benzer mevsimsel desene sahip oldugu
goriliir. Bu grafikte iki, dort ve yedi numarali patent siniflari; grafigin en yiiksek ii¢ tepe
noktasi olup yil bazinda en ¢ok patent alinan smiflardir. Grafigin X eksenindeki iki
rakami “GO6F” sinifin1 temsil etmekte iken dort rakami “G06Q” sinifini, yedi rakami ise
“HO4L” siifin1 gostermektedir. Zaman serisinin mevsimselligine bagka bir mevsimsellik
grafigi kullanarak da bakilabilir. “ggsubseriesplot” fonksiyonuyla serinin yillik
ceyreklerinin patent sayilari lizerindeki seyri ¢izilmistir. Bu grafik bu veri setinde agik bir
sekilde sinifsal hareketin oldugunu gostermektedir. Bu grafik ayni zamanda bu
caligmadaki patent siniflarina ait hareketlerin mevsimsel fonksiyonlar yardimiyla

gozlemlenebilecegini gostermistir.

Patent smiflarina ait degisim R programlamadaki farkli bir mevsimsellik grafigi
yardimiyla da izlenebilir. Bu grafik mevsimsel alt serileri gostermek i¢in kullanilirken
burada smifsal alt seriler i¢in kullanilmistir ve “ggsubseriesplot” fonksiyonuyla grafik

¢izdirilmistir.
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Patent Siniflarina Ait Patent Sayilari Verisi Mevsimsel Alt Seri Grafigi

10000 -

Patent Sayilar

5000 -

1 2 3 ’ 5 6 7 8 g
Patent Siniflan
Sekil 3-5 Patent Simiflarina Ait Patent Sayillari Zaman Serisine Uygulanan

"ggsubseriesplot" Fonksiyonu Grafigi

Sekil 3-5’teki grafik incelendiginde ¢eyreklik periyotlardaki ortalama degerlerin mavi
cizgiler ile gosterildigi goriilmektedir. Bu grafik yil igerisindeki her sinif bazinda
mevsimsel paterni verdigi goriilmektedir. Mevsimsellik bulunan zaman serilerinde
ortalama ¢izgiler birbirinden uzaktir. Bu durumda bu seride mevsimsellik yani verilerin
siiflara gore dagilimi s6z konusudur denilebilir. Hemen hemen her sinif i¢in zaman

igerisinde artis s6z konusudur.

Otokorelasyon zaman serisiyle bu serinin gecikmeli serileri arasindaki iliskidir. R
programlamada zaman serisinin otokorelasyon grafigi “ggAcf” fonksiyonuyla ¢izilmistir.
Otokorelasyon grafigi gecikme sayilarina karsilik otokorelasyon degerlerinin yer aldigi

grafiktir. Korelogram olarak da adlandirilabilir.
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Otokorelasyon Grafigi

0.0 ‘ ‘ ‘ ‘ L ‘ ‘

Gecikme

Sekil 3-6 Patent Siniflarina ait Patent Sayilar1 Zaman Serisinin Otokorelasyon Grafigi

Sekil 3-6’daki grafikte x ekseni gecikmeleri, y ekseni ise otokorelasyon degerlerini, mavi
cizgi ise siir degerlerini gosterir. R programlamada grafik ¢izdirirken geriye doniik 27
gecikme kullanmasi istedigimiz i¢in 27 6nceki degere kadar otokorelasyon hesaplamasi
yaptirilmistir. Bu grafikte sinir degerlerinin {izerinde degerler oldugu i¢in zaman serisinin
duragan olmadigini séyleyebiliriz. Mevsimsel periyotlardaki yani dokuz ve dokuzun
katsayis1 dongiilerde sinifsal periyotlar goriilmektedir ve o periyotlardaki otokorelasyon
katsayilarinin yiiksek olmas1 mevsimselligin net olarak goriilmesinden kaynaklidir. Aynm

zamanda o zamandaki gozlemler biiyiikliik olarak birbirine yakindir.

Tahminleme modeline gegmeden Once veri setinin trend, mevsimsellik ve gecikmelerle
iliskileri incelenmistir. Son olarak veri iizerinde doniisiimiin gerekli olup olmadigini
incelenmis olup verideki varyansi duragan hale getirerek daha dogru tahminler yapmak

amaclanmustir.

Zaman serisi analizinde veriye uygulanan doniistimlerin ve diizeltmelerin amaci dogru
tahminlere ulagsmak i¢in patternleri sadelestirmektir. Sekil 3-3’deki zaman serisi grafigine
bakarsak verinin degiskenliginin degistigi goriilmektedir. Bu degiskenliklerden dolay1

patern karmasiklagsmakta ve tahmin zorlagsmaktadir. Bu sebepten otiirii  veri
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sadelestirlmeye c¢alisilacaktir. Doniistiirme islemi i¢in R programlamadaki “BoxCox”
fonksiyonuyla box-cox doniisiimii uygulanmistir. Kisaca box-cox doniisiimii “lambda”
parametresine baglidir ve su sekildedir;

log(y;) A=0ise

We = ) ylr-
A

3.1)

A #0ise

Yukaridaki formiilde goriilebilecegi gibi “BoxCox” fonksiyonu “lambda” sifir iken seriye
“log” doniisiimii yapmaktadir. Burada 6nemli olan dogru bir “lambda” degerine karar
vermektir. R programlamada “lambda’’y1 otomatik belirleyen “BoxCox.lambda”
fonksiyonuyla patent sayilart serisi i¢in uygun olan “lambda” degeri 0.0607704 olarak
belirlenmistir. Bu deger ile doniisiim yapildiginda verinin logaritmasi alinacaktir [47].
Belirlenen “lambda” degeri iizerinden “BoxCox” fonksiyonuyla doniisiim yapilmistir.

Tahminleme yaparken doniistiiriilmiis seri kullanilacaktir.

3.2.1 Zaman Serisi Regresyonu ile Patent Simflarina Ait Patent Sayilarmmin

Tahminlenmesi

Patent smiflarima ait patent sayilarinin zaman serisi ile tahminleme modelinin
olusturulmasi i¢in zaman serisi regresyonu modeli olusturulmustur. Veri seti, modelleme
icin egitim ve test olarak ikiye boliinmiistiir. Egitim 6rneklemiyle modelleme icin gerekli
katsay1 ve bilinmeyenleri tahminleme yapilirken, test 6rneklemiyle egitim 6érnekleminde
tahmin edilen parametrelerin uyumu ve performansinin 6l¢iimii yapilir. Tez ¢alismasinda
egitim verileri 2008 yilindan 2015 yilina kadar olan kismi kapsarken, test verileri
2016’dan 2018’e kadar olan kism1 kapsamaktadir. Veri setinde 2019 y1l1 i¢in tiim senenin
verisi bulunmadigi i¢in 2019 kapsam dis1 birakilmistir. R programlamada egitim ve test

b

veri seti olusturulmasi1 “window” fonksiyonuyla yapilirken, “tslm” fonksiyonuyla
dogrusal model olusturulmustur. Kurulan modelin sonuglar1 “summary” fonksiyonuyla

gosterilmistir.
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- Smeary(11nearwod91j #ozet bilgi

call:
tsIm{formula = train -~ trend + season)

Residuals:
Min 10 Median 30 Max
-780.71 -214.14 -41.58 158.50 1600.56

Coefficients:
Estimate std. Error t wvalue Pri=|t|)
{(Intercept) -221.616 172.563 -1.284 0.2046

trend 14.175 2.837 4.997 6.72e-06 Hu*

season2 6085, 254 216.667 28.086 <« Ze-16 #ww

season3 730,936 216.723 3.373 0. 0014 #*

seasond 1385. 618 216. 816 6.391 4.30e-08 wuw

seasons 426.014 216. 946 1.964 0.0548

seasonb -31.447 217.113 -0.145 0.8854

seasony 5516. 378 217.316 25.38B4 =« Ze-16 ¥u*

seasons 981. 346 217.557 4,511 3.62e-05 www

season9 1428.743 217.834 6.559 2.31e-0B #uw

signif. codes: O "#%%' 0,001 ‘%%’ Q.01 **' 0.05 ‘." 0.1 ° "1

rResidual standard error: 405.3 on 53 degrees of freedom
Multiple R-squared: 0.9721, Adjusted R-squared: 0.9674
F-statistic: 205.1 on 9 and 53 DF, p-value: < 2.2e-16

Sekil 3-7 Dogrusal Regresyon Modellemesinin Ozeti

Sekil 3-7’deki dogrusal regresyon modelinin 6zetini inceledigimizde ilk bdliimde “Call”

baslig altinda kullanilan R formiilii goriilmektedir.

Bir alt baslik olan “Residuals” boliimiinde ise gercek gozlemlenen degerlerle modelin
Ongordiigii degerler arasindaki farklar gosterilmektedir. Kalintilar boliimii bes nokta igin
sonu¢ vermistir. Modelin ne kadar iyi tahminde bulundugunu degerlendirirken, bu
noktalarm sifir(0) degerinde simetrik bir dagilim iginde olmas1 gerektigi
unutulmamalidir. Fakat Ornegimizde noktalarin dagiliminin simetrik goriinmedigi
gozlemlenmektedir. Bu, modelin gézlemlenen gercek noktalardan ¢ok uzakta noktalari

tahmin ettigini gosterir. Bunu, gérmek icin kalintilarin grafigi ¢izdirilebilir.

Kalintilar bagligindan bir sonraki bolim “Coefficients” modelin katsayilarindan
bahseder. Basit dogrusal regresyonda katsayilar kesigsme(intercept) ve egim(slope)
terimlerini temsil eden iki bilinmeyen sabittir. Kalintilarin altinda “Estimate” kolonu 10
satir igerir; ilki kesisme noktasidir. Kesigsme noktast dogrusal model ¢izgisinin nerede
basladigin1 belirtir. Trend degiskeni i¢in, seride siniflar arasinda patent sayis1 olarak
ortalama 14.175 adetlik artan bir egilimin oldugu goriilmektedir. Sinifsal farkliliklar
incelendiginde ikinci sinifta birinci sinifa oranla ortalama 6085.245 adet daha fazla patent

sayisina sahipken, son sinif ilk sinifa oranla ortalama 1428.743 adet daha fazla patent
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sayisina sahiptir. “Std. Error” kolonu katsayr tahminlerinin tahmin ettigi ortalama
degerlerin, degiskenin ortalama degerinden farkini gosterir. “t value” kolonu katsay1
tahminlerinin sifirdan ne kadar standart sapma oldugunun 6l¢iisiidiir. “Pr (>|t|)”” kolonu

t’ye esit veya daha biiyiik herhangi bir degerin gézlemlenme olasiligidir.

Dogrusal regresyon modelinin bir sonraki boliimii ise “Residual Standard Error” satiridir
ve dogrusal regresyonun kalitesinin olgiisiidiir. Bu satir, patent sayilarmin 53 serbestlik
derecesiyle hesaplandiginda ortalama regresyon ¢izgisinden yaklasik 405 adet sapma

olabilecegini gostermistir.

Bir alt satir olan “Multiple R-squared” degeri modele dahil edilen degisken sayisina bagl
olarak artacaktir. Ayni satirdaki “Adjusted R-squared” degeri ise modellemede kullanilan
degiskenlerin bagimli degiskendeki degiskenligin %96,74’tinii kapsar uygunlukta
oldugunu gostermektedir. R kare istatistikleri modelin gercek verilere ne kadar iyi
uydugunun dl¢tisiidiir. R kare istatistiklerinden ¢oklu(multiple) R kare degeri dahil edilen
degiskene gore degisecegi i¢in ayarlanan(adjusted) R kare degeri daha ¢ok tercih edilir.

En alt satir olan “F-statistics” degeri 1’den ne kadar fazlaysa o kadar iyidir.

Model olusturma islemi tamamlandiktan sonra “checkresiduals” fonksiyonuyla modelin

ACEF grafigi ve kalintilarin histogrami ¢izilmistir.

Residuals from Linear regression model

. \/’/\M/\/\/\/\/\A/\/\/\
| \/\/\/\/\/\/\/\\/\/\/A
2010 2012 2014 2016

. ; 07 T T I
9 18 -1000 0 1000
Lag residuals

Sekil 3-8 Dogrusal Regresyon Modelinin Grafikleri
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Sekil 3-8’deki grafikler incelendiginde kalintilarin ortalamasimin sifir olmadigi
goriilmektedir. Bu durum tahminlerin yanli tahminler olmasina sebep olacaktir. ACF
grafiginden kalintilar arasinda otokorelasyon oldugu goriilmektedir ve bu durum veride
modelin kapsayamadigi kisimlar oldugunu gosterir.
= checkresiduals(linearmodel)

Breusch-codfrey test for serial correlation of order up to 13

data: Residuals from Linear regression model
LM test = 40.361, df = 13, p-value = 0.0001209

Sekil 3-9 “Breusch-Godfrey” Testi Sonuglari

Kalintilar arasindaki otokorelasyonun varhigi ““Breusch-Godfrey” testi ile de goriilebilir.
Sekil 3-9’da goriilen sonuglardan p degeri 0.05’in altinda olmasi istatistiksel olarak

otokorelasyonun oldugunu gostermektedir.

Training Set vs. Fitted Set

8000 -

6000~

series
4000 - )
train

— fittedvalues(linearMaodel}

Patent Sayilar

2000-

1 1 1
2010 2012 2014 2016

Sekil 3-10 Dogrusal Regresyon Modelinin Patent Siniflarina ait Patent Sayilar1 Zaman

Serisi Uzerindeki Performans Grafigi

Sekil 3-10°da gosterilen dogrusal regresyon modelinin patent sayilart zaman serisi

tizerindeki performansi incelendiginde tahminlenen verilerin egitim verilerini
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yakalamakta gayet basarili oldugu goriilmektedir. Model ayn1 zamanda trend olarak da

egitim verilerini yakalamigtir.

Dogrusal regresyon modelinden sonra “splinef” fonksiyonuyla dogrusal olmayan
regresyon modeli olusturulmus ve zaman serisi ile uyumu incelenmistir. Fonksiyonda “h”
parametresi i¢in 27 atanmistir ¢iinkil test verisi kadar tahmin istenmektedir. Dogrusal
olmayan regresyon modelinde kiibik diizlestirme ¢izgileri kullanilarak veriye uyum

saglanmaya caligilmistir.

Residuals from Cubic Smoothing Spline
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ACF

Sekil 3-11 Dogrusal Olmayan Kiibik Regresyon Modeli Grafikleri

Dogrusal ve dogrusal olmayan modellerin ACF grafiklerine baktigimizda kalintilarin
sabit bir varyansla hareket ettigi gortiilmektedir. Fakat ACF grafiginde dogrusal olmayan
modelde dogrusal modele gore daha fazla sayida anlamli otokorelasyon katsayisi

gorilmektedir.

Bunlara ek olarak, tahminlenen degerler ile egitim seti grafik iizerinde karsilastirilmistar.
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Sekil 3-12 Dogrusal Olmayan Kiibik Regresyon Modelinin Patent Siniflarina ait Patent

Sayilar1 Zaman Serisi Uzerindeki Performansi

Sekil 3-12°deki grafik incelendiginde en sondaki mavi ¢izginin “splinef” fonksiyonundan
donen tahmin degerlerinden olustugu goriilmektedir. Model tahmin degerlerinde trendi
yakalamistir. Dogrusal regresyon modelinin performans grafigiyle karsilastirildiginda
daha az noktanin tahmin degeriyle kesistigi goriilmektedir. Bu durumda dogrusal

olmayan kiibik regresyon modeli dogrusal regresyon modelinden daha iyidir denilemez.

Dogrusal regresyon modeli ile dogrusal olmayan kiibik regresyon modelinin
performanslart egitim ve test verileriyle bazi1 hata kriterleri iizerinden olglimlenerek
karsilastirilabilir. Karsilastirma igin kullanilan hata kriterleri ortalama hata, karekok
ortalama hata, ortalama mutlak hata, ortalama yiizde hata, ortalama mutlak yiizde hata ve

ortalama mutlak 6lgekli hatadir.

e Ortalama Hata (ME, Mean Error): Model tarafindan ongoriilen tahminler ile
gercek degerler arasindaki ortalama hataya denir.

1
e Karekdok Ortalama Hata (RMSE, Root Mean Square Error): Tahmin hatalarinin

standart sapmasidir. RMSE tahmin hatalarinin ne kadar yayildigimin o6l¢iistidiir.
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Regresyon analizinde yaygin olarak kullanilir.

RMSE = |22 (3.3)
n

e Ortalama Mutlak Hata (MAE, Mean Absolute Error): Tim mutlak hatalarin

ortalamasidir. Tahminlerin gercek degerden ne kadar uzak oldugunu olger.

1

MAE = — i=1lejl (3.4)

e Ortalama Yiizde Hata (MPE, Mean Percentage Error): gercek degerle tahmin

degerinin arasindaki farkin ortalama yiizdesidir.
100 ej

MPE= 203y, d (35)

e Ortalama Mutlak Yiizde Hata (MAPE, Mean Absolute Percentage Error): Zaman
serisi modellerinde dogrulugu 6l¢mek i¢in sikca kullanilan ortalama mutlak ytizde

hata, hata degerinin ger¢ek degerlerle oranini bulma temeline dayanir.

100 wp  léjl

MAPE = iz

(3.6)

e Ortalama Mutlak Olgekli Hata (MASE, Mean Absolute Scaled Error):
Tahminlerin  dogrulugunun bir Olgiisiidiir. Tahminlerin  karsilagtirmali

dogrulugunu belirlemek icin kullanilir.

MASE = — Yieqledl (3.7)

T2 Ve~ Yeoal

Ortalama mutlak hata ve karekdk ortalama hata bu kriterlerden en yaygin olarak
kullanilanlaridir. Dogrusal ve dogrusal olmayan modeller bu iki kritere bakarak
karsilastirilir. Bu modellere ek olarak “naive metod” ve “ortalama metod” adinda iki
model daha karsilastirma ic¢in kullanilmistir. Ortalama metodu R programlamada
“meanf” fonksiyonunu kullanirken, naive metodu “naive” fonksiyonunu
kullanmaktadir. Meanf fonksiyonu zaman serisinde bulunan degerlerin ortalamasini
alir ve bu ortalama degeri tahmin degeri olarak belirtir. Naive fonksiyonu ise zaman
serisindeki son degeri tahmin degeri olarak belirtir. Dogrusal modelin tahminleri
“forecast” fonksiyonuyla yapilmistir. En sonunda modellerin egitim ve test verileri

tizerindeki hata degerleri “accuracy” fonksiyonuyla yazdirilmistir.
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> accuracy(f_Linear, test)
ME RMSE MAE MPE MAPE MASE ACFL Theil's u
Training set -1.443995e-14 371.7559 261.0456 5.007233 36.47741 1.341881 -0.2793098 MNA
Test set 9.068214e+02 1953.1295 1209.6612 -26.2005367 58.11909 6.218154 -0.4143421 0.37B0451
= accuracy(f_cubic, test)
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 140.2835 2441.829 1897. 885 -219.9180 253.780% 9.755905 -0. 3883857 NA
Test set G28.7213 3B45.631 2702.513 -181.3536 221.2313 13.892023 -0.4631093 0.7600121
= accuracy(f_mean, test)
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 1.659645e-13 2225.330 1774.834 -280.9332 310.4855 9.123376 -0.3950438 MNA
Test set 1.544698e+03 4056.164 2638.254 -118.6314 169.7488 13.561705 -0.4531847 0.8213965
> accuracy(f_naive, test)
ME RMSE MAE MPE MAPE MASE ACF1 Theil's u
Training set 35, 33871 373B.268 2B54.7538 -190.5799 248.8004 14.67462 -0.61635397 NA
Test set 1351.55556 3986.612 2653.704 -139.0522 186.3357 13.64112 -0.4531847 0.8021462

Sekil 3-13 R Programlamayla Regresyon Modellerinin Karsilagtirilmasi

Sekil 3-13’te goriildiigii tizere; hata kriterlerinde egitim verileri igcin MAE degeri dogrusal
model igin 261.0456, kiibik model i¢in 1897.885 ve naive model i¢in 2854.758’dir. Ayni
verilerin RMSE degerlerine bakildiginda dogrusal model 371.7559, kiibik model igin
2441.829 ve naive model i¢in ise 3738.268°dir. Bu durumda MAE ve RMSE baz
alindiginda en iyi model dogrusal modeldir. Yukaridaki dogrusal ve dogrusal olmayan
kiibik regresyon modellerinin performans grafiklerine bakildiginda da veriye en iyi oturan
model dogrusal modeldir ve© MAE ve RMSE bazinda da daha iyi sonuglar vererek
tahminlemede daha basarili olmustur. Bunun yani sira kiibik model farkli hata
metriklerinde daha iyi sonuglar ¢ikarmis olabilir. Fakat burada en sik kullanilan MAE ve

RMSE degerlerine bakilip karsilastirma yapilmaistir.
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Sekil 3-14 Regresyon Modellerinin Patent Siniflarina Ait Patent Sayilar1 Zaman Serisi

Uzerindeki Tahmin Performanslar1 Grafigi
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3 farkli modelin tahminlerini grafik tizerinde incelemek igin “autoplot” fonksiyonuyla
Sekil 3-13’te gosterilen hata kriterlerinin performans grafikleri R programlamada
cizdirilmistir. Tim tahminlemelerin sonuglar1 grafik tizerine katmanlar halinde
“autolayer” fonksiyonuyla eklenmistir. Sekil 3-14’te gosterilen modellerin performans
grafikleri incelendiginde ortalama model egitim verilerinin ortalamasini aldigi igin en
kot performanst sergilemektedir. Dort model arasindan dogrusal model artan trend
gostererek hem trendi yakalayan hem de test setine en yakin tahmini yapan model
olmustur. Dogrusal model daha gercek ve tutarli hareket etmistir. Genel olarak

baktigimizda en iyi modelin dogrusal model oldugu sdylenebilir.

3.2.2 Aynstirma Yontemleri ile Patent Simiflarina Ait Patent Sayilarinin

Tahminlenmesi

Bir zaman serisi mevsimsel dalgalanma, trend, dongiisel hareket ve diizensiz rastgele
hareketlere sahip bilesenlerden olusmaktadir. Ayristirma yontemi; bu bilesenlerin
tahmininden zaman serisinin 6ngoriisiinii hesaplayan yontemdir. Zaman serisinin seyri,
gelecege iliskin davranig biciminin belirlenmesinde fayda saglayacaktir. Ayristirma
yontemi kisa donemli tahminlerde yapilmasi ve anlasilmasi en kolay yontemlerden

biridir. Ayristirma yonteminin zayif yonlerinden biri sezgilere dayaniyor olmasidir.

Zaman serisi modelleri toplumsal ve ¢arpimsal modeller olmak tizere iki sinifa ayrilabilir.
Carpimsal model mevsimsel hareketin sabit dalgalanmalardan olusmadigr durumlarda
tercih edilir. Toplumsal modelde mevsimsel dalgalanmalar sabit kalmakta, zaman i¢inde
degismemektedir. Carpimsal modelde ise serinin dalgalanmasi zaman iginde artar ya da

azalir.

Toplamsal ve ¢arpimsal ayristirma yapabilen SEATS, STL ve X11 gibi pek ¢ok yontem
mevcuttur. Bu ¢alismada daha esnek bir yapida oldugu i¢in STL yontemi kullanilmstir.
R programlamada “st]” fonksiyonuyla ¢agrilan bu yontem trend, mevsimsellik ve kalint1
bilesenlerine ayrilmistir. “forecast” fonksiyonuyla da bu yontem tizerinde tahminlemeler

yazilmstir.
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Sekil 3-15 R Programlamada STL Ayristirma YOntemi ile Patent Sayis1 Zaman Serisinin

Ayristirtlmasi ve Tahminlerin Alinmasi

Sekil 3-15’teki grafikler incelendiginde patent sayilar1 zaman serisinin STL yontemiyle
bilesenlerine ayristirildiginda, trend bileseninin zaman serisini diizgiin bir sekilde takip
ettigi goriiliir. Mevsimsellik bileseninden sinifsal dalgalara bakildiginda dalgalarin her
donemde ayni desene sahip oldugu goriilmektedir. Kalintilar bileseni trend ve
mevsimsellik bilesenlerinden zaman serisinin ¢ikarilmasiyla olugsmaktadir ve 2018’deki
HOAL sinifinda yiiksek degerler goriilmektedir. Bu durum o siniftaki gézlem degerlerinin

yiiksek olmasindan kaynaklanmaktadir.
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Forecasts from STL + Random walk
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Sekil 3-16 STL Ayristirma Yontemi ile Patent Smiflarina Ait Patent Sayilar1 Zaman

Serisi Uzerinde Tahminleme Grafigi

Sekil 3-16’daki grafikte STL ayristirma yontemi ve naive metoduyla olusturulan tahmin
degerleri gosterilmektedir. Burada tahminler zaman serisinin trendini yakalayabilmis ve

sabit dalgalanmalar seklinde devam etmistir.

3.2.3 Ustel Diizlestirme Yontemi ile Patent Simiflarina Ait Patent Sayilarinn

Tahminlemesi
Ustel diizlestirme yontemi verideki son degisimleri dikkate alarak tahminlerin siirekli
giincellendigi bir yontemdir. Yontemin genel denklemi su sekildedir [39];

Zro1=Sr=aZr+ a(l—a)Zr_y+a(l— a)?Zr_p +..+a(l— a)T"1Z; +
a(l— a)'s, (3.8)

Zryr =St = aZ]T'zo(l —a)’ Zr-j (3.9)
St = Bir sonraki donemin (T+1) tahmini
Zr = Son doneme ait gergek deger

a = Diizlestirme katsayis1 ya da agirlik
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Denklem incelendiginde tahminlerin gézlem degerlerinin agirliklarla carpilarak elde
edildigi gorilmektedir. Agirliklar sifir ile bir arasinda bir deger oldugundan gegmis
gozlemlere dogru agirlik degeri diismektedir. Bu yiizden serinin tahmininde son doneme

ait gozlemlerin etkisi daha biiyiiktiir.

Baslica iistel diizlestirme yontemleri arasinda Basit Ustel Diizlestirme, Holt Dogrusal
Trend Yontemi ve Holt-Winters Mevsimsel Yontemi vardir. “Basit Ustel Diizlestirme
Yontemi” trend veya mevsimsellik bulunmayan seriler i¢in kullanilirken “Holt Dogrusal
Trend Yontemi” trend bileseninin oldugu mevsimsellik bileseninin olmadig1r zaman
serileri i¢in kullanilmaktadir. “Holt-Winters Mevsimsel Yontemi” hem trend hem
mevsimsellik iceren seriler i¢in kullanilmaktadir. Patent sayilari zaman serisinde hem
trend bilesenin oldugu ve hem de mevsimsellik bulundugundan holt-winters mevsimsel
yonteminin kullanilmast daha uygun go6ziikmektedir. Diger iistel diizlestirme
yontemlerinin de performanslar karsilagtirilmistr.

> BDMModel <- tsCv(mydata, ses, h = 27) #Basit Duzlestirme Fonksiyonu

= HoltModel <- tscv{mydata, holt, h = 27) #Holt Dogrusal Trend

> HoltModel_pamped <- tsCv(mydata, holt, damped=TRUE, h = 27) #Holt Dogrusal Trend

> HoltwintersModel <- tscv(mydata, hw, seasonal="multiplicative’, h = 27) #Holt winters Mevsimsel vontemi

> HoltWintersModel_Damped <- tsCv(mydata, hw, seascnal="multiplicative', damped=TRUE, h = 27)#Holt Winters Mevsimsel Yontemi
> HoltwintersModel_pamped <- tscv(mydata, hw, seasonal="multiplicative', damped=TRUE, h = 27)#Holt wWinters Mevsimsel yvontemi
> sgrr(mean(eopMModel~2, na.rm = TRUE))

> sgrt(mean(BDMModelA2, na.rm = TRUE))
[1] 3041.84
> sgrt(mean(HoltModelA2, na.rm = TRUE))

[1] 11598.5

> sgrt(mean(HoltModel _DampedA2, na.rm = TRUE))

[1] 11678.78

> sgri(mean(HoltwintersModelA2, na.rm = TRUE))

[1] 4385.355

> sgri(mean(HoltwintersModel_DampedA2, na.rm = TRUE))
[1] 4377.769

> mean(abs(eoMModel), na.rm = TRUE)
[1] 2008.21
> mean(abs (HoltModel), na.rm = TRUE)

[1] 4556.084

> mean(abs (HoltModel _Dpamped), na.rm = TRUE)

[1] 4580.236

= mean{abs (Holtwintersvodel), na.rm = TRUE)

[1] 1448.79

> mean(abs (Holtwintersvodel_pamped), na.rm = TRUE)
[1] 1488.917

Sekil 3-17 Patent Siniflarma ait Patent Sayilari Zaman Serisine Uygulanan Ustel

Diizlestirme Modelleri ve Hata Metrikleri

R programlama ile “tsCV” fonksiyonu kullanilarak zaman serisinin alt kiimelerine tahmin
fonksiyonu uygulayarak elde edilen tahmin hatalari hesaplanmistir. Basit diizlestirme
fonksiyonu i¢in “ses” parametresi verilirken, holt dogrusal trend yontemi yontemi igin
“holt” ve holt-winters mevsimsel ydntemi igin “hw” parametresi kullanilmistir. Ongdrii
ufku olarak 27 adet tahmin istenmistir. Baz1 modellerde damped parametresi “TRUE”
olarak verilmis olup serinin siirekli yiikselen bir trend i¢inde olmayacag belirtilmistir.

Holt-winters mevsimsel yonteminde ‘“seasonal” parametresi “multiplicative” olarak
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atanmig ve mevsimselligin artarak seyrettigi sOylenmistir. Olusturulan bes modelin
ortalama kare hatasi ve kok ortalama kare hatalar1 hesaplattirilmis ve bu modeller
karsilastirilmistir. Sekil 3-17°de kok ortalama kare hata metriklerine baktigimizda 3041.8
ile basit diizlestirme fonksiyonu digerlerine gére daha iyi sonu¢ vermisken ortalama kare
hata metriklerinden holt-winters mevsimsel yontemi digerlerinden daha iyi sonug
vermiglerdir. Sonug olarak basit diizlestirme fonksiyonu ve holt-winters mevsimsel
yontemi en basarili modeller olarak goriilmektedir. Karsilastirma igin elde edilen

sonuclar Sekil 3-18’den incelenebilir.

= Aaccuracy(BDM, Test)
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 0.5552372 2225.441 1774.643 -280. 8385 310.3974 9.12239 -0. 3950465 NA
Test set 1544 ,.7989193 4056, 202 2638.250 -118.6208 169.7403 13.56169 -0.4531847 0.8214065
> accuracy(Hw, test)
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Trainming set 38.71128 219.8872 166.0563 -4.847281 17.28965 0.8535973 -0.07100802 N,
Test set 74,27456 716.0642 476,1914 -1.838276 16.705314 2.4478189 0,02833037 0.1269762

[P (N S P Y

Sekil 3-18 Patent Siniflaria Ait Patent Sayilar1 Zaman Serisi Uzerinde Ustel Diizlestirme

Modellerinin Olusturulmasi ve Hata Metrikleri

En basarili iki model olan basit diizlestirme fonksiyonu ve holt-winters mevsimel
yontemlerinin {izerinden tahminlemeler yapabilmek i¢in modeller egitim verileri
tizerinden modellenmistir ve “accuracy” fonksiyonuyla modellerin test verileri tizerindeki
performanslart dl¢iilmiistiir. Sonuglar incelendiginde holt-winters mevsimsel modelinin
performans olarak dnde oldugu goriilmektedir. Bu iki modelin tahminlemeleri daha sonra

tiim veri ile beraber grafik haline getirilmis ve Sekil 3-19’daki grafik ortaya ¢ikmustir.
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Model Tahminleri
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Sekil 3-19 Patent Sayilar1 Zaman Serisine Uygulanan Ustel Diizlestirme Model

Tahminleri

Sekil 3-19’daki grafik incelendiginde holt-winters mevsimsel yontemi trend olarak

grafigi yakalamig ve veri setiyle daha uyumlu ilerlemistir. Basit diizlestirme fonksiyonu

ise ne trendi yakalamis ne de dogru tahminler yapmustir.
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= HuW

Point Forecast Lo 80 Hi 80 Lo 95 Hi 95

2016. 000 295.7025 213.5359 377.8691 170.039521 421, 3655
2016.111 9200. 8978 6704.2269 11877.5688 5334.926023 13246. 8696
2016.222 1328.6336 957.1911 1700.0761 760.561378 1896.7058
2016. 333 2511.0253 1804.0707 3217.9798 1429,831625 3592.2189
2016. 444 1009.7930 722.5115 1297.0744 570.433827 1449.1521
2016. 556 320.9631 228.3431 413.5832 179.312965 462.6133
2016. 667 8715.3758 6154.2352 11276.5165 4798.449228 12632, 3024
2016.778 1788.7294 1251.3024 2326.1564 966.805672 2610.68531
2016. BBY 2654,2660 1835.7726 3472.7593 1402.488407 3906.0435
2017.000 339.2971 220.1442 458.4501 157.068390 521.5259
2017.111 10639.9144 6800.9024 14478.9263 4768.652269 16511.1765
2017.222 1518.6768 954,1994 2083.1543 655.383089 2381.9706
2017.333 2864.9317 1765.4323 3964.4311 1183.392445 4546.4709
2017.444 1150.0612 693.4477 1606.6747 451.731089%9 1848.3913
2017.556 364.9141 214, 7864 515.0418 135.313605 594. 5146
2017.667 9892.1125 5669.7972 14114.4279 3434, 638404 16349, 5867
2017.778 2026.9113 1128.4459 2925.3767 6532.827112 3400.9955
2017. BBY 3002.8986 1619.6396 4386.1575 887.386543 5118.4106
2018. 000 384.3272 187.7873 580.8671 83.745344 684, 9090
2018.111 12033.9351 5664.5592 18403.3111 2292, 815200 21775.0551
2018.222 1715.1425 775.2266 2655.0384 277.665109 3152.68199
2018. 333 3230.9516 1397.3264 5064.5767 426.663945 6035.2392
2018. 444 1295.1912 533.9224 2056.4601 130.930980 2459.4515
2018. 556 410.4074 160. 5881 660.2268 28.341682 792.4732
2018. 667 11110.6530 4107.4329 18113.8732 400.152038 21821.1540
2018.778 2273.6575 789.9908 3757.3242 4,385089 4542.7299
2018. BBY 3364.2172 1092.1253 5636.3090 -110.647441 6839.0818
> data. frame(Testset=test, Hw=Hwimean)

weight HW
1 250 295.7025 > Hw$model
2 7759 9290.8978 Holt-winters' multiplicative method
3 1138 1328.6336
4 2440 2511.0253 call:
3 1223 1009.7930 hw(y = train, h = 27, seasonal = "multiplicative™)
7] 278 320.9631
7 8551 8715.3738 smoothing parameters:
§ 1393 1788.7204 alpha = 0.0316
9 2621 2654.2660 beta - 00303
10 398  339.2071 gamma - 0.3251
11 9973 10639. 9144
12 1788 1518.6768 Initial states:
12 3798 2864.0317 1 = 1657. 0426
14 1472 1150.0612 b _ 23.0660
15 261 364.9141 5 = 0.7752 0.6231 2.815 0.2342 0.2649 0.659
16 11209 9892.1125 0.3549 3.1643 0.1095
17 1712 2026.9113
18 3145 3002.8986 sigma: 0.2168
19 293 384,3272
20 10723 12033.9351 ALC aTCe BIC
21 2149 1715.1425 966.7506 975.5006 096.7545

1

22 5034 3230.9516
23 1669 1295.1912
24 345 410.4074
25 12676 11110.6530
26 1967 2273.6575
27 3274 3364.2172

Sekil 3-20 Holt-Winters Mevsimsel Yontemi Model Incelemesi ve Tahminleri

Sekil 3-20’de, basarili tahminler veren holt-winters mevsimsel yontemi modelinin
tahminleri ve giiven araliklari yazdirilmig, modelin parametreleri, katsayilari ve ceza
parametreleri incelenmistir ve test verileriyle karsilastirilmistir. Aymi sekildeki “Initial
States” baslhigindaki 1 ve b ifadelerinin holt-winters mevsimsel yontemindeki serinin
seviyesi ve trend ifadelerinin degerleri oldugu goriilmektedir. Bu denklemin igerisindeki
katsay1 degerleri ise “Smoothing Parameters” baslig1 altindakiler oldugu goriilmektedir.
AIC, AICc ve BIC degerleri ceza parametreleri olup ayni1 bagimli degiskenler iizerinden
ayni sekilde doniistim yapilmis modellerin karsilastirilmast i¢in kullanilir. Daha 1yi

performansa sahip modelde bu parametrelerin degerleri diistiktiir.

65



3.2.4 ARIMA Modelleri ile Patent Simiflarina Ait Patent Sayilarinin Tahminlenmesi

Bu boliimde patent siniflarina ait patent sayilari zaman serisi izerinde ARIMA modelleri

kullanarak tahminlemeler yapilmaya caligiimistir.

ARIMA modelleme duragan zaman serileri ile yapilmaktadir. Bir zaman serisinin
duragan olmast demek serinin zamandan bagimsiz olmasi demektir. Yani gozlemlerin
zamandan etkilenmemesi gereklidir. Bir serinin duragan olup olmadigi birim kok
testleriyle anlasilabilmektedir. “adf” testi birim kok testlerinden bir tanesidir. Bu test, sifir

hipotezine gore modelin trendini de dikkate alip serinin duraganligi hakkinda bilgi verir.

Bu caligmadaki veri setinde artan bir trende sahip oldugu i¢in duragan degildir denilebilir.
Seriye fark alma veya mevsimsel fark alma gibi islemler uygulanarak duragan olmayan
veri seti ARIMA modelleme i¢in duragan hale getirilebilir. Fark alma, zaman serisinin
ardisik gozlemlerinin birbirinden ¢ikarilmasi islemidir. Mevsimsel fark alma ise zaman
serisinin bir dnceki mevsimsel periyottaki degerlerinin birbirinden ¢ikarilmasi islemidir.
Son ¢eyrek verisinin bir Onceki yilin son ¢eyrek verisinden ¢ikarilmasi gibidir. R
programlama iizerinde fark alma islemi i¢in gerekli farklarin sayisini tahmin etmek i¢in
“ndiffs”, mevsimsel farklarin sayisini tahmin etmek icin ise “nsdiffs” fonksiyonu
kullanilir. Bu iki fonksiyonla bir zaman serisini duragan hale getirebilmek i¢in gerekli

fark alinmasi islemlerinin sayist bulunabilir.

= ndiffs(mydata)

[11 1

= nsdiffs(mydata)

11

Sekil 3-21 Patent Siniflarma Ait Patent Sayist Zaman Serisinin R Programlama ile

Duraganlagtirilmasi

Sekil 3-21°deki sonu¢ zaman serisinde hem normal fark alma hem de mevsimsel fark
almaya ihtiyac oldugunu godstermektedir. Oncelikle veriye mevsimsel fark alma islemi
uygulanmistir. Daha sonra mevsimsel fark alma islemi uygulanan veriye normal fark
alma islemi yapilmistir. Fark alma islemleri “diff” fonksiyonuyla yapilmistir ve
fonksiyona normal fark alma igleminde parametre olarak bir, mevsimsel fark alma

isleminde toplam dokuz simif oldugu i¢in dokuz verilmistir.
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R programlamada “cbind” fonksiyonuyla matris yaratilmis, verinin kendisini, sinifsal
fark uygulanmis halini ve siifsal fark uygulanan verinin normal fark alma uygulanmis
halini ti¢ farkli kolon olarak bu matrisin i¢ine yerlestirilmistir. Devaminda “autoplot”

fonksiyonuyla grafigi ¢izdirilmistir.
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Sekil 3-22 Duraganlastirilmis Patent Siniflarina Ait Patent Sayis1 Zaman Serisi Grafigi

Sekil 3-22°deki grafik incelendiginde a boliimiinde verinin kendisi artan bir trend ile
ilerlemektedir. B ve ¢ boliimlerinde mevsimsel fark alma isleminin sonucunda hem trend
hem de mevsimsellik ortadan kalkmistir ve verinin hareketler rastgele haline gelmistir.

Burasi verinin biiyiik 6l¢iide duraganlastiginin gostergesidir.
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Fark-Otokorelasyon Fonksiyonu Grafigi

-0.6-

Gecikme

Sekil 3-23 Patent Smiflarina ait Patent Sayisi Zaman Serisi Fark-Otokorelasyon

Fonksiyonu Grafigi

Sekil 3-23’deki grafik veri setinin duraganlastigindan emin olmak i¢in ¢izilmistir. Fark
alinmis serinin otokorelasyon goriintlisiinde birbiriyle iliskisi olmayan bir goriiniim
mevcuttur. Grafik incelendiginde beyaz giiriiltii serisinin otokorelasyon grafigine gok
benzedigini sdylenebilir ¢linkii katsayilarin gidisati tamamen rastgeledir. Bu grafikten

yola ¢ikarak fark alinmis serinin duragan bir seri oldugu sdylenebilir.

ARIMA modelleme otoregresif ve hareketli ortalama modellerinin entegrasyonudur.
Otoregresif modellerde regresyon bagimli degiskenin kendisi kullanilarak yapilir. Oto
ifadesi de burdan gelmektedir. Hareketli ortalama modelleme ise ge¢mis donemdeki

tahmin hatalarin1 kullanarak tahmin yapar.

ARIMA modellerinde p,d,q ve P,D,Q degerlerini bulabilmek i¢in zaman serisine bakmak
genellikle yeterli gelmemektedir. Bu yiizden ACF ve PACF grafiklerine bakmak
gerelidir. P ve p degeri hangi sayida gecikmeli gozlemin kullanilacagini, Q ve q degeri
hangi sayida tahmin hatalarinin kullanilacagini, d ve D degeri ise ne kadar sayida fark
alma islemi uygulanacagini gosterir. R programlamada ACF ve PACF grafikleri

“ggtsdisplay” fonksiyonuyla olusturulur.
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Sekil 3-24 Duraganlastirilmis Patent Siniflarina Ait Patent Sayilar1 Zaman Serisi, ACF
ve PACF Grafikleri

ACF ve PACF grafiklerindeki dokuz ve katlar1 sinifsal degerleri, diger degerler sinifsal
olmayan degerleri gostermektedir. Sekil 3-24’deki ACF grafigi incelendiginde 1.
gecikmede anlamli gosterge oldugundan modelleme esnasinda dikkate alinabilir. 9., 18.
ve 27. gecikmedeki ¢gubuk mevsimsel MA(1) modelini tavsiye ediyor olabilir bu yiizden
ACEF grafigindeki ¢ubuklardan MA(1) modelinin gostergesi olabilir. Ayni sekilde PACF
grafiginde 2. cubuktan sonra 3., 4., 7., 8. ve 12. ¢ubuklarda bir anlamlilik vardir. Buradan
AR(1), AR(2), AR(3), AR(4), AR(7), AR(8) ve AR(12) modeli dikkate alinabilir. Bu
degerlerle  birlikte  ARIMA(2,1,1)(1,0,1) , ARIMA(3,1,1)(1,0,1)
ARIMA(4,1,1)(1,0,1)g , ARIMA(7,1,1)(1,0,1) , ARIMA(8,1,1)(1,0,1)s Ve
ARIMA(12,1,1)(1,0, 1)g modelleri bu ¢alismada kullanilmustir.
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> #ARIMA(12,1,1)(0,0,0)[9]
= Model123 <- arimaly = diff_data,

+ order = c{12, 1, 1),
+ seasonal = list(order = c(0, 0, 0), period = 9),
+ Tambda = 0)

> 1Tist = Tist(Modell, Model2, Modell, mModeld, Model5, modeld, Model?, Model8, Model?, Modelld, mModelill, modell2, Modell3, Mod
all4, Modells, Modells, Modell?, Modell8, Modell®, Model20, Model2l, Model22, Model23)

= for (i in Tist) {

+ print(isaicc)

+ 1

[1] 151.6592
[1] 148.8565
[1] 149.2893
[1] 147.1458
[1] 153.9943
[1] 151.2521
[1] 153.0282
[1] 150.104
[1] 152.2362
[1] 147.4834
[1] 156.1893
[1] 153.0375
[1] 153.147
[1] 150.2763
[1] 163.8813
[1] 159.9047
[1] 159.6949
[1] 157.5525
[1] 168.0923
[1] 164.0141
[1] 160.8771
[1] 161.6735
[1] 163.6483

Sekil 3-25 Patent Siniflarina Ait Patent Sayilar1 Zaman Serisine Farkli ARIMA

Modellerinin Uygulanmasi

Bahsedilen modeller birka¢ farkli versiyonuyla beraber olusturulup birbirleriyle
karsilastirilmislardir. Karsilastirma igin AIC; Akaike Information Criterion — Akaike bilgi
Kritesi  degeri  kullanilmistir. En  kiigik AIC  degerini  veren model
ARIMA(2,1,1)(0,0,0)q olmustur.

Daha sonra olusturulan tiim modeller “Arima” fonksiyonuyla egitim verileriyle
modellenmis, “forecast” fonksiyonuyla tahminler olusturulmus ve “accuracy”
fonksiyonuyla da test verileri iizerindeki performanslar1 Olgiilerek karsilastirma

yapilmugtir.
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ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set  17.6729 260.6781 186.1224 -6.697597 19.54296 0.9567453 0.08322497 NA
Test set =141, 3866 1020.4407 797.2397 -74,883481 81.935343 4,0981383 -0.45181453 0.1630987
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 37.78421 256.6396 164.1282 -5.453804 18.05454 0.843686 -0.05921764 NA
Test set 140.,02524 1124.7360 754.9700 -58.572363 68.74045 3. 8B0OB55 -0.39810893 0.202806
ME RMSE MAE MPE MAPE MASE ACF1l Theil's u
Training set 142,7727 1105.902 885.8596 -122.4485 153,7584 4,533681 -0.1060570 NA
Test set 1114.4541 3655.729 2331.4824 -124.9905 163.8611 11.984774 -0.4307057 0.7181159
ME RMSE MAE MPE MAPE MASE ACFl Theil's U
Training set 227.4108 2008.166 1629.417 -240.3317 297.0359 8.375872 -0.1235966 NA
Test set 1327.0761 3989.499 2666.398 -144.3813 191.3234 13.706378 -0.4541298 0. 8018805
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 20.30098 243.807 156.389% -6.184327 15.48483 0.8039081 -0.03933177 NA
Test set 13.538313 1014, 754 727.2000 -60,296939 68,52052 3.7381055 -0.41594118 0.1759751
ME RMSE MAE MPE MAPE MASE ACF1l Theil's u
Training set 157.6812 954,3927 748.4951 -100.2302 133.9846 3.847571 -0.04414486 NA
Test set 833.5634 3539.0407 2353.8484 -143,.6089 177.8B836 12.099744 -(Q.4382677 0.6862308
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 22.16164 240,3028 153.3775 -6.919776 17.01478 0.7884232 -0.04737741 NA
Test set 17.22889 1015.2388 715.5677 -59.378730 67.48157 3.6783109 -0.41713478 0.1780316
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 25.21096 276.8843 188.5394 -9,3845 27.98935 0.9691696 -0.04326021 NA
Test set 58.43743 1146.6932 79L.7936 -67.7267 77.77741 4.0701536 -0.44158970 0. 2026668
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 157.6307 953.3141 691.267 -93.38165 128.5661 3.553395 -0.1847633 NA
Test set 1007.7945 3488.4364 2220.316 -115.21292 160.0437 11.413334 -0.4556140 0.6837906
ME RMSE MAE MPE MAPE MASE ACF1 Theil's u
Training set 256.4805 1729.410 1204.392 -183.8036 231.3787 6.19107 -0.2218731 NA
Test set 1197.0037 3829.749 2540.142 -134,.5344 178.4458 13.05737 -0.4692401 0.7531439
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 21.695%0 236,570 154.3021 -6.489362 17.40624 0.7931762 -0.03797432 NA
Test set 16.97427 1014.454 727.2240 -57.831114 66.21712 3.7382290 -0.43304061 0.1764995
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 28.78941 243.3763 167.2583 -6.71783%4 20.47054 0.8597759 -0.04684418 NA
Test set 85.60477 1084, 2899 780.3210 -57.084790 6£6.94410 3.9083610 -0.44280294 0.1913463
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 150.8841 877.4389 615.4882 -67.07266 110.3929 3.163861 0.04759369 NA
Test set 939.7475 3469.1108 2202.9331 -85.90228 130.1306 11.323978 -0.43649106 0.6782281
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 255.2305 1569.974 995.6792 -127.1885 170.4170 5.118198 0.04277057 NA
Test set 1118, 8826 3796.703 2531.6306 -108.6334 151.9101 13.013618 -0.46192974 0.7499978
ME RMSE MAE MPE MAPE MASE ACF1l Theil's U
Training set 40.40969 244,883 175.5733 -7.707181 20.12093 0.9025186 -0.09199533 NA
Test set 438.23042 1217.390 731.7900 -20.642698 38.79112 3.7617003 -0.28909410 0.2281254
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 26.08607 254.2271 180.0300 -8.5653265 26.76360 0.925428 0.03346959 NA
Test set 40, 69982 1085.9336 776.1463 -64.165593 74.,33498 3.989710 -0.49392978 0.1920361
ME RMSE MAE MPE MAPE MASE ACF1 Theil's u
Training set 142.7421 B856.7698 583.8569 -66.56451 103.8178 3.001263 -0.02226276 NA
Test set 975.2567 3395.6964 2221.0037 -77.63336 125.6786 11.416868 -0.48540010 0.653228
ME RMSE MAE MPE MAPE MASE ACF1l Theil's u
Training set 241.2871 1539.008 978.2883 -125.6318 168.3151 5.028802 -0.03942782 NA
Test set 1153, 9098 3722.454 2587.6856 -103.4634 157.0126 13.301763 -0.51336006 0.7233336
ME RMSE MAE MPE MAPE MASE ACF1 Theil's u
Training set 33.74363 231.9407 163.3533 -6.870831 19.22397 0.8397029 -0.02718419 NA
Test set 222.55283 1050. 8594 647.4126 -29.738027 40.64341 3.3279657 -0.37743123 0.1985762
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 90.44061 294.1152 185.5872 -0.9769404 14.79414 0.953994 -0.08788839 NA
Test set 796.47727 1419.0136 843.8761 14,2110253 20.74000 4,337869 -0.11940403 0.2620964
ME RMSE MAE MPE MAPE MASE ACFl Theil's u
Training set 131.0380 337.845 209.5205 2.52012% 16.01753 1.077021 0.07845406 NA
Test set 924.5653 1543.319 938.5268 21.527683 23.63689 4,824412 -0.15191754 (., 2838936
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 38.37313 2553.2337 173.5759 -9.030753 19.22468 0.8922513 -0.03817447 NA
Test set 279, 96570 1111.2976 671.3672 -38.795330 50.35386 3.4511021 -0. 30952406 0.2080831
ME RMSE MAE MPE MAPE MASE ACF1 Theil's U
Training set 45.13771 266.6311 182.7713 -10.21160 22.34154 0.9395194 -0.0653946 NA
Test set 240.04895 1143.6981 714.2793 -48.96129 60.15762 3.6716877 -0.3390699 0.212861

=

Sekil 3-26 ARIMA Modellerinin Test Verileri Uzerindeki Performansi
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Sekil 3-26’da gosterilen farkli modellerin hata metriklerine bakildiginda egitim verisi ile
RMSE degerleri karsilagtirildiginda en basarili model en diisik RMSE degeri ile
ARIMA(8,1,1)(1,0,1)9 modelidir. Test verileri tizerinden karsilastirma yapildiginda en
diisik RMSE degerine sahip en basarili model ARIMA(4,1,1)(1,0,1)9 olmustur.
ARIMA(2,1,1)(0,0,0)¢ , ARIMA(8,1,1)(1,0,1)¢ ve ARIMA(4,1,1)(1,0,1),

modelleri tahminleme i¢in kullanilabilir.

Test verisi tizerinde en basarili performansa sahip olan ARIMA(4,1,1)(1,0,1),
modelinin test verileriyle uyumunu ve gelecek ti¢ senelik tahminlerini gérmek igin R
programlama ile bir grafik ¢izilmistir.

Model Tahminleri

12500 -

10000 -

7500 -
Model

/\/ ARIMAL4,1,1)(1,0,1)[9]

Patent Sayilar

5000 - /\/\_\/\

2500-

2010 2012 2014 2016 2018
Yil

Sekil 3-27 ARIMA(4,1,1)(1,0,1)[9] Modelinin Test Verisi Uzerindeki Performans
Grafigi

Sekil 3-27°deki grafik, Sekil 3-26’daki modellerden test verisi iizerindeki en basarili

secilen modelin gelecek ii¢ yil i¢in tahminlerini gostermektedir.
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Forecasts from ARIMA(2,1,1)

25000~
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10000~

Patent Sayilar

5000-

Sekil 3-28 Tiim Veri Uzerinde Olusturulan ARIMA(2,1,1)(0,0,0)[9] Modelinin Ug
Senelik Tahmin Grafigi

Tiim veri seti lizerinde olusturulan modellerden en basarili se¢ilen modelin gelecek {i¢ yil
icin tahminlerinin oldugu grafige Sekil 3-28’den ulagilabilir. Bu grafikte kullanilan

modelin detaylar1 ve nokta tahminleri bir sonraki Sekil 3-29 iizerinden incelenebilir.

> Modeld

Series: diff_data

ARIMA(Z,1,1)

gox Cox transformation: lambda= 0

Coefficients:
arl arz mal
0.2438 -0.4872 -0.8209
s.e. 0.1759 0.1914 0.1148

sigmar2 estimated as 1.706: log likelihood=-68.98
AIC=145.97 AICc=146.52 BIC=1535.34
> Model4 ¥>% forecast(h=27) -»> Fit
> Fit$mean
Time Series:
start = c(2019, 1)
End = c(2021, 9)
Frequency = 9
[1] 635.2811 809.8196 818.1770 728.7438 704.9265 739.8038 760.7837 748.1784 735.0538 737.8702 744.9539 745.3017 741.9250
[14] 740.9354 742.3347 743.1594 742.6777 742.1587 T742.2667 742.5458 742.5613 742.4290 742.3893 742.4440 742.4767 742.4580
[27] 742.4375
=

Sekil 3-29 ARIMA Modellinin incelemesi R Kodu

Sekil 3-29’dan tahmin sonuglar1 incelendiginde 2020 yilinda ilk sinif olan C12N ig¢in
737.8702 adet patent sayis1 ongoriilmiistiir. Ayni sekilde 2012 yilinda 9. sinif olan HO4W
icin 742.4375 adet patent sayist tahmini yapilmistir. Tahminlerde kullanilan AIC, BIC ve

AlCc degerleri ve hata katsayilart modelin detaylarinda mevcuttur.
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ARIMA modelleme yaparken manuel olarak belirlenen modellerden sonra R
programlama iizerinde otomatik olarak belirlenen modeller ile de tahminlemeler

yapilmistir. “auto.arima” fonksiyonu ile yapilan modellemenin detaylar1 incelenmistir.

auto. arima(y-diff_data, seasonabd TRUE, stepwise = FALSE,
approximation =« FALSE)

> SFit_auto <«

» SFit_auto
Series: diff_data
ARIMA(1,0,1)(2,0,0)[9] with zero mean

Coefficients:
arl mal sarl sar2
-0.0447 -0.9196 0.2248 0.4916
s.e, 0.0684 0.0598 0.0427 0.0841

sigmar? estimated as 165342: log likelihood=-596.3

AIC«1202.59 AICC«1203.41 BIC-1214.5

> Fit_auto_train <« Arima(y=train, order-c(1,0,1), seasonal=list(order « ¢(2,0,0), period = 9),
> Fit_auto_forecasts <- forecast(Fit_auto_train, h =« 27)

» accuracy(Fit_auto_forecasts, test)

~E RVSE VAL wPE VAPE MASE ACF1 Theil's v
Training set 62.27257 254.974 170.5534 -7.677674 19.54170 0.8767142 -0.0002984255 NA
Test set $37.25621 1079.830 675.6613 3.895147 22.79577 3.4731754 -0.1165923112 0.1937775

> autoplot(gdiff_data) «
autolayer(Fit_auto_forecasts, serfes«"ARIMA(1,0,1)", PI = FALSE) »
ggtitle("vodel Tahninleri™) « x1ab("Y117) « ylab("Patent Sayrlar1™) «
+ guides{colour=guide_ legend(title="vodel™))
> SFit_auto %X forecast(h = 27) N autoplot() « x1ab("vi11™) + ylab(“Patent say?lar?")

» sr1t_auto_f «<- forecast(srit_auto, h « 27)

» chind('vanuel wodel Tahninleri «FitSmean,

. ‘otomatik vodel Tahainleri'«S£it_auto_fSmean)
Tine Series:

start = ¢(2019, 1)

nd =« c(2021, 9)

Frequency = 9

wanuel wodel Tahminleri otomatik model Tahminlerd

2021 Hoaw

2019 c12n 635.2811 225.05067
2019 Goer §09. 8196 1186, 85857
2019 GOEX 818.1770 -855.42362
2019 GoeQ 728.7438 44,7139
2019 GOER 704.9265 -778.76525
2019 G10L 739.8038 ~-156.17610
2019 HoaL 760.7837 1626,00127
2019 HoaN 748.1784 -1422, 37363
2019 Hoaw 735.0538 72.46610
2020.C12N 737.8702 ~258.65948
2020 GOBF 744.9539 687.12362
2020 Goex 745.3007 -383,52160
2020 GoeQ 741.9250 552.62261
2020 Goss 740.9354 -685.85952
2020 GioL 742,3347 -90.65919
2020 HoaL 743.159%4 1045.41685
2020 Hoan 742.6777 ~915.57673
2020 voaw 742.1587 -45.65899
2021 C12N 742.2667 $2. 50621
2021 GoeF 742,5458 737,95508
2021 GOBK 742.5613 -506.76706
2021 Goso 742.4290 392.01722
2021 Goes 742.3893 -537.03450
2021 GioL 742.4440 -97.16030
2021 voaL 742.4767 1034, 38977
2021 noan 742.4580 -905.09359

742.4375% 25.36479

Sekil 3-30 Auto.arima Fonksiyonunun Patent Siniflarina Ait Patent Sayilar1 Zaman

Serisine Uygulanmasi ve Incelenmesi

ARIMA ile otomatik modellemede oOncelikle “auto.arima” fonksiyonuyla veri seti
tizerinde ARIMA modeli otomatik olarak olusturulmustur. Modeli olustururken veri seti
mevsimsel oldugu i¢in “seasonal” parametresi kullanilmistir. Otomatik olusturulan
modelin ARIMA(1,0,1)(2,0,0)y oldugu goriilmektedir. Bu modelin test verileri
tizerinde hata kriterlerinden RMSE degerine bakildiginda 1079.830 oldugu goriilmektedir
manuel modellemedeki RMSE 1014.454  olan

ve bu deger degeri
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ARIMA(4,1,1)(1,0,1)g modelinden daha performansli olmadigi goriilmektedir.
Otomatik belirlenen modelin test verileri tizerindeki performansi ve gelecek ii¢ sene igin

tahmin grafigi ¢izdirilmistir. En son olarak otomatik ve manuel olusturulan modellerin

nokta tahminleri karsilastirilmistir.

Model Tahminleri
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Sekil 3-31 Auto.arima Modelinin Patent Siniflarina Ait Patent Sayilar1 Zaman Serisi

Uzerindeki Test Tahminleri Grafigi
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Forecasts from ARIMA(1,0,1)(2,0,0)[9] with zero mean
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Sekil 3-32 Auto.arima Modelinin Patent Siniflarina Ait Patent Sayilari Zaman Serisi
Uzerindeki Gelecek Ug Senelik Tahmin Grafigi

3.2.5 Yapay Sinir Aglar1 Modeli ile Patent Simiflarina Ait Patent Sayilarinin

Tahminlenmesi

Patent sayilar1 zaman serisi tizerinde regresyon, ayristirma, ETS ve ARIMA modelleri ile
tahminlemeler 6nceki boliimlerde yapilmistir. Bu boliimde yapay sinir aglartyla bir model
kurulup tahminlemeler yapilmaya ¢alisilmistir. Yapay sinir aglartyla modellemeyi zaman
serilerinde kullanirken ileri beslemeli yapay sinir ag1 kullanilmaktadir. Bu sinir aginda

gizli bir katman bulunmaktadir ve bu katmanda bulunan néron sayisi1 nemlidir.

R programlamada zaman serisi lizerinde yapay sinir agiyla modelleme yapmak icin
“nnetar” fonksiyonu kullanilmistir. Bu fonksiyon zaman serisinin gecikmeli degerleri
tizerinden uygun bir model olusturur. Ortaya ¢ikan model otoregresif bir modeldir ve

tahmin araliklar1 i¢in simiilasyonlar kullanilir.

76



= neural_model <- nnetar{(mydata)

> neural_model

Series: mydata

Model: MNAR(9,1,5)[9]

call: nnetar (y = mydata)

Average of 20 networks, each of which is
a 9-5-1 network with 56 weights

options were - Tinear output units

sigmar2 estimated as 14924

= 5im <- ts(matrix(0, nrow=5, ncol=9), start=end(mydata)[1]+1)

= for(i in seq(9))

+ sim[,i] «- simulate(neural_model, nsim=5)
= autoplot(mydata) + forecast::autolayer(sim) + x1ab("v11") + ylab("Patent sayi1lar1”) + guides(colour=guide_legend{title="vsA

serileri™))

Sekil 3-33 Patent Sayilar1 Zaman Serisi Uzerinde Yapay Sinir Aglar1 Modelleme ve

Simiilasyonlar1

Sekil 3-33’deki grafik incelendiginde “nnetar” fonksiyonu sonucunda serideki
dokuzuncu gecikmenin girdi olarak alindigi, bir adet mevsimsel fark uygulanmis ve gizli
katmanda bes néronun oldugu NNAR(9, 1, 5) modeli ortaya ¢ikmistir. R programlamada
bu model ile gelecekteki ornek yol bes yillik siireglerle yinelemeli olarak simiile
edilmistir. Ayrica veriler i¢in gelecek dokuz olasi yolun bes yil sonrasi simiilasyonlari

Sekil 3-34°deki grafik ile gosterilmistir. YSA serileri patent siniflarin1 gostermektedir.

10000 -

Patent Sayilar

5000 -

'
2010

Sekil 3-34 Yapay Sinir Aglart Modellerinin Patent Siniflarina Ait Patent Sayilart Zaman

Serisi Uzerindeki Simiilasyonu

R iizerinde “forecast” metoduyla modelin ii¢ senelik tahminlemeleri alinmis ve giiven

araliklariyla birlikte asagidaki grafik olusturulmustur.
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Forecasts from NNAR(9,1,5)[9]
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Sekil 3-35 NNAR(9,1,5)[9] Yapay Sinir Aglar1t Modelinin Patent Siniflarina Ait Patent

Sayilar1 Zaman Serisi Uzerindeki Tahminleri

Modelin kendisinin ve test verileri lizerindeki performansinin ¢iktilar1 asagidaki sekilde

gosterilmektedir.

= neural_model =- nnetar(train)
- accuracy(fitted({neural_model),train)
ME RMSE MAE MPE MAPE ACF1 Theil's v
Test set -0.4317373 309.7418 235.5784 -0.342715%6 4.172775 -0.2618641 0O.53386353
= neural_model_test <- nnetar(test, model=neural_model)
= accuracy(fitted(neural_model_test), test)
ME RMSE MAE MPE MAPE ACF1 Theil
[+

Test set 1836.834 2032.883 1836.834 17.3441 17.3441 0.2741976 1.3
1

"'s U
795

2

Sekil 3-36 Yapay Sinir Aglar1 Modeli Hata Metrikleri

Yapay sinir aglar1 modelinin test verileri {lizerindeki performansi iistel diizlestirme,
ARIMA ve regresyon modelleriyle RMSE ve MAE hata kriterleri dikkate alinarak

karsilastirildiginda ortalama basariya sahip oldugu goriilmektedir.
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4. SONUCLAR

Bu tez ¢caligmasinda bilgi giivenligi alaninda alinan patentlerin patent siniflarina ait patent
sayilar1 tahminlemesi yapilmistir. Boylelikle gelecekte bilgi giivenligi alaninda egilimin
hangi yone dogru olduguna dair dogru bir tahminleme i¢in kullanilabilecek bir veri analizi

caligsmasi gergeklestirilmistir.

Ag analizi yapilirken bu ¢alisma kapsaminda hazirlanan veri seti kullanilmigtir. Veri seti
uygun bir bicimde CSV dosyalarina kaydedilmis ve bu dosyalar Gephi ve Cytoscape’e
aktarilarak amagclar dogrultusunda aglar olusturulmustur. Oncelikle 2009 yilindan 2019
yilina kadar her yil i¢in ayr1 aglar olusturulmus olup sonrasinda tiim yillarin verilerini

kapsayan genel bir ag olusturulmustur. Elde edilen aglarla ¢esitli analizler yapilmistir.

Y1l bazinda yapilan ag analizinde derece merkezilik 6lgiitiinii kullanarak aglardaki en
merkezi diiglimler saptanmistir. Analiz sonuglarina gére ABD ve Cin’in bilgi giivenligi
alaninda en ¢ok patent alan tilkeler oldugu goriilmektedir. Y1l gectikge bu alanda alinan
patentlerin sayis1 da artmaktadir. ABD ve Cin’i kendi aralarinda karsilastirdigimizda
Cin’in 6nde oldugu goriilmektedir. En ¢ok tercih edilen patent siniflar1 ise GO6F ve HO4L
siiflaridir. Son on yilin ilk yillarinda GO6F simifi en ¢ok basvurulan smif olurken son
yillarda HO4L smifi daha ¢ok tercih edilmistir. Iki siif arasinda karsilastirma
yapildiginda HO4L sinifinin agik ara 6nde oldugu goriilmektedir.

Son on yilin verileriyle olusturulan ag analizi sonuglarina gére Cin’in en fazla patent alan

tilke, HO4L simifinin ise en ¢ok patent alian sinif oldugu goriilmektedir.

Patent siniflarina ait patent sayilari tahminlemesi yapilirken zaman serileri iizerinde de
durulmus, tahminleme modellerinden sunlar kullanilmistir; regresyon, ayristirma, ETS,
ARIMA ve yapay sinir aglari. Bu modeller ile patent siniflarina ait patent sayilarindan
gelecege doniik tahminler yapilmistir. Modellerin test verileri tizerindeki performanslari,
karekok ortalama hata (RMSE) ve ortalama mutlak hata (MAE) metrikleri degerleriyle

beraber asagidaki tabloda verilmistir.
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Tablo 4-1 Patent Smiflarma Ait Patent Sayilart Zaman Serisine Uygulanan Modellerin
Hata Kriterleri

Kullanilan Model Karekok Ortalama Hata  Ortalama Mutlak Hata
Dogrusal Regresyon Modeli 1. 953,1295 1.209,6612
Ayristirma Modeli 1.901,5270 1.562,0105
Holt-Winters Mevsimsel Yontemi 716,0642 476,1914

ile ETS Modeli

ARIMA(4,1,1)(1,0,1)[9] 1.014,454 727,2240

ARIMA Modeli

ARIMA(1,0,1)(2,0,0)[9] 1.079,830 675,6613

ARIMA Modeli

NNAR(9,1,5)[9] 2.032,883 1.836,834

Yapay Sinir Aglar1 Modeli

Hata kriterlerine gére Holt-Winters Mevsimsel Yontemi ile ETS modeli test verileri
tizerinde en basarili performansa sahip model olarak goriilmektedir. Geride kalan
modellerin performans siralamasi ARIMA, ayristirma, regresyon ve yapay sinir aglari

seklindedir. Yapay sinir aglart modeli performans olarak en basarisiz model olmustur.

Patent siniflarina ait patent sayilari izerinde uygulanan modellerin tahminlerine ait grafik

asagidaki gibidir.
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Sekil 4-1 Patent Siniflarina Ait Patent Sayilart Zaman Serisine Uygulanan Modellerin

Tahminleri

Modellerin test verileri tizerindeki performansi egitim verileri izerindeki performansiyla
ayni olmayabilir. Egitim ve test siniflarinin kapsadigi yillar degistirilip farkli sonuglar
elde edilebilir. Patent siniflarina ait patent sayilarin1 tahminleme modellerinde ayn1 model

tim verileri kullanilarak egitilmis ve 2019, 2020 yillarimin dokuz ayr1 siifina ait

2010 2012

2014
Yil

tahminler asagidaki tabloda verilmistir.

2016 2018

Tahmin
A~ ARIMA

Aynstirma
| /V/ Dodrusal Model
/\/UsteIDu;ﬂestirme
I /\/Veri

/\/ Yapay Sinir Aglan

Tablo 4-2 Tahminleme Modellerinin Iki Senelik Patent Sayilar1 Ongoriileri

Yil-Sinif Regresyon  Aymstrma  ETS ARIMA YSA
2019-C12N 1628652 1601431 424.9793 6253799  467.9343
2019-GO6F 8649.652 8592.518 13612.3315 110134725  11439.3282
2019-G06K 2573852 5487798 2513.4347 2547.0941  2345.4035
2019-G06Q 3661452 3551905 54637002  5579.9308  6365.9035
2019-G08B 2308852 9177305 1896.8086 2081.2479  1703.5651
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(Tablo 4-2 Devam)

2019-G10L 1650.552 1499831 387.5096 7555892 697.6186
2019-HO4L 8699152 g519.238 141134164  13133.6708  13039.8644
2019-HO4N 2798.152 505 674 22255053 23815515  2347.4046
2019-Ho4W 3518052 3574000 38729867 36316293 36555321
2020-C12N 1885.352 1401431 492.5803 11138703  570.7361
2020-GO6F 8906352 g592518 15752.6026  11351.4564  11639.1518
2020-GO6K 2830252 5487798 20041306 3006.8745  2256.0726
2020-G06Q 3918152 3551905 6303.4990  5094.3746 75483228
2020-G08B 2565552 9177305 21851510 25531409  1658.2150
2020-G10L 1907.252 1499831 445.7791 1246.4462  1358.9073
2020-HOAL 8955852 8519238 16213.0372  13443.8980  12947.4974
2020-HO4N 3054.852 2585.674 2553.1175 2849.2044  2748.4048
2020-HO4W 3774.152 3574000 4437.2367 4081.4937  4477.6611

Caligmanin ilk boliimiinde toplanan veri setinde 2019 yilinin ilk alt1 ayina ait patent
sayilart C12N sinifi i¢in 126, GO6F sinifi i¢in 7088, GO6K sinifi i¢in 1256, G06Q sinifi
i¢cin 3698, GO8B sinifi i¢in 896, G10L siifi icin 288, HO4L sinifi i¢in 8100, HO4N sinifi
icin 1140 ve HO4W sinifi i¢in 2190 adettir. Bu sayilar1 en iyi yakalayan model ise ETS
modelidir. Ortalama yiizde hata formiilii ile modelin tahmin ettigi degerler ile gergek
degerler arasindaki farkin ortalama yiizdesi bulunmus ve bu model ile 2019 y1l1 ilk alt1
ay1 icin bilgi giivenligi alaninda alinan patentlerin patent siniflarina ait patent sayilarinin
%98 dogrulukla hesaplanabildigi goriilmistiir. Diger modellerin performans siralamalari
yapay sinir aglari, regresyon, ayristirma ve ARIMA’dir. En basarisiz model ARIMA
olmustur. En basarili model olan ETS’nin 2020 yili tahminlerine baktigimizda HO4L
simifinin en ¢ok bagvurulacak sinif oldugunu goriilmektedir. GO6F sinifi ise HO4L den

sonra en ¢ok basvuru alacak siif olarak karsimiza ¢ikmaktadir.
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Hem ag analizi hem de zaman serisi analizi sonuglarina baktigimizda bilgi giivenligi
alaninda alinan patentlerin siniflarinda ilk sirada HO4L’nin ikinci sirada ise GO6F nin
oldugu goriilmektedir. HO4L sinifit dijital bilgilerin aktarimi ile ilgili patentlerin
siniflandirildig1 IPC kodu olup H elektrik ana sinifi kodunun altinda yer alan HO4 elektrik
iletisim teknigi grubunun bir alt grubudur. Bu alt sinif dijital formatta saglanan sinyallari
kapsar ve veri aktarimi, telgraf iletisimi ya da gézlemleme igin kullanilan diizenlemeleri
ya da methodlar igerir. 14 alt sinifi vardir. 14 alt siifin kapsadigi toplam 285 alt sinif
daha bulunmaktadir [48].

GO6F smifi elektrikli dijital veri igleme ile ilgili patentlerin toplandig: sinif olup G fizik
siifinin altindaki GO06; bilgi islem, hesaplama ve sayim sinifina dahildir. Bu alt sinif
verilerin islenmesi, tasinmasi ve veri isleme ekipmanlari ile ilgili patentleri ilgilendirir.

12 alt sinifi vardir. 12 alt sinifin kapsadigi 362 alt sinif daha bulunmaktadir [49].

Bu ¢alismayla bilgi giivenligi alaninda ¢alisan firmalar yatirnmlarini gelecegin teknolojisi
olan dijital bilgilerin aktarmm ile ilgili alanlara yonlendirebilirler. Ornegin; internet
tizerinden bilgi aktarimi, telefon ve telgraf ile iletisim, yangin ve polis telgraflari, kendi
basina sifreleme veya desifre eden aparatlar, kod ¢ézme ve kod doniistiirme gibi

genellikle iletisim tabanl alanlara yatirim yapabilirler.
4.1 ONERILER

Patent analizi lizerine yapilan ¢aligmalar incelendiginde amacin genel olarak bu c¢alisma
ile ayn1 oldugu goriilmektedir. Ayrica bu ¢aligmada patentleri toplamak icin segilen veri
taban1 kapsamindan dolay literatiirde en ¢ok tercih edilen veri tabanlarindan bir tanesidir.
INPADOC veritabaninda yaymnlanan patentleri kullanarak yapilan analizlerle bu
calismada basar1 elde edilmistir. INPADOC veri tabani ESPACENET veritabaniyla
iligkili oldugundan ve ESPACENET veri kapsam1 ve miisteri destegi acisindan diger veri

tabanlaria gore daha yiiksek puana sahip oldugu icin tercih edilmistir.

Patentler siniflandirma sistemi sayesinde teknik alanlarina gore ayrilmistir ve boylelikle
cesitli alanlardaki teknolojik gelismelerin degerlendirilmesi yapilabilmektedir. Daha
dogru sonuglar elde etmek icin patent analizi ¢alismalarinda genellikle IPC kodlar

kullanilmigtir. Bu ¢caligmada da teknolojinin gitmesi muhtemel yoniinii tahmin etmek icin
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patent siniflarindan yararlanilmistir. Detayli alt siniflara ayrilan IPC yapisi, teknolojileri

tespit etmede caligsmay1 daha hassas hale getirecegine inanildig1 i¢in se¢ilmistir.

Mevcut ¢alismalarda kullanilan yontemlere baktigimizda genellikle ag analizi [50],
kiimeleme yontemleri [51] ve simiflandirma agaci yapisi [52] kullanilarak bir model
gelistirilmistir. Buralarda kullanilan yontemler yogunlasmanin daha ¢ok oldugu patentleri
bulmakla beraber zaman serisi analizi gibi ge¢misi anlayip gelecegi tahmin eden
yontemlerden degildir. Bu ¢calismada sosyal ag analizine ek olarak kullanilan zaman serisi
analizi yontemi tahminin dogrulugunu arttirmistir. Ayrica, bu ¢calismada kullanilan zaman
serisi analizi yonteminde frekans degerine siif sayist vererek yapilan tahminleme diger

caligmalardan farkliligin1 gostermektedir.

Bunlara ek olarak; patent analizi diinyada son yillarda popiiler bir yontem olmasina

ragmen Tirkce yayin sayisinin azlig1 bu ¢alismaya ayrica énem kazandirmaktadir.

Simdiye kadar bilgi giivenligi alaninda patent analizi yapan ¢aligmalarin kisitli olmasi bu
calismanin yeni bir bakis agis1 getirmesi agisindan onemlidir ve bu alandaki gelisen

teknolojileri gostermistir.

Patent analiziyle yapilan teknoloji tahmini sirketlere yatirnm yapmasi gereken alanlar
konusunda yon verebilir ve rakip firmalar birbirlerini izleyebilir. Ulkelerin kendilerine
stratejik teknoloji ortaklari bulmasi konusunda yardimei olabilir. Hangi iilkenin hangi
alanda daha ¢ok teknolojik bulus yaptigini gorerek bireylerin kariyerlerine yon ¢izmesine

bile etki edebilecek kiiresel bir bakis acis1 sunmaktadir.

Bunlarin yanisira, tahmin edilen teknolojinin kapsamini daraltmak i¢in IPC grup ya da alt
gruplar1 kullanilarak ¢alismanin dogrulugu arttirilabilir. Ayrica c¢alismaya ekstra fon
saglayarak ESPACENET’in kapsamadigi patentler iicretli veri tabanlarindan toplanip
calismanin kapsami genisletilebilir. Bunlara ek olarak farkli alanlar se¢ilip bu alanlardaki
teknolojik tahminlemeler yapilabilir. Bloglar ve farkli sosyal aglar gibi diger veri
kaynaklar1 ¢alismaya dahil edilerek kapsam genisletilebilir,
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