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II. Danışman : Yrd. Doç. Dr. Yalçın ÖZKAN 

 

Günümüzde içinde yaşadığımız dönem bilgi toplumu ya da bilgi çağı olarak 

adlandırılmaktadır. Kuşkusuz ki bilginin ve bilgi teknolojilerinin hayatın her alanına 

nüfuz ettiği gözlemlenmektedir. Bu teknolojilerin hızlı gelişimi bilgi kavramının önemi 

de arttırmış, farklı kaynaklar tarafından üretilen çok çeşitli ve büyük hacimli veri ile 

karşılaşmamıza neden olmuştur. Veri miktarındaki artış ise elde edilen büyük boyutlu 

veriden bilgi elde etme sürecini zorlaştırmaya başlamıştır. İstatistik bilimi veri analizinde 

yüzyıllardan beri kullanılmaktadır; ancak veri miktarındaki artış, temeli istatistiğe 

dayanan veri madenciliği kavramını ortaya çıkarmıştır. Geçmişi istatistik kadar eskilere 

dayanmasa da veri madenciliği birçok farklı alandan araştırmacının ilgisini çekmektedir. 

Bu kapsamda veri madenciliği, veri analizinde gün geçtikçe popülerliğini ve işlevini 

arttıran bir alan olarak karşımıza çıkmakta ve birçok farklı araştırma alanında 

kullanılmaktadır. Sağlık çalışmalarında ise hastalardan elde edilen veri kümeleri 

istatistiksel yöntemlerle analiz edilebiliyor olsa da veri madenciliği yöntemlerinin 

kullanımı da sağlık verisinin analizinde kullanılabilmektedir.  

Bu tez çalışmasının amacı veri madenciliği yöntemlerini kullanarak çocuk yaşta görülen 

akut romatizmal ateşin kalp üzerindeki etkilerinin analiz edilmesidir. Bu etkilerin 

belirlenmesi çocukluk yaşlarında görülen romatizmanın kalp kapağına vereceği zararların 

VERİ MADENCİLİĞİ İLE ÇOCUKLUK ÇAĞINDAKİ AKUT ROMATİZMAL 

ATEŞİN KALP HASTALIĞINA ETKİLERİNİN ANALİZİ 
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en aza indirilmesi açısından önemlidir. Bu tespitin yapılabilmesi için veri 

madenciliğindeki sınıflandırma yöntemlerinden yararlanılmış ve farklı beş algoritma 

denenmiştir. Sade Bayes sınıflandırıcı, karar ağaçları (CART, C4.5, C5.0, C5.0 boosted) 

ve rastgele orman algoritmaları ile modeller kurularak akut romatizmal ateş tanısı konmuş 

hasta kayıtları analiz edilmiş ve algoritmaların performansları karşılaştırılmıştır. Model 

performans değerlendirme yöntemlerinden holdout, çapraz geçerleme (cross validation) 

ve bootstrap yöntemleri farklı şekillerde veri setine uygulanarak algoritmalar denenmiştir. 

Çalışma kapsamında, İstanbul Medeniyet Üniversitesi Göztepe Eğitim ve Araştırma 

Hastanesi Çocuk Kliniği ile ortak çalışarak, 297 hastaya ait kayıtlardan oluşan veri seti 

kullanılmış, ön işleme süreci sonunda kalan 201 hasta verisi ile analiz yapılmıştır. Farklı 

algoritmalardan elde edilen sonuçlar model performans değerlendirme ölçütlerine göre 

karşılaştırılmıştır. En iyi sonucu CART modeli vermiştir.  

Bu tez çalışması, tıp ve sağlık alanındaki verinin analizinde veri madenciliği metotlarının 

kullanımının yaygınlaşmasına katkı sağlaması açısından önemli bir çalışma olarak 

görülmektedir. 

Haziran 2017, 120 sayfa. 

Anahtar kelimeler: Veri madenciliği, sınıflandırma yöntemleri, akut romatizmal ateş.
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Today the era we live in is called knowledge/information society or information age. No 

doubt, it is observed that information and information technologies penetrate every aspect 

of life. The rapid development of these technologies has also increased the importance of 

the concept of information and caused us to encounter a wide variety of large volumes of 

data produced by different sources. The increase in the amount of data has begun to 

complicate the process of obtaining the large-sized dataview obtained. Statistics has been 

used for centuries in data analysis but the increase in the amount of data reveals the 

concept of data mining which is based on statistics. Data mining attracts many researchers 

in many different fields, although it does not have a history as old as statistics. In this 

context, data mining appears as a field which increases in popularity and function day by 

day in data analysis and used in many different research fields. While data sets of health 

studies can be analyzed using statistical methods, the use of data mining methods can also 

be used in the analysis of health data.  

The purpose of this thesis is to analyze the cardiac effects of acute rheumatic fever in 

childhood using the data mining methods. It is important to determine these effects in 

order to minimize the damage on cardiac valve the that the disease can cause. 

ANALYSIS OF EFFECTS OF ACUTE RHEUMATIC FEVER IN 

CHILDHOOD ON HEART DISEASE WITH DATA MINING 
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Different classification algorithms are applied and five different algorithms have been 

tested to determine these effects. Naïve Bayes classifier, decision trees (CART, C4.5, 

C5.0, boosted by C5.0) and random forest algorithms are used to analyze the patient 

records with acute rheumatic fever diagnoses and to compare the performances of the 

algorithms. Algorithms are tried by applying holdout, cross validation and bootstrap 

methods to data set. In the scope of the study, a data set consisting of records of 297 

patients is used in collaboration with Istanbul Medeniyet University Göztepe Education 

and Research Hospital Children's Clinic. 201 patient records could be included after 

preprocessing phase. The results obtained from different algorithms were compared 

according to the model performance evaluation criteria. CART model has given the best 

result.  

This thesis is seen as an important study in terms of contributing to the widespread use of 

data mining methods in the analysis of data in medicine and health fields. 

June 2017, 120 pages. 

Keywords: Data mining, classification methods, acute rheumatic fever.    
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1. GİRİŞ 

Günümüzde içinde yaşadığımız dönem bilgi toplumu ya da bilgi çağı olarak 

adlandırılmaktadır. Kuşkusuz ki bilginin ve bilgi teknolojilerinin hayatın her alanına 

nüfus ettiği gözlemlenmektedir. Bu teknolojilerin hızlı gelişimi bilgi kavramının önemi 

arttırmış, farklı kaynaklar tarafından üretilen çok çeşitli ve büyük hacimli veri ile 

karşılaşmamıza neden olmuştur. Veri miktarındaki artış ise büyük boysağlıkutlu veriden 

bilgi elde etme sürecini zorlaştırmaya başlamıştır. İstatistik bilimi veri analizinde 

yüzyıllardan beri kullanılmaktadır; ancak veri miktarındaki artış, temeli istatistiğe 

dayanan ve geçmişi o kadar eski olmayan veri madenciliği kavramını öne çıkarmıştır. 

Veri madenciliği, veri analizinde gün geçtikçe popülerliğini ve işlevini arttıran bir alan 

olarak karşımıza çıkmakta ve farklı araştırma alanlarında kullanım bulmaktadır. 

Ortak bir görüşe varılmış kesin bir tanımı olmamakla beraber veri madenciliği için 

birbirine paralel tanımlamalar yapılmaktadır; en genel anlamıyla büyük hacimli veri 

kümeleri arasından anlamlı ve kullanışlı bilgi elde etme süreci olarak tanımlanabilir. 

Değerli madenlerin toprak altında aranması gibi veri madenciliği çalışmalarında da 

değerli ve anlamlı olabilecek olan bilginin gün yüzüne çıkarılması amaçlanır ve 

algoritmalar bu amaç doğrultusunda uygulanır. 

Sağlık çalışmalarında, hastalardan elde edilen veri kümeleri uzun yıllardan beri 

istatistiksel yöntemlerle analiz edilebilmektedir. Bu kapsamda tıp çalışanlarının 

istatistiksel yöntemlere aşina olduğu bilinmektedir. Veri madenciliği yöntemlerinin 

sağlık verisi üzerinde uygulamaları olsa da bu çalışmaların alan dışından enformatik, 

mühendislik, yönetim bilişim sistemleri vb. alanlarda çalışan araştırmacılar tarafından 

gerçekleştirildiği görülmektedir. Veri madenciliği yöntemleri sağlık 

çalışanlarına/araştırmacılarına henüz istatistik bilimi kadar yakınlaşamamıştır. Oysa veri 

madenciliği analizlerinin uygulama alanı bulabileceği alanlardan biri de sağlık alanıdır 

ve bu alan veri miktarı açısından hem çok zengindir hem de varolan veri miktarı mikro 

ve makro ölçekte sürekli olarak artmaktadır. Veri madenciliği yöntemleri ile 

yapılabilecek olan analizler hastalıkların tespiti, hastalık tahmini ile erken teşhis koyma, 
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hastalıkların gruplandırılması, teşhis koymada doktorlara destek sağlayacak karar destek 

sistemlerinin geliştirilmesi, ender görülen hastalıkların/anormalliklerin tespit edilmesi 

gibi farklı şekillerde sağlık alanında katkı sağlayabilir. 

Bu tez çalışmasının amacı, veri madenciliği yöntemlerini kullanarak çocuk yaşta görülen 

akut romatizmal ateşin kalp üzerindeki etkilerinin analiz edilmesidir. Bu etkilerin 

belirlenmesi hastalığın seyrinin gözlemlenmesi açısından önemlidir. Çalışma hem 

Türkiye’de sıklıkla görülen bir hastalığın ele alınması hem de sağlık alanında veri 

madenciliği yöntemlerinin kullanılabileceğini göstermesi açısından önemli 

görülmektedir. Akut romatizmal ateş ile ilgili yapılan literatür çalışmasında tıp çalışanları 

tarafından yapılan, istatistiksel yöntemlerin kullanıldığı birçok çalışmaya rastlanmıştır. 

Kalp ile ilgili veri setleri ile yapılmış çalışmalar olsa da bu hastalığı konu alan ve veri 

madenciliği yöntemlerinin kullanıldığı bir çalışmaya rastlanmamıştır. Bu sebeble, 

kullanılan veri seti ve analiz yöntemlerinin sentezlenmesi açılarından bu çalışmanın 

özgün bir çalışma olduğu düşünülmektedir. Veri madenciliği yönünden bakıldığında, 

sağlık alanındaki verinin analizinde veri madenciliği metotlarının kullanımının 

yaygınlaşmasına katkı sağlaması açısından da önemli bir araştırma olarak görülmektedir. 

Bu tez çalışmasının GENEL KISIMLAR bölümünde öncelikle, çalışmanın iki ana başlığı 

olan akut romatizmal ateş hastalığı ve veri madenciliği konuları açıklanmıştır. İlk ana 

başlık olarak akut romatizmal ateş ile ilgili olarak tanım, tanı koymada kullanılan Jones 

Kriterleri, bulgular, tedavi ile ilgili genel bilgiler verilmiştir. Aynı zamanda Türkiye’de 

yapılan akut romatizmal ateş ile ilgili çalışmalara yer verilen literatür çalışması bölümün 

sonunda yer almaktadır. Aynı bölümde ikinci ana başlık olarak veri madenciliği kavramı 

ele alınmıştır. Veri madenciliğinin tanımı, farklı araştırmacılar tarafından oluşturulan veri 

madenciliği süreç tanımları, analizlerde büyük önem taşıyan ön işleme süreci, kullanılan 

farklı yazılımlar ve uygulama alanlarından bahsedilmiştir. Ardından veri madenciliği 

yöntemleri genel olarak verilmiş; bu çalışma kapsamında kullanılan sınıflandırma 

algoritmaları, model performans değerlendirme yöntemleri, model performans 

değerlendirme ölçütleri ile ilgili bilgiler yer almıştır. Kalp hastalıkları ile ilişkili veri 

madenciliği çalışmalarını içeren, hem yabancı hem de Türkçe kaynaklarda yapılan 

literatür çalışması başlığının sonunda verilmiştir. MALZEME VE YÖNTEM bölümü, bir 

önceki bölümde bahsedilmiş olan Fayyad ve diğ. (1996b) kaynağından alınan veri 
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madenciliği sürecine paralel olarak oluşturulmuş, bu süreçteki aşamalar takip edilerek 

analizler gerçekleştirilmiştir. Seçilen sürece paralel olarak beş başlık altında yapılan 

işlemlerden bahsedilmiştir. Seçim, ön işleme, dönüştürme, veri madenciliği ve 

yorumlama başlıklarından oluşan bu bölümde veri seti ile ilgili bilgiler, veri setinin 

orijinal hali, ön işleme aşamasında yapılan değişiklikler ve analizlerde kullanılan 

algoritmalar, performans değerlendirme yöntemleri ve ölçütleri ile ilgili açıklamalara yer 

verilmiştir. BULGULAR bölümünde,  R programlama dili ve RStudio ile sınıflandırma 

algoritmaları kullanılarak yapılan analizlerin performans değerlendirmeleri 

karşılaştırmalı olarak verilmiştir. TARTIŞMA VE SONUÇ bölümünde ise bulgular 

tartışılmış ve gelecek araştırmalara yönelik öneriler ortaya konulmuştur.
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2. GENEL KISIMLAR 

2.1. AKUT ROMATİZMAL ATEŞ 

Akut romatizmal ateş (ARA), A grubu beta hemolitik streptokokların neden olduğu, 

kalbi, eklemleri, deri ve derialtı dokusunu ve merkezi sinir sistemini tutan, üst solunum 

yolu enfeksiyonu sonrasında ortaya çıkan sistemik inflamatuar bir hastalıktır (Semizel ve 

diğ., 2005; Saltık, 2007; Düzgün, 2014). Bu hastalık farklı şekillerde kendini 

göstermektedir. ARA; kalp, deri, beyin ve eklemler üzerinde etkili olsa da kalıcı etkiyi 

sadece kalp üzerinde bırakmaktadır (Akalın, 2010). Bu durumu, 1884 yılında Ernst-

Charles Lasègue “ARA eklemleri yalar, kalbi ısırır.” şeklinde ifade etmiştir (Güler 

Eroğlu, 2016). 1500’lü yıllardan beri bilinmekte olan akut romatizmal ateş (Seckeler ve 

Hoke, 2011; Güler Eroğlu, 2016), hastalığın mekanizması, komplikasyonları ve dünya 

üzerinde önemli sağlık problemleri arasında olması nedeniyle araştırmacılar tarafından 

halen üzerinde çalışılan bir hastalıktır. Streptokok enfeksiyonlarının yoğun olarak 

görülmesinden dolayı ARA’nın kış ve ilkbahar aylarında daha sık görüldüğü 

belirtilmektedir (Köksal ve diğ., 2016)  

Akut romatizmal ateş; “Rheumatism”, “Rheuma”, “Bouillaud’s Disease”, “Poliarthritis 

Subacuta Rheumatismus”, “Poliarthritis Acuta”, “Poliarthritis Rheumatica Acuta”, 

“Rheumatismus Infectiosus”, “Rheumatismus Cerus”, “Morbus Rheumaticus Spesificus” 

gibi birçok farklı isimle anılmıştır (Saltık, 2007). 

2.1.1. Görülme Sıklığı (İnsidans) 

ARA, az gelişmiş veya gelişmekte olan ülkelerde ve zengin ülkelerdeki yerel alt gruplarda 

daha sık görülmektedir (Carapetis ve diğ., 2005; Carapetis ve Zühlke, 2011). Kötü yaşam 

şartları, kötü beslenme, yetersiz tıbbi bakım gibi olumsuz standarttaki yaşam şartlarının 

ve genetik yatkınlıkların hastalığın ortaya çıkışında birlikte rol oynadığı düşünülmektedir 

(Düzgün, 2014). ARA, sanayileşmiş, yaşam standartlarının iyi olduğu ülkelerde nadir 

görülmektedir. Hastalığın gelişmiş ülkelerde 0,5-3/100.000 civarında olduğu tahmin 

edilmektedir (Örün ve diğ., 2012). Hastalığın sık görüldüğü bölgeler Afrika ülkeleri, 

Brezilya ve Orta Güney Asya’dır. Ayrıca bazı yerli topluluklarda da ARA daha sık 
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görülmektedir (Akalın, 2010). Gelişmekte olan ülkelerdeki görülme sıklığının, Carapetis 

ve diğ. (2005) tarafından 50/100.000 olduğu belirtilmiştir. 

Hastalığın Türkiye’de görülme sıklığıyla ilgili genel kapsamlı bir çalışma olmadığı 

belirtilmektedir. Bu sebeple ya bölgesel çalışmalara ya da genel durumu temsil eden 

birbirine yakın görülme oranlarına rastlanmaktadır. Saraçlar ve diğ. (1978), tarafından 

yapılan çalışmada 1972-1976 yılları arasında hastalığın Türkiye’deki görülme sıklığının 

20/100.000 olduğunu Özer ve diğ. (2005) ve Örün ve diğ. (2012) aktarmışlardır. 

Beyazova ve diğ. (1987)’ne ait çalışmada ARA görülme sıklığının 56,5/100,000 olduğu, 

bu oranın 15 yıl sonraki bir başka çalışmalarında 36,7/100.000’e düştüğü Çağatay ve diğ. 

(2010) tarafından aktarılmıştır. 

Saltık (2007) Türkiye’deki görülme sıklığının bölgesel çalışmalarda 50-100/100.000 

arasında bulunduğunu belirtmiştir. Akalın (2010) ise Türkiye’deki görülme sıklığının 

Orta Doğu ve Akdeniz ülkelerindeki ile benzer sıklıkta, 25-100/100.000 arasında 

olduğunun düşünüldüğünü belirtmiştir. 1998-2011 yılları arasındaki 624 hastaya ait 

retrospektif veriden oluşan bir çalışmada Kayseri bölgesindeki ARA görülme sıklığı 

7,4/100.000 olarak ortaya konmuştur (Narin ve diğ., 2015). 1980-2009 yılları arasındaki 

1.115 hastaya ait veri ile Ankara’da retrospektif bir çalışma yapılmıştır. Bu bölgesel 

çalışmanın sonuçlarına göre ise 1980-1959 yılları arasında ARA görülme sıklığı 

37,6/100.000, 1990-1999 arasında 60/100.000, 2000-2009 arasında ise 21/100.000 olarak 

ortaya konmuştur (Örün ve diğ., 2012). 

2.1.2. Ortaya Çıkış Süresi 

ARA en sık olarak 5-15 yaş arasındaki bireylerde görülür. Beta hemolitik streptokoklara 

bağlı boğaz enfeksiyonundan yaklaşık 3 hafta sonra (1-5 hafta), ARA’nın ortaya çıktığı 

belirtilmiştir (Semizel ve diğ., 2005; Saltık, 2007; Düzgün, 2014). 

2.1.3. Tanı 

ARA tanısı bazı kriterlere ve destekleyici bulgulara göre konmaktadır. Tanı koyarken 

yararlanılan kriterler Jones Kriterleri olarak adlandırılmaktadır. Bu kriterler 1944 yılında 

T. Duckett Jones tarafından oluşturulmuştur (Jones, 1944). Kriterler; 1965, 1984, 1992 

(Amerikan Kalp Derneği – AHA tarafından), 2002/2003 (Dünya Sağlık Örgütü – WHO 

tarafından) yıllarında revize edilmiştir (Akalın, 2010; Seckeler ve Hoke, 2011; Güler 
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Eroğlu, 2016; Köksal ve diğ., 2016). Son güncelleme ise 2015 yılında gerçekleşmiştir 

(Gewitz ve diğ., 2015) (Tablo 2.1). 

Köksal ve diğ. (2016) kriterlerin güncellemesindeki amacın “ilk atak ARA tanısında 

klinisyenlere yardımcı olmak ve yanlış tanı olasılığını en aza indirmek” olduğunu 

belirtmiştir. Carapetis ve diğ. (2005) her revizyonun kriterlerin spesifikliğini arttırırken 

hassaslığını azalttığını belirtmiştir. Yazarlara göre Jones Kriterleri teşhis kriterleri 

olmalarına rağmen, ARA riskinin yüksek olduğu toplumlar gibi bazı koşullara adapte 

edilerek hassaslığın arttırılması gerekmektedir. 

Tablo 2.1: 2015 yılında revize edilmiş Jones Kriterleri (Gewitz ve diğ., 2015; Güler Eroğlu, 

2016). 

Güncellenen Jones Kriterleri 

A.  Tüm hastalarda geçirilmiş A grubu streptokok enfeksiyonu kanıtı olmalı (kore dışında) 

Tanı: ilk atak ARA   

Tanı: tekrarlayan atak ARA 

 

B.  Majör bulgular  

Düşük riskli topluluklara 

Kardit (Klinik ve/veya subklinikb)   

Artrit (Sadece poliartrit)   

Kore   

Eritema marginatum 

Deri altı nodülleri 

 

C.  Minör bulgular 

Düşük riskli topluluklara 

Poliartralji 

Ateş (≥38,5°C) 

EÇH ≥60 mm/sa ve/veya CRP ≥3 mg/dLd 

EKG’de uzamış PR (yaşa göre)   

(kardit major bulgu değilse)   

İki majör veya bir majör, iki minor bulgu   

İki majör veya bir major, iki minör veya üç minör 

 

 

Orta ve yüksek riskli topluluklar 

Kardit (Klinik ve/veya subklinikb) 

Artrit (Monoartrit veya poliartrit veya poliartraljic)  

Kore 

Eritema marginatum 

Deri altı nodülleri 

 

 

Yüksek riskli topluluklar 

Monoartralji 

Ateş (≥38°C) 

EÇH ≥30 mm/sa ve/veya CRP ≥3 mg/dLd  

EKG’de uzamış PR (yaşa göre)  

(kardit major bulgu değilse) 

aDüşük riskli topluluklarda okul çağı çocuklarında ARA sıklığı yılda ≤2/100 000 veya tüm yaşlarda romatizmal kalp hastalığı 

≤1/1 000. 
bSubklinik kardit patolojik ekokardiyografik valvulittir. 
cPoliartralji yüksek risklilerde diğer nedenler dışlanırsa major bulgu kabul edilir. Eritema marginatum ve deri altı nodülleri eskisi 

gibi nadiren tek başına majör bulgu  

kabul edilir. Eklem bulguları aynı hastada ya majör ya da minör bulgu kabul edilir. 
dCRP laboratuvarın üst sınırının üstünde olmalıdır, en yüksek çıkan EÇH değeri kullanılır. 

Tanı konabilmesi için ilk atak için iki majör kriterin veya bir majör iki minör kriterin 

bulunması ve A grubu beta streptokok enfeksiyonunun geçirilmiş olduğuna ait bulgularla 

desteklenmesi gerekmektedir. Tekrarlayan ataklarda, geçirilmiş streptokok kanıtının 
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varlığında son kriterlere göre, iki majör veya bir majör, iki minör veya üç minör bulgu ile 

tanı koyulabilmektedir (Güler Eroğlu, 2016). 

Ancak istisnai durumlarda kriterlerin sağlanmasına gerek olmadan ARA tanısı 

konabilmektedir. Aşağıdaki üç durum için iki majör veya bir majör iki minör kriterin 

varlığı aranmadan ARA tanısı konabilmektedir (Behrman ve diğ., 2000; Park, 2008): 

 Sydenham Koresi varlığında A grubu beta streptokok bulgusu olması gerekmez. 

 Sinsi kardit varsa A grubu beta streptokok bulgusunun olması gerekmez. 

 Tekrarlayan ataklarda bir majör veya birkaç minör kriterle beraber önceden 

geçirilmiş A grubu beta streptokok enfeksiyonu kanıtına ihtiyaç duyulmaktadır. 

Tanı koyarken, klinik açıdan yüksek şüphenin olduğu durumlarda, hem ilk atak hem 

tekrarlayan atak için, bütün kriterleri sağlamasa bile hastalara “şüpheli tanı” 

konabilmektedir (Sika-Paotonu ve diğ., 2017). Bu gibi durumlarda doktorun tecrübesine 

bağlı olarak karar vermesi büyük önem taşımaktadır (Güler Eroğlu, 2016). 

2.1.4. Majör Bulgular 

Majör bulgular; kardit, artrit, Sydenham koresi, eritema marginatum ve cilt altı 

nodüllerdir. 

2.1.4.1. Kardit 

ARA’nın kalpte yaptığı inflamatuar değişiklikler kardit olarak adlandırılmaktadır; bu 

değişikler farklı ağırlıkta olabilir. Saltık (2007) karditin, kalpte kalıcı hasar bırakması 

sebebiyle ARA’nın en ciddi majör bulgusu olduğunu belirtmiştir Semizel ve diğ. (2005) 

ve Akalın (2010) karditin, hastaların %45-50’sinde görüldüğünü aktarmıştır. Kalpteki 

tutulum kalbin farklı tabakalarını kapsayabilir ve farklı derecelerde olabilir (Saltık, 2007; 

Düzgün, 2014). Kalbin en iç tabakası endokard, ortadaki tabaka miyokard, en dıştaki 

tabaka ise perikard olarak adlandırılmaktadır. Kalpteki tutulum da bu sırayı izleyerek 

içeriden dışarıya doğru bir şekilde gerçekleşir; en dıştaki tabakanın iltihaplanması için en 

içerideki tabakanın iltihaplanmış olması gerekir (Akalın, 2010; Köksal ve diğ., 2016). 
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Akalın (2010), kalp tabakalarının tutulumu ile ilgili olarak aşağıdaki bilgileri aktarmıştır: 

 Endokard tutulumu 

Endokard tabakasındaki tutulum kalpteki kapaklarla ilgili yetersizlikleri kapsamaktadır. 

Kalpte yer alan dört farklı kapak vardır; mitral kapak, aort kapağı, triküspit kapak ve 

pulmoner kapak. Bunlar arasında en sık mitral kapak ikinci olarak aort kapağı tutulur. 

Diğer iki kapak daha nadir olarak tutulur. 

 Miyokard tutulumu 

Miyokard tutulumu, kalbin kas yapısındaki/orta tabakasındaki tutulumdur. 

 Perikard tutulumu 

Perikard tutulumu, kalp zarının iltihaplanmasıdır. Bazı durumlarda ise kardit sessiz bir 

şekilde farkettirmeden, herhangi bir bulgu ortaya çıkarmadan seyredebilir. Bu duruma ise 

sessiz kardit denir (Akalın, 2010; Düzgün, 2014). 

2.1.4.2. Artrit 

Artrit, ARA’da en sık görülen bulgudur (Semizel ve diğ., 2005; Saltık, 2007). Düzgün 

(2014) hastaların %75’inde artrit görüldüğünü bildirmiştir. Akalın (2010)’a göre 

hastaların %75-80’inde artrit görülmektedir. Semizel ve diğ. (2005)’ne göre ise bu oran 

%60-80 aralığındadır. 

Artritte genellikle diz, ayak bileği, el bileği dirsek, omuz gibi büyük eklemler tutulur ve 

tutulma gezici bir şekilde gerçekleşir (Semizel ve diğ., 2005; Saltık, 2007; Düzgün, 

2014). Yani tutulan eklem bölgeleri zaman içerisinde değişiklik gösterir; bir kısmı 

iyileşirken diğer eklemler bulgular ortaya çıkar. Kardit kalpte kalıcı hasar bırakabilirken 

artrit vücutta kalıcı hasar bırakmaz (Akalın, 2010). 

2.1.4.3. Kore 

Kore, Sydenham Koresi olarak adlandırılmaktadır. Koredeki tutulum beyinde gerçekleşir. 

Koresi olan bir kişi; istemsiz, amaçsız, hızlı, düzensiz hareketler gerçekleştirir (Semizel 

ve diğ., 2005; Saltık, 2007; Düzgün, 2014). 
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Semizel ve diğ. (2005) ve Saltık (2007) kore görülme sıklığının hastalarda %10-15 

aralığında olduğunu belirtmiştir. Düzgün (2014) hastaların %10-30’unda kore geliştiğini 

söylemektedir. Akalın (2010) ise hastaların %15-20 aralığında kore görüldüğünü 

belirtmiştir. 

2.1.4.4. Eritema Marginatum 

Nadir görülen belirtilerden biri olan eritema marginatum deride oluşan kaşıntısız, ortası 

soluk, koyu pembe renkte döküntülerdir (Semizel ve diğ., 2005; Saltık, 2007; Akalın, 

2010). Eritema marginatum da artrit gibi gezici bir karaktere sahiptir; günden güne 

vücudun farklı yerlerinde kendini gösterebilir (Saltık, 2007). 

Semizel ve diğ. (2005) ve Düzgün (2014) eritema marginatumun hastaların sadece 

%5’inde görüldüğünü belirtmiştir. Akalın (2010) hastalarda %5-10 aralığında eritema 

marginatum görüldüğünü belirtmiştir. 

2.1.4.5. Cilt Altı Nodülleri / Subkütan Nodüller 

Nadir görülen cilt altı nodülleri, adından da anlaşılacağı üzere, deri altında oluşan ağrısız 

nodüllerdir (Semizel ve diğ., 2005; Saltık, 2007). 

Semizel ve diğ. (2005) ise daha küçük bir oran vererek görülme sıklığının %1’den az 

olduğunu belirtmiştir. Akalın (2010) hastaların %5’inde subkütan nodüllerin 

görüldüğünü belirtmiştir. Düzgün (2014) cilt altı nodüllerinin görülme sıklığının %10-20 

arasında olduğunu söylemiştir. 

2.1.5. Minör Bulgular 

Minör bulgular; ateş, atralji, PR aralığında uzama ve akut faz reaktanlarındaki 

yükselmedir. 

2.1.5.1. Ateş 

Ateş, ARA’nın minör kriterlerinden biridir. Saltık (2007)’a göre ateş 37,8-40 derece 

arasında değişmektedir. Akalın (2010), 38 derece ve üzerindeki ateşin minör bulgu olarak 

kabul edildiğini belirtmiştir. Düzgün (2014) ise, ateşin 38-40 derece arasında olduğunu 

belirtmektedir. 
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2.1.5.2. Atralji 

Atralji, şişlik veya kızarıklık olmadan görülen eklem ağrısıdır (Seckeler ve Hoke, 2011). 

Büyük eklemlerde görülür. Artrit varsa atralji minör bulgu olarak kabul edilmemektedir 

(Saltık, 2007; Akalın, 2010; Seckeler ve Hoke, 2011). 

2.1.5.3. PR Aralığında Uzama 

EKG sonucuna göre PR aralığında uzama olması ARA’nın minör kriterlerinden sayılır 

(Akalın, 2010; Saltık, 2007). Karditli hastalarda PR uzaması minör kriter 

sayılmamaktadır (Köksal ve diğ., 2016). 

2.1.5.4. Akut Faz Reaktanlarında Artışı  

Kandaki lökosit sayısı, eritrosit çökme (sedimantasyon) hızının (EÇH) artması ve C-

reaktif proteindeki (CRP) yükselme akut faz reaktanlarındaki artış olarak ele alınır ve 

vücuttaki inflamasyonu gösterir (Semizel ve diğ., 2005; Düzgün, 2014; Köksal ve diğ., 

2016). 

2.1.6. Destekleyici Bulgular 

Majör ve minör kriterlere ek olarak, tanı konmasında destekleyici olması amacıyla, 

geçirilmiş A grubu beta streptokok enfeksiyonunun varlığına dair kanıt gösterilmesi 

gerekmektedir. Çünkü bu bulgular başka hastalıklarda da görülebilmektedir. Enfeksiyon 

geçirilip geçirilmediğine, aşağıdaki bulgulara göre karar verilir (Seckeler ve Hoke, 2011; 

Gewitz ve diğ., 2015): 

 Boğaz kültürü sonuçlarının A grubu beta hemolitik streptokokları için pozitif 

olması 

 Hızlı antijen testinin pozitif olması 

 Antistreptolizin antikor (ASO) titresinde artış  

Bunların dışında Dünya Sağlık Örgütü tarafından yapılan düzenleme ile geçirilmiş kızıl 

öyküsü de enfeksiyon geçirildiğine dair kanıtlardan biri olarak sayılmaktadır (Akalın, 

2010). 

2.1.7. Tedavi ve Korunma 

ARA tedavisi hastalığın akut döneminde bulguların tedavisine dayanmaktadır. Akut 

tedavi dışında hastalığın oluşmasının engellenmesi için yapılan koruyucu tedavi de 
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yapılması gerekmektedir. Hastalığın hiç oluşmadan streptekok enfeksiyonunun 

önlenmesi primer proflaksi (birincil önlem), hastalık oluştuktan sonra tekrarlama ve 

nükslerin önlenmesi için yapılan korumaya sekonder proflaksi (ikincil önlem) 

denilmektedir. Ağır vakalarda ise cerrahi müdahale gerekebilmektedir. 

2.1.7.1. Akut Tedavi 

Akut tedavi, antiinflamatuar ve korkikosteroid ilaç kullanımını ve yatak istirahatini içerir. 

Sıklıkla kullanılan antiinflamatuar ilaçlar aspirin (salisilatlar) ve steroidlerdir (kortizon) 

(Akalın, 2010; Seckeler ve Hoke, 2011; Köksal ve diğ., 2016). Bu ilaçlar; eklem, kalp ve 

diğer dokulardaki iltihaplanmanın baskılanması ve semptomların giderilmesi amacıyla 

kullanılır (Düzgün, 2014). 

2.1.7.2. Primer Proflaksi 

Primer proflaksi, A grubu beta hemolitik streptokoklara bağlı olarak gelişen üst solunum 

yolu enfeksiyonlarının antibiyotiklerle yapılan erken tedavisini içerir (Saltık, 2007; 

Akalın, 2010). Dolayısıyla birincil önlem ARA’nın ilk atağının önlenmesine yönelik 

korunmayı ifade eder (Semizel ve diğ., 2005). Penisilin, benzatin penisilin, makrolid, 

eritromisin tedavide kullanılan antibiyotiklerdendir (Akalın, 2010; Seckeler ve Hoke, 

2011). Antibiyotikler oral yoldan (ağızdan) veya enjeksiyon yoluyla verilmektedir. 

2.1.7.3. Sekonder Proflaksi 

Sekonder proflaksi, A grubu beta hemolitik streptokoklara bağlı olarak gelişebilecek olan 

üst solunum yolu enfeksiyonlarının oluşmasını engelleyerek ARA’nın tekrarlamasının 

önlenmeye çalışılmasıdır (Semizel ve diğ., 2005; Saltık, 2007). Penisilin tedavisi ile 

hastalığın tekrarlamasının önüne geçilmeye çalışılır, bazı hastalarda ömür boyu penisilin 

ile proflaksi önerilir (Akalın, 2010). 

Cerrahi tedavi, akut tedavide tercih edilmemekle beraber, ağır kapak yetersizliği olan 

hastalarda kapak replasmanı için yapılır (Akalın, 2010; Köksal ve diğ., 2016). 

2.1.8. Literatür Taraması 

Türkiye’de ARA ile ilgili birçok farklı çalışma yapılmaktadır. Bu bölümdeki literatür 

taramasında ARA ile ilgili olarak yapılmış olan çalışmalar bir araya getirilerek Tablo 

2.2’de sunulmuştur. Bu kapsamda bulunan çalışmaların büyük bir kısmının retrospektif 

çalışmalardan oluştuğu görülmektedir. 
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Tablo 2.2: Türkiye'de ARA ile ilgili yapılan çalışmalar. 

Çalışma Başlığı 

Kişi 

Sayısı 

Araştırmanın 

Kapsadığı Tarihler 

Araştırmanın 

Yapıldığı Kurum Kaynak 

Rheumatic Heart Disease 

Prevalence Among 

Schoolchildren in Ankara, 

Turkey 

4086 Mart 1995-Haziran 

1995 

Gazi Üniversitesi, Tıp 

Fakültesi, Pediatrik 

Kardiyoloji Bölümü 

(Olguntürk 

ve diğ., 

1999) 

Acute Rheumatic Fever in 

Konya, Turkey 

274 Haziran 1993-

Haziran 1998 

Selçuk Üniversitesi, 

Tıp Fakültesi, 

Pediatrik Kardiyoloji 

Bölümü 

(Karaaslan 

ve diğ., 

2000) 

Bursa İlindeki Çocuklarda 

Akut Romatizmal Ateşin 

Değerlendirilmesi 

207 Ocak 1994-Temmuz 

2000 

Uludağ Üniversitesi 

Tıp Fakültesi, Çocuk 

Sağlığı ve Hastalıkları 

Anabilim Dalı, Çocuk 

Kardiyoloji Bilim Dalı 

(Bostan ve 

Çil, 2001) 

Çocukluk Çağında Görülen 

Akut Romatizmal Ateş 

Olgularımızın Retrospektif 

Değerlendirilmesi 

121 Ocak 1993 - Ocak 

1999 

Ankara Eğitim ve 

Araştırma Hastanesi 

Çocuk Sağlığı ve 

Hastalıkları Kliniği 

(Dallar ve 

diğ., 2002) 

Akut Romatizmal Ateş: 60 

Olgunun Retrospektif 

Değerlendirilmesi 

60 Ocak 1997-Ocak 

2000 

Haydarpaşa Numune 

Eğitim ve Araştırma 

Hastanesi, Çocuk 

Kliniği 

(Erol ve 

diğ., 2002) 

Review of 609 Patients with 

Rheumatic Fever in Terms of 

Revised and Updated Jones 

Criteria 

609 Ocak 1982-Ocak 

1991 

Gazi Üniversitesi, Tıp 

Fakültesi, Pediatrik 

Kardiyoloji Bölümü 

(Olgunturk 

ve diğ., 

2006) 

Childhood Acute Rheumatic 

Fever in Ankara, Turkey 

129 Ocak 1999-Temmuz 

2002 

Hacattepe 

Üniversitesi, Tıp 

Fakültesi, Pediatrik 

Kardiyoloji Bölümü 

(Özer ve 

diğ., 2005) 

Long Term Follow-up Results 

of 139 Turkish Children 

and Adolescents with 

Rheumatic Heart Disease 

139 Mart 1989-Haziran 

2003 

İstanbul Tıp Fakültesi, 

Çocuk Sağlığı Ve 

Hastalıkları Anabilim 

Dalı, Pediatrik 

Kardiyoloji Bilim Dalı 

(Yavuz ve 

diğ., 2008) 

Akut Romatizmal Ateş: Klinik 

Bir Değerlendirme 

45 Ocak 2000-Aralık 

2008 

Zeynep Kamil Kadın 

ve Çocuk Hastalıkları 

Eğitim ve Araştırma 

Hastanesi, Çocuk 

Kliniği 

(Çağatay ve 

diğ., 2010) 

Akut Romatizmal Ateşte Sessiz 

Düşman: Subklinik Kardit 

80 Mayıs 2007-Mayıs 

2010 

Keçiören Eğitim ve 

Araştırma Hastanesi 

Çocuk Sağlığı ve 

Hastalıkları Kliniği 

(Osman 

Özdemir ve 

diğ., 2011) 



13 

 

 

 

Tablo 2.2 (devam): Türkiye'de ARA ile ilgili yapılan çalışmalar. 

Çalışma Başlığı 

Kişi 

Sayısı 

Araştırmanın 

Kapsadığı Tarihler 

Araştırmanın 

Yapıldığı Kurum Kaynak 

Acute Rheumatic Fever in the 

Central Anatolia Region 

of Turkey: a 30-year 

Experience in a Single Center 

1115 Ocak 1980-Aralık 

2009 

Dr. Sami Ulus Kadın 

Doğum Çocuk Sağlığı 

ve Hastalıkları Eğitim 

ve Araştırma 

Hastanesi 

(Örün ve 

diğ., 2012) 

Akut Romatizmal Ateşli 

Çocuklarda Klinik ve 

Laboratuar Bulguların Geriye 

Dönük Olarak İncelenmesi: 

Reaktivasyon ve Koruyucu 

Tedaviye Uyumun 

Araştırılması 

255 Ocak 2004-Ocak 

2008 

Dicle Üniversitesi Tıp 

Fakültesi, Çocuk 

Sağlığı ve Hastalıkları 

Anabilim Dalı, 

Kardiyoloji Bölümü 

(Gözü 

Pirinççioğlu 

ve diğ., 

2012) 

Incidence and Clinical Features 

of Acute Rheumatic Fever in 

Kayseri, Central Anatolia, 

1998–2011 

624 Ocak 1998-Aralık 

2011 

Erciyes Üniversitesi 

Tıp Fakütesi, Çocuk 

Kardiyolojisi Bölümü 

(Narin ve 

diğ., 2015) 

Akut Romatizmal Ateş Tanısı 

Konulan Hastaların Klinik 

Özellikleri ve 

Ekokardiyografik Bulguları 

65 Ocak 2010-Mayıs 

2014 

Selçuk Üniversitesi, 

Tıp Fakültesi, Çocuk 

Kardiyolojisi Bölümü 

(Yılmaz ve 

diğ., 2015) 

2.2. VERİ MADENCİLİĞİ 

Veri madenciliği, günümüzde veri analizinde sıklıkla karşılaşılan bir kavram olup birçok 

farklı disiplinle bağlantısı olan bir araştırma alanıdır. Genel geçer bir tanımını yapmak 

zor olsa da en genel tanım, büyük veri kümelerinden/setlerinden çeşitli algoritmalar ve 

veri analiz araçları/yazılımları kullanılarak, anlamlı, işe yarar bilgilerin keşfedilmesi 

olacaktır. 

Veri madenciliği çalışmalarında, Usama Fayyad, Gregory Piatetsky-Shapiro ve Padhraic 

Smyth tarafından 1996 yılında yazılmış, “The KDD Process for Extracting Useful 

Knowledge from Volumes of Data” ve “From Data Mining to Knowledge Discovery in 

Databases” makaleleri temel kaynaklardır. İki makale birbirine paralel olarak, veri 

madenciliği ve veri tabanlarında bilgi keşfi kavramlarını ortaya koymakta ve sürecin 

adımlarını incelemektedir. KDD, İngilizce’de “knowledge discovery in databases” 

kavramının kısaltması yerine kullanılmaktadır ve bu kavram Türkçe’ye “veri tabanlarında 

bilgi keşfi” olarak çevrilmektedir. 
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Fayyad ve diğ. (1996b)’ne göre orijinal metindeki tanım şu şekildedir: “The nontrivial 

process of identifying valid, novel, potentially useful, and ultimately understandable 

patterns in data.” 

Akpınar (2014); Fayyad ve diğ. (1996b) tarafından yapılan veri madenciliği tanımının 

çevirisini şu şekilde aktarmaktadır: “Veri madenciliği veya veri tabanlarında bilgi keşfi, 

veri dizilerinden geçerli, yeni, mümkünse faydalı ve anlaşılır örüntülerin ortaya 

çıkartılabilmesi için gerçekleştirilen apaçık olmayan bir süreçtir.” 

Farklı araştırmacılar tarafından birbirine benzer veri madenciliği tanımları yapılmıştır:  

“Veri madenciliği, umulmadık ilişkileri bulmak ve veriyi, veri sahibi tarafından 

hem anlaşılabilir hem de yararlı olması amacıyla özgün yollarla özetlemek için 

(genellikle büyük) gözlemsel veri kümelerinin analizidir.” (Hand ve diğ., 2001) 

“Veri madenciliği, veri içerisindeki kullanışlı örüntülerin bulunması sürecidir.” 

(Roiger ve Geatz, 2003) 

“Veri madenciliği, veri içerisindeki örüntüleri keşfetme sürecidir. Süreç 

otomatik veya (genellikle) yarı otomatiktir. Keşfedilen örüntüler bazı 

avantajlara, yani genellikle ekonomik avantaja yol gösterdiğinden anlamlı 

olmalıdır.”(Witten ve diğ., 2011) 

“Veri madenciliği, büyük miktarlardaki veriden ilginç örüntüleri keşfetme 

sürecidir.” (Han ve diğ., 2012) 

“Veri madenciliği, büyük ölçekli veriler arasından “değeri olan” bir bilgiyi elde 

etme işidir.” (Özkan, 2013) 

Kavramsal olarak bakıldığında; veri madenciliği çalışmaları “değerli” olan bilgiyi ortaya 

çıkarma amacıyla yapıldığından, analizler, değerli madenlerin elde edilmesi için yapılan 

gerçek madencilik çalışmalarına benzetilmekte ve veri madenciliği, ismini buradan 

almaktadır (Zaïane, 1999). Han ve diğ. (2012) kavramla ilgili olarak bir noktaya dikkat 

çekmiştir. Örneğin altın madenciliği kavramı, aranan değerli madenin “altın” olduğunu 

işaret ederken, veri madenciliği kavramının odak noktası “bilgi”yi aramaktır. Yazarlar 

bununla ilgili olarak, aranan şey olan bilgiyi vurgulamak amacıyla,“knowledge mining 
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from data”(veriden bilgi madenciliği) kavramının daha uygun olabileceğini belirtmiştir. 

Ancak bu durumun büyük miktardaki “veri”nin önemini yansıtmayabileceğini de 

aktarmışlardır. Günümüzde kavram veri madenciliği olarak kullanılmaktadır. 

Han ve diğ. (2012)’ne göre veri miktarındaki fazlalık güçlü veri analiz araçlarına olan 

ihtiyacı doğurmaktadır. Bu durumu ise yazarlar “a data rich but information poor 

situtation” olarak ifade etmektedirler. Yani günümüzde elimizde çok büyük boyutlarda 

veri bulunmakta ancak bunlardan elde edilen enformasyon miktarı veri boyutlarının 

yanında küçük kalmaktadır. Bu nedenlerle veri madenciliği, veri ve enformasyon 

arasındaki boşluğu da doldurarak bilgiye giden yolu aydınlatacaktır. Ayrıca Hand ve diğ. 

(2001) veri madenciliğinin tek seferlik bir uygulama olarak görülmemesi gerektiğini 

belirtmiştir. Büyük veri setleri veri madenciliği yöntemleri ile birden fazla kez ve sınırsız 

farklı şekilde analiz edilebilir. 

Veri madenciliği, disiplinler arası bir yapıya sahiptir (Han ve diğ., 2012). Birçok alandaki 

çalışmadan beslenen veri madenciliğinin çok disiplinli yapısı Şekil 2.1’de görülmektedir. 

Veri madenciliği hem bu alanlardaki çalışmalardan etkilenmekte hem de yöntemlerden 

yararlanmaktadır. Dolayısıyla alanlar arasında keskin bir ayrım yaparak alanları 

birbirinden ayırmak mümkün değildir (Hand ve diğ., 2001). 

 

Şekil 2.1: Veri madenciliğinin ilgili olduğu alanlar (Han ve diğ., 2012). 
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Veri madenciliğini geleneksel metotlardan ayıran özelliğinin farklı türdeki veriden oluşan 

çok büyük veri kümelerine ölçeklenebilir (scalability) olmasıdır (Maimon ve Rokach, 

2010). Ölçeklenebilirlik, Maimon ve Rokach (2010) tarafından çok sayıda kayıt, çok 

boyutluluk, çok sayıda sınıf ya da heterojenliğin varlığı olarak tanımlanmaktadır. 

Veri kümeleri arasından bilginin keşfi bilgi piramidinde de görülebilmektedir. Piramit 

veri madenciliği süreçlerinin temel amacı olan veri kümelerinden değerli olan bilginin 

keşfedilmesini temsil etmektedir. Veriden bilgiye ve en sonunda bilgelik aşamasına giden 

yol (DIKW – data, information, knowledge, wisdom) Şekil 2.2’deki piramitte 

görülmektedir. “Bilgi hiyerarşisi” (knowledge hierarchy), “Enformasyon hiyerarşisi” 

(information hierarchy), “Bilgi piramidi” (knowledge pyramid) gibi isimlerle de anılan 

bu piramit, literatürde bu dört kavram arasındaki ilişkiyi gösteren temel bir modeldir 

(Rowley, 2007). Chaffey and Wood (2005), veriden bilgiye doğru çıkıldıkça “anlam” ve 

“değer”in arttığını aktarmıştır (Rowley (2007). 

 

Şekil 2.2: Veri, enformasyon, bilgi, bilgelik (DIKW) piramidi. 

Ackoff (1989), “From Data to Wisdom” başlıklı çalışmasında bu kavramlardan 

bahsetmiş ve aralarındaki bağlantıları ele almıştır. Araştırmacılar tarafından hala bu 

kavramlar tartışılmaktadır. 

 Veri - Objelerin ve olayların özellikleridir (Ackoff, 1989). Hamdır (Ahsan ve 

Shah, 2006). Gözlemlerin sonucudur, enformasyona dönüştürülünceye kadar bir 

değeri yoktur (Bernstein, 2009). 

 Enformasyon - Tanımlamalardır. Kim, ne, ne zaman, nerede, kaç tane gibi 

soruların cevaplarını içerir (Ackoff, 1989). Bağlantılar yoluyla verinin bir anlam 
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kazanmasıdır (Ahsan ve Shah, 2006). Soruların cevaplarını barındırır (Bernstein, 

2009). 

 Bilgi - Talimatları içerir, nasıl yapılır sorusunun cevaplarını içerir (Ackoff, 1989). 

İşe yarar enformasyonların bütünüdür (Ahsan ve Shah, 2006). 

 Bilgelik - Değerlerle ilgilenir; sorgulamayı barındırır (Ackoff, 1989). Eylemlerin, 

uzun vadeli sonuçlarını görme ve bunları kontrol etme fikrine göre değerlendirme 

yeteneği anlamına gelir (Bernstein, 2009). 

Büyük veri setleri veya kümeleri, günümüzde veri kapasitlerinin artık “terabayt”, 

“petabayt” gibi birimlerle ifade edildiği veri depolarını tanımlamaktadır (Maimon ve 

Rokach, 2010). Gelişen bilgi teknolojileri ile birçok farklı alanda her gün terabaytlarca 

veri üretilmekte ve saklanmaktadır. Verinin büyüklüğünün yanında çeşitliliği de dikkat 

çekmektedir. Web verisi, sosyal medyada üretilen veri, biyolojik veri ya da multimedya 

verisi (ses, video, görüntü verisi), zaman serisi verisi gibi birçok farklı kaynaktan çok 

çeşitli veri üretilmektedir (Zhang ve Zhang, 2010; Han ve diğ., 2012). Zhang ve Zhang 

(2010) günümüzde bilgi keşfinin, sadece geleneksel veri tabanlarındaki yapılandırılmış 

veriye odaklanmasının yeterli olamayacağını ve veri tabanlarından veri ambarlarına, 

yapılandırılmış veriden yapılandırılmamış veriye doğru bir değişimin gözlendiğini 

belirtmiştir. Yapılandırılmış, yarı yapılandırılmış veya yapılandırılmamış veri olarak 

adlandırılan farklı kaynaklardan türeyen farklı tipteki verinin içerisinden bilgi keşfini 

gerçekleştirmek veri madenciliği alanının önüne zorluklar çıkarmaktadır (Han ve diğ., 

2012). Ancak günümüzde veri madenciliği ile yapılan çalışmaların fazlalığı ve bu alana 

gösterilen yoğun ilgi farklı şekillerde bu zorlukların aşılmaya çalışıldığını göstermektedir. 

Mevcut verinin türü aynı olmamakla beraber veri setlerinin çok boyutluluğu da veri 

madenciliği araştırmalarındaki zorluklardan birini oluşturmaktadır. Veri kümelerinin çok 

fazla sayıda nitelik yani sütundan oluşması dikkat çekmekte ve veri kümeleri ile analiz 

yapılmasını zorlaştırmaktadır. Fayyad ve diğ. (1996a), 21 yıl önce bu durumun 

analizlerde zorluk yaratabildiğinden bahsetmiştir. Bu durum literatürde “çok 

boyutluluğun laneti” (curse of dimensionality) olarak adlandırılmaktadır (Maimon ve 

Rokach, 2010). Veri setlerinin boyutlarındaki artış analizler esnasında daha fazla bellek 

ihtiyacı ve düşük işlem/hesaplama hızı olarak geri dönmektedir (Gorunescu, 2011). 
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2.2.1. Veri Madenciliği Süreci  

Farklı kaynaklara bakıldığında veri madenciliği ile ilgili süreçlerin birkaç farklı şekilde 

ele alındığı görülmektedir. KDD (Knowledge Discovery in Databases), SEMMA 

(Sample, Explore, Modify, Model, Assess) ve CRISP-DM (Cross-Industry Standard 

Process for Data Mining) isimli üç farklı süreçten söz edilmektedir (Fayyad ve diğ., 

1996a, 1996b; Olson ve Delen, 2008). Akpınar (2014) ise bunlara ek olarak yeni bir süreç 

önerisinde bulunmaktadır. Roiger ve Geatz (2003), farklı araştırmacılar tarafından veri 

tabanlarında bilgi keşfi süreci 4 ila 12 adımda gösterilebildiğini ancak adımların sayısı 

farketse de içeriklerin birbirine paralel şekilde oluşturulduğunu belirtmiştir. Bu tez 

çalışması kapsamında ise alandaki temel çalışmalardan biri olduğu için Fayyad ve diğ. 

(1996b)’ne ait olan süreçler takip edilmiştir. 

Fayyad ve diğ. (1996b) tarafından veri tabanlarında bilgi keşfi süreci Şekil 2.3’teki gibi 

ortaya konmuştur. Buna göre veriden bilgiye giden süreç beş adımdan oluşmaktadır ve 

veri madenciliğinin bu sürecin adımlarından biri olduğu görülmektedir. 

 

Şekil 2.3: Veri madenciliği süreci (Fayyad ve diğ., 1996a; Akpınar, 2014). 

Adımlar aşağıdaki gibi açıklanmaktadır (Fayyad ve diğ., 1996a, 1996b; Akpınar, 2014) :  

1- Seçim (Selection): Verinin seçilmesini temsil eden aşamadır.  

2- Ön işleme (Preprocessing): Verinin analize hazır hale getirilmesi için işlendiği 

aşamadır. 

3- Dönüştürme (Transformation): Analiz için verinin uygun formata dönüştürüldüğü 

aşamadır.  

4- Veri madenciliği (Data mining): Çalışmanın amacına uygun olan veri madenciliği 

yöntemlerinin veriye uygulandığı aşamadır.  
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5- Yorumlama (Interpretation): Veri madenciliği ile elde edilen sonuçların 

yorumlandığı aşamadır.  

Fayyad ve diğ. (1996a) veri tabanlarında bilgi keşfi sürecinin, verinin elde edilmesi ile 

ilgili sürecin tamamını kapsayan bir kavram olduğunu, veri madenciliğinin ise bu süreç 

içerisindeki adımlardan biri olduğunu ve veri içerisindeki örüntüleri keşfedebilmek 

amacıyla çeşitli algoritmaların veriye uygulandığı adım olduğunu belirtmiştir. Ancak 

kimi araştırmacılar tarafından veri madenciliği; veri tabanlarında bilgi keşfi kavramının 

yerine kullanılabilirken, kimi araştırmacılar tarafından veri tabanlarında bilgi keşfinin bir 

adımı olarak kabul edilmektedir (Han ve diğ., 2012). Akpınar (2014)’ın aktarımında veri 

madenciliği ve veri tabanlarında bilgi keşfi kavramları birbirine eş kavramlar olarak 

kullanıldığı görülmektedir. 

Roiger ve Geatz (2003) ise yedi adımda KDD sürecini tanımlamaktadır (Şekil 2.4): 

 

Şekil 2.4: Yedi adımda veri tabanlarında bilgi keşfi süreç modeli (Roiger ve Geatz, 2003). 
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1- Hedef belirlenmesi (Goal identification): Amacın belirlendiği, bilgi keşfi ile neye 

ulaşılmak istendiğinin/neyin başarılmak istendiğinin belirlendiği aşamadır. 

2- Hedef veri setinin oluşturulması (Creating a target data set): Analiz edilecek veri 

setinin uzman desteği veya bilgi keşfi araçları kullanılarak bulunduğu aşamasıdır. 

3- Veri ön işleme (Data preprocessing): Eksik verinin ne yapılacağına karar 

verildiği, verinin temizlendiği aşamadır. 

4- Veri dönüştürme (Data transformation): Verinin ihtiyaca uygun olarak farklı 

formatlara dönüştürüldüğü aşamadır. 

5- Veri madenciliği (Data mining): Bir ya da birden fazla veri madenciliği 

algoritmasının veri setine uygulandığı aşamadır. 

6- Yorumlama ve değerlendirme (Interpretation and evaluation): Veri madenciliği 

algoritması ile elde edilen sonuçların kullanışlı ve ilginç olup olmadığının 

yorumlandığı ve önceki aşamaların tekrarlanmasına gerek olup olmadığına karar 

verildiği aşamadır. 

7- Harekete geçme (Taking action): Keşfedilen bilgi kullanışlı bilgi ise bunun uygun 

problemlerin çözümünde kullanıldığı aşamadır. 

Maimon ve Rokach (2010) ise yine öncekilere paralel olarak süreci şu şekilde 

yapılandırmıştır (Şekil 2.5): 

 

Şekil 2.5: Veri tabanlarında bilgi keşfi süreci (Maimon ve Rokach, 2010). 
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1- Uygulamanın belirlenmesi (Domain understanding and KDD goals): Ne 

yapılacağına karar verildiği, hedeflerin belirlendiği hazırlık aşamasıdır. 

2- Seçim ve veri setinin oluşturulması (Selection and addition): Belirlenen hedefe 

göre bilgi keşfinin yapılacağı veri setindeki mevcut verinin bulunması, 

gerekiyorsa yeni verinin eklenmesi, hangi niteliklerin değerlendirileceği gibi 

işlemlerin yapıldığı aşamadır. 

3- Ön işleme ve temizleme (Preprocessing and cleansing): Verinin temizlendiği 

yani eksik verinin ele alındığı, kirli ve uç noktalardaki verinin çıkarıldığı 

aşamadır. 

4- Dönüştürme (Transformation): Veri madenciliği için verinin hazırlandığı 

aşamadır. Nitelik seçimi, çıkarılması, ayrıklaştırma gibi işlemler bu aşamada 

yapılır. 

5- Veri madenciliği (Data mining): 

5.1 Uygun veri madenciliği yönteminin seçimi (Choosing the appropriate data 

mining task): Sınıflandırma kümeleme gibi veri madenciliği yöntemlerinden 

hangisinin kullanılacağına karar verilen aşamadır. 

5.2 Veri madenciliği algoritmasının seçilmesi (Choosing data mining algorithm): 

Taktiklerin belirlendiği aşama olarak tanımlanmıştır. Hangi koşullar altında 

hangi veri madenciliği algoritmasının en uygun seçim olacağı belirlenmeye 

çalışılmaktadır. 

5.3 Veri madenciliği algoritmasının uygulanması (Employing the data mining 

algorithm): Veri madenciliği algoritmasının veri setine uygulandığı aşamadır. 

Bu aşamada farklı parametreler kullanılarak algoritmalar birden fazla kez 

denenebilmektedir. 

6- Değerlendirme ve Yorumlama (Evaluation and interpratation): Elde edilen 

örüntülerin değerlendirildiği aşamadır. Modelin anlaşılırlığı ve kullanışlılığı 

üzerine odaklanılır. 

7- Keşfedilen bilginin kullanılması (Discovered knowledge): Elde edilen bilginin 

artık bir başka sisteme dâhil edilmek üzere hazır halde bulunduğu aşamadır. 
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Veri madenciliği alanındaki önemli kaynaklardan birinin yazarları olan Han ve diğ. 

(2012) tarafından bilgi keşfinin adımları ise aşağıdaki gibi yedi adımda yorumlamaktadır 

(Han ve diğ., 2012; Özkan, 2013; Kartal, 2015) (Şekil 2.6): 

 

Şekil 2.6: Veri tabanlarında bilgi keşfinin bir adımı olarak veri madenciliği (Han ve diğ., 2012). 

1- Veri temizleme (Data cleaning): Tutarsız ve kirli verinin çıkarıldığı aşamadır. 

2- Veri bütünleştirme (Data integration): Farklı veri kaynaklarının 

bütünleştirilmesi, birbirine bağlandığı aşamadır. 

3- Veri seçimi (Data selection): Veri tabanından analizle alakalı olan verinin 

seçildiği süreçtir. 

4- Veri dönüştürme (Data transformation): Analize uygun hale gelmesi için verinin 

standartlaştırılması ve normalleştirilmesi yani uygun hale getirildiği aşamadır. 

5- Veri madenciliği (Data mining): Örüntüleri keşfetmek için veriye akıllı 

yöntemlerin uygulandığı aşamadır. 
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6- Örüntü değerlendirme (Pattern evaluation): Bulunan örüntüleri çekiciliklerine 

göre tanımlayabilmeyi ifade eden aşamadır. 

7- Bilgi gösterimi (Knowledge presentation): Kullanıcılara elde edilen bilgiyi 

sunmak amacıyla görselleştirme ve bilgi gösterim tekniklerinin uygulandığı 

aşamadır. 

Farklı araştırmacılar tarafından veri madenciliği süreçleri birbirine paralel şekillerde ifade 

edilmiştir. Ele alınan adımlar birbirine benzer şekilde veriden bilgiye doğru keşfi temsil 

etmektedir. 

Roiger ve Geatz (2003) bilgi keşfi sürecinin adımları ile bilimsel yöntemin adımlarını 

birlikte ele alarak KDD sürecinin adım adım veriden bilgiye doğru nasıl geliştiğini ortaya 

koymaktadır (Tablo 2.3). KDD’nin, bilimsel yöntemin, veri madenciliği üzerine 

uygulanması olarak tanımlandığını aktarmaktadır. 

Tablo 2.3: Veri madenciliğine bilimsel yöntemin uygulanması (Roiger ve Geatz, 2003). 

Bilimsel Yöntem  Veri Tabanlarında Bilgi Keşfi Süreci 

Problemin tanımlanması  

Hedefin tanımlanması 

Hipotezin kurulması  

 

Deney yapma 

 Hedef veri setinin oluşturulması 

Veri ön işleme 

Veri dönüştürme 

Veri madenciliği 

Sonuç çıkarma  Yorumlama/Değerlendirme 

Sonuçların doğrulanması  Harekete geçme 

Görüldüğü gibi farklı araştırmacılar tarafından ortaya konan veri madenciliği süreç 

tanımları mevcuttur. Elbette hangi sürecin izleneceği veri madenciliği araştırması 

yapacak olan araştırmacının tercihine/ihtiyacına bağlı olarak değişebilmektedir. 

Adımların sayısı veya isimleri değişmekte olsa da temelde, tanımlanan süreçlerin hepsi 

birbirini destekler biçimde benzer adımlardan oluşmaktadır. 
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2.2.2. Veri Madenciliğinde Ön İşleme Süreci 

Veri madenciliği süreçleri araştırmacılar tarafından nasıl tanımlanırsa tanımlansın her 

süreçte en kritik olan aşamalardan biri ön işlemedir. Ön işleme süreci, eldeki verinin 

analizlere uygun bir şekilde temizlenmesini ve hazırlanmasını ifade eder. Eldeki verinin 

durumuna göre birden fazla işlem veri setine uygulanabilir. 

Veri setleri; farklı sebeplerden dolayı kirli/parazit (noisy), eksik (missing) ve tutarsız 

(inconsistent) olabilmektedir (Han ve diğ., 2012). Veri setlerindeki eksik, tekrar eden, 

aykırı/uç değer olan veri modelin doğruluğunu olumsuz şekilde etkileyebilmektedir 

(Zaïane, 1999). Çoğu zaman eldeki veri setleri doğrudan algoritmaların uygulanmasına 

elverişli olmamakta veya algoritmalar eksik veri ile çalışamamaktadır. Ön işleme 

aşaması, kurulan modellerin hem düzgün çalışmasına hem de doğruluğa etki etmesi 

sebepleriyle önemlidir. Han ve diğ. (2012), düşük kaliteli verinin düşük kaliteli veri 

madenciliği sonuçlarına sebep olacağını belirtmiştir. Bu tespit ön işleme aşamasının 

kritikliğine dikkat çekmektedir. Araştırmacılar tarafından bilinen bir kavram olan “çöp 

içeri, çöp dışarı - garbage in, garbage out” kavramı da basit bir şekilde ön işlemenin 

kritikliğini belirtmek amacıyla kullanılmaktadır. Veri ön işleme aşamasında aşağıdaki 

başlıklar gerçekleştirilmektedir. 

2.2.2.1. Veri Temizleme (Data Cleaning) 

Veri temizleme; eksik verinin tamamlanması, kirli verinin temizlenmesi, uç değerlerin 

tespiti ve tutarsızlıkların giderilmesini içerir (Han ve diğ., 2012). Akpınar (2014), veri 

temizlemenin önemine “verinin temiz olması veri analizine güvenin en temel 

anahtarlarından biridir” sözüyle kitabında belirtmektedir. 

Gorunescu (2011), veri kalitesinin temel özelliklerinin doğruluk (accuracy), güvenilirlik 

(reliability), geçerlilik (validity) / hareket (movement), eksiksizlik (completeness) ve 

uygunluk/ilgililik (relevance) olduğunu belirtmiştir. Buna bağlı olarak da veri setlerinde 

karşılaşılan sorunları kirli veri, aykırı değerler, eksik veri ve tekrarlayan veri olarak 

sıralamıştır. 

 Eksik veri 

Eksik veri birçok farklı sebepten dolayı veri setinde bulunabilir. Bunlar araştırmanın 

tasarımında yapılan hatalardan, cevaplayıcının kişisel özelliklerinden, bilgi birikimi 
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eksikliğinden veya cevapları abartma, özensiz davranma gibi yaklaşımlarından, ölçüm 

araçlarının özelliklerinden, veri toplama ortamındaki bozukluklardan, veri yönetimindeki 

eksikliklerden kaynaklanabilir (Akpınar, 2014). 

Eksik verinin tamamlanması için birden fazla yol tercih edilebilir (Han ve diğ., 2012; 

Özkan, 2013): 

 Eksik verinin bulunduğu kayıt veri setinden çıkartılabilir.  

 Eksik verinin olduğu alanlar manuel olarak doldurulabilir. 

 Kayıp değerlerin yerine genel sabit (global constant) kullanılabilir. Bütün kayıp 

değerler “bilinmeyen” ya da “NA” gibi bir sabitle doldurulabilir. 

 Kayıp değerler, nitelik alanındaki tüm değerlere ait ortanca değer (median) veya 

ortalama değeri (mean) ile doldurulabilir. 

 Kayıp değerler, ilgili nitelik alanındaki kayıtların ait oldukları sınıfların 

ortalamalarına veya ortanca değerlerine göre doldurulabilir. 

 Kayıp değer yerine gelebilecek en muhtemel değer, regresyon, bayes tabanlı 

araçlar veya karar ağacı kullanılarak doldurulabilir. 

 Nitelik değerlerinin kategorik olduğu durumlarda kayıp veri nitelik alanındaki en 

sık tekrar eden (mode) ile tamamlanabilir (Grzymala-Busse ve Grzymala-Busse, 

2010; Kartal, 2015). 

 Tutarsızlıkların saptanması 

Veri girişindeki insan hataları, veri toplamada kullanlan cihazlardan kaynaklı hatalar, 

kasıtlı olarak doğru cevaplanmayan sorular, güncel olmayan adres verisi gibi sebeplerden 

dolayı veri setlerinde tutarsızlıklar meydana gelebilmektedir (Akpınar, 2014). 

Tekrarlayan verinin varlığı da bu başlık altında incelenmektedir. Tekrarlayan kayıtlar veri 

setinden çıkarılmalıdır (Gorunescu, 2011). 

 Uç/aykırı değerlerin saptanması 

Veri setlerinde, genelin yapısına aykırı davranış gösteren veri bulunabilmektedir (Han ve 

diğ., 2012). Bu veri bazen bir girdi hatasından kaynaklanırken (Akpınar, 2014) bazen ise 

dolandırıcılık tespiti gibi durumlarda anormal bir durumu işaret edebilmektedir (Han ve 

diğ., 2012). Aykırı değerlerin tespiti, sonuçları etkileyebileceğinden önem teşkil 

etmektedir (Gorunescu, 2011). 
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2.2.2.2. Veri Entegrasyonu (Data Integration) 

Veri entegrasyonu ya da veri bütünleştirme farklı kaynaklardan elde edilen verinin bir 

araya getirilmesini ifade eder (Özkan, 2013). 

2.2.2.3. Veri Dönüştürme (Data Transformation) 

Literatürdeki bazı kaynaklarda, veri dönüştürme aşaması da ön işleme sürecinin alt başlığı 

olarak verilmiştir (Larose, 2005; Maimon ve Rokach, 2010; Han ve diğ., 2012; Özkan, 

2013; Akpınar, 2014). Bu tez çalışması kapsamında izlenen Fayyad ve diğ., (1996a)’ne 

ait veri madenciliği sürecinde ön işleme süreci ve veri dönüştürme süreci ayrı birer aşama 

olarak ele alınmış; ancak dönüştürme başlığı ön işleme başlığı altında verilmiştir. Veri 

setlerinde dönüştürme adına ayrıklaştırma ve normalizasyon işlemleri yapılmaktadır.  

Veri setindeki nümerik verinin kategorik veriye dönüştürülmesi işlemine ayrıklaştırma 

adı verilmektedir (Olson ve Delen, 2008). Bu dönüştürme sonucunda 1-5, 6-10, 11-15 

gibi aralık etiketleri (interval label) veya düşük, normal, yüksek gibi kavramsal etiketler 

(conceptual label) oluşturulmaktadır (Han ve diğ., 2012). Veri setlerine analizin amacına 

uygun olarak farklı ayrıklaştırma yöntemleri uygulanabilmektedir (Koçoğlu, 2012). 

Veri setindeki değişkenlerin aldığı değer aralıklarının birbirinden farklı olduğu 

durumlarda normalizasyon yöntemlerinden yararlanılır. Örneğin bir değişkendeki 

değerler 100-50000 arasında başka bir değişkeninki ise 0,25-0,90 arasında değişiyor 

olabilir. Bu tip durumlarda daha geniş aralıklı olan değişken sonuçları etkilemektedir ve 

bu sebeple veri madenciliğinde her bir değişkenin sonuçlar üzerindeki etkisini 

standartlaştırmak için nümerik veri normalizasyon yöntemleri ile normalize edilir 

(Larose, 2005). 

Normalizasyon için aşağıdaki yöntemlerden yararlanılabilir (Larose, 2005): 

 Min-Max Normalizasyonu 

Bu yöntemde veri setindeki nümerik değerler 0-1 aralığına çekilir. 𝑋 gözlem değerleri 

olmak üzere, ilgili nitelik alanındaki en küçük ve en büyük değerler hesaplamada 

kullanılır. Bunun için (2.1) formülünden yararlanılır. 
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𝑋∗ =
𝑋 − min (𝑋)

max (𝑋) − min (𝑋)
  (2.1) 

 Z-Score Normalizasyonu 

𝑋 gözlem değerleri olmak üzere, ilgili nitelik alanındaki ortalama ve standart sapma 

değerleri hesaplamada kullanılır. Bunun için (2.2) formülünden yararlanılır. 

𝑋∗ =
𝑋 − ortalama (𝑋)

𝑆𝑡𝑎𝑛𝑑𝑎𝑟𝑡 𝑆𝑎𝑝𝑚𝑎 (𝑋)
 (2.2) 

2.2.2.4. Veri İndirgeme (Data Reduction)  

Veri madenciliği analizlerinde kullanılan veri setleri genellikle hem kayıt sayısı hem de 

nitelik sayısı açısından büyük veri setleri olmaktadır. Bu durum yani veri setlerinin çok 

boyutluluğu hem enine (nitelik sayısı) hem de boyuna (kayıt/satır sayısı) olmak üzere çok 

boyutlu büyüklüğünü ifade etmektedir (Akpınar, 2014). Her geçen gün boyut sayısı 

artmakta ve bu durum veri madenciliği analizlerinde birtakım zorluklara sebep 

olabilmektedir. Büyük veri setleri ile çalışmak veri madenciliği analizlerinin hesaplama 

maliyetinin yüksek olmasına sebep olmaktadır (Chizi ve Maimon, 2010). 

 Nitelik sayısının azaltılması 

Nitelik sayısının azaltılması, boyut sayısının azaltılması (dimensionality reduction) 

olarak tanımlanmaktadır; tekrarlayan veya ilgisiz olan nitelik alanlarının veri setinden 

çıkarılmasını ifade eder (Han ve diğ., 2012; Akpınar, 2014). Ayrıca nitelik alanları 

azaltılırken, nitelik seçimi (feature selection, attribute selection, variable selection) de 

yapılabilir ki bu durum modelin kurulması için en etkili rolü oynayacak niteliklerin 

seçimini ifade eder (Akpınar, 2014). 

Bazı durumlarda ise tam tersine veri setindeki nitelik alanlarından yararlanılarak/ nitelik 

alanları birleştirilerek, yeni nitelik alanları oluşturulabilmektedir; bu durum attribute 

construction ya da feature construction olarak literatürde belirtilmektedir (Han ve diğ., 

2012). 
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 Örnek/Gözlem sayısının azaltılması 

 Örnek/gözlem sayısının azaltılması, veri setini temsil edecek şekilde örnek sayısının 

azaltılması (numerosity reduction) olarak tanımlanmaktadır. Örnek sayısının azaltılması 

için veri setinden farklı yöntemlere göre bir örneklem seçilerek, kümeleme yapılarak veya 

başka yöntemlerle (parametik veya parametrik olmayan) veri setini temsil eden daha az 

sayıda örnek ile çalışılabilir (Han ve diğ., 2012).  

Parametrik olmayan yöntemlerden örnekleme, büyük bir veri setinin daha küçük bir veri 

seti ile temsil edecek için daha küçük bir veri seti oluşturulması olarak tanımlamaktadır 

(Han ve diğ., 2012). Örnekleme yapmak için tekrarlı örnekleme (sampling with 

replacement), tekrarsız örnekleme (sampling without replacement), tabakalı örnekleme 

(stratified sampling), küme örneklemesi (cluster sampling) yöntemlerinden 

yararlanılabilmektedir (Witten ve diğ., 2011; Han ve diğ., 2012). 

2.2.3. Veri Madenciliği Araçları 

Veri madenciliği analizleri farklı araçları kullanılarak yapılabilmektedir (Olson ve Delen, 

2008; Mikut ve Reischl, 2011). Araçların bazıları ticari yazılımlarken bazıları ücretsiz ve 

açık kaynak kodlu yazılımlardır. Tablo 2.4’te bu yazılımlardan bazıları verilmiştir. Bu tez 

kapsamında ücretsiz edinilebilen ve açık kaynak kodlu olan RStudio (RStudio, 2017) 

tercih edilmiştir. Özkan ve Özkan (2017), istatistik ve veri madenciliği ile ilgili çalışan 

araştırmacıların yararlanabileceği birçok paket kütüphanesinin sunulması sebebiyle R 

dilinin avantaj sağladığını ve araştırmacıların ilgisini çektiğini belirtmiştir. 

Tablo 2.4: Veri madenciliği araçları/yazılımları (Olson ve Delen, 2008; Mikut ve Reischl, 

2011). 

Ücretsiz ve Açık Kaynak Kodlu Olan 

Yazılımlara Örnekler Ticari Yazılımlara Örnekler 

 

KNIME 

Orange 

RStudio 

Rapid Miner 

Tanagra 

WEKA 

SPSS Clementine 

SAS Enterprise Miner 

IBM Intelligent Miner 

Oracle Data Mining 

Megaputer PolyAnalyst  

SAP Netweaver Business Warehouse 

SQL Server Analysis Services 

Statistica 
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Hangi yazılımın kullanılacağı elbette araştırmacının tercihine ve yazılımların niteliklerine 

göre değişmektedir. Farklı araştırmacılar tarafından farklı yazılımlarla ilgili karşılaştırma 

çalışmaları yapılmıştır (Tablo 2.5). 

Tablo 2.5: Veri madenciliği yazılımlarının karşılaştırıldığı yayınlar. 

Çalışmanın Başlığı Kaynak 

A Comparison Study Between Data Mining Tools Over Some 

Classification Methods 

(Wahbeh ve diğ., 2011) 

Comparison of Data Mining Techniques and Tools for Data 

Classification 

(Borges ve diğ., 2013) 

Comparison of Various Tools for Data Mining (Rana ve Kaur, 2014) 

Comparative Study of Data Mining Tools (Rangra ve Bansal, 2014) 

An Analytical Review of Data Mining Tools (Peace, 2015) 

A Comparison of Open Source Tools for Data Science (Wimmer ve Powell, 2016) 

2.2.4. Veri Madenciliği Uygulama Alanları 

Veri madenciliğinin uygulama alanlarına bakıldığında birçok farklı araştırma alanı ve 

sektörde kullanılabildiği görülmektedir. Gorunescu (2011) gerçek hayattaki problemlerin 

çözümünde veri madenciliğinin önemli bir yeri olduğuna dikkat çekmiştir. Ona göre 

ekonomi, sağlık, astronomi, meteoroloji, biyoloji, dil bilimi gibi büyük miktarlarda 

verinin olduğu alanlarda veri madenciliği analizlerine ihtiyaç duyulmaktadır.  Özellikle 

veri miktarının fazla olduğu sağlık alanında veri madenciliği analizlerinin 

uygulanabileceğini gösteren yeni çalışmalar (Selçukcan Erol, 2016; Özkan ve Selçukcan 

Erol, 2017) yapılmaktadır. 

Türkiye’de YÖK veri tabanındaki tez bazında veri madenciliği çalışmalarına bakıldığında 

farklı alanlardaki araştırmacılar tarafından veri madenciliği yöntemlerinin kullanıldığı 

görülmektedir. Tarama bu tez çalışmasının konusu olan sınıflandırma yöntemleri 

üzerinden yapılmıştır. Özellikle istatistikte kullanılan bazı yöntemlerin veri 

madenciliğinde de kullanılabildiği görülmektedir. Dolayısıyla alanların iç içe geçtiği 

gözlemlenmektedir. Çalışmalara bakıldığında mühendislik, işletme, sağlık bilimleri, 

sosyal bilimler gibi farklı alanlarda veri madenciliği ile ilgili çalışmalar yapıldığı 

görülmektedir (Tablo 2.6). 
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Tablo 2.6: YÖK veri tabanındaki çalışmalar. 

Tez Adı 

Tez 

Türü 

Çalışmanın 

Yapıldığı Kurum 

Sınıflandırma 

Yöntemi Kaynak 

k-En Yakın Komşuluk, 

Yapay Sinir Ağları ve Karar 

Ağaçları Yöntemlerinin 

Sınıflandırma Başarılarının 

Karşılaştırılması 

Doktora Bülent Ecevit 

Üniversitesi, 

Biyoistatistik 

Anabilim Dalı 

KNN, yapay sinir 

ağları, karar ağaçları 

(Köktürk, 

2012) 

Trafik Kazalarının 

Sınıflandırılmasında Karar 

Ağacı Kullanımı: Bodrum 

İlçesi Örneği 

Yüksek 

Lisans 

Gazi Üniversitesi, 

Endüstri 

Mühendisliği 

Anabilim Dalı 

CART, CHAID, 

QUEST 

(Parıldar, 

2014) 

Tanker Şamandıra Bağlama 

Sistemlerinin Yapay Sinir 

Ağları Tekniğiyle 

Optimizasyonu 

Yüksek 

Lisans 

İstanbul Teknik 

Üniversitesi, Gemi 

ve Deniz Teknoloji 

Mühendisliği 

Anabilim Dalı 

yapay sinir ağları (Yetkin, 

2014) 

Özellik Çıkarma Ve DVM 

Tabanlı Adaboost 

Algoritması ile Biyomedikal 

Veri Sınıflandırma 

Yüksek 

Lisans 

Selçuk Üniversitesi, 

Elektrik-Elektronik 

Mühendisliği 

adaboost (Mücahit, 

2014) 

Random Forests 

Yönteminde Kayıp Veri 

Probleminin İncelenmesi ve 

Sağlık Alanında Bir 

Uygulama 

Yüksek 

Lisans 

Eskişehir 

Osmangazi 

Üniversitesi, 

Biyoistatistik 

Anabilim Dalı 

rastgele orman, KNN (Yılmaz, 

2014) 

Enformasyon Sistemlerinde 

Saklı Markov Modeli ve 

Bayes Tabanlı 

Sınıflandırıcılar ile Bilgi 

Modellerinin Geliştirilmesi 

Doktora Fırat Üniversitesi, 

İstatistik Anabilim 

Dalı 

saklı Markov modeli, 

Bayes tabanlı 

sınıflandırıcılar 

(Doğaner, 

2015) 

Veri Madenciliği Yöntemleri 

ile Ankilozan Spondilit 

Hastalığında Radyografik 

Progresyona Etkili 

Faktörlerin Analizi 

Yüksek 

Lisans 

İstanbul 

Üniversitesi, 

Enformatik 

Anabilim Dalı 

C4.5, Gini, 

CART,rastgele orman 

(Atasoy, 

2015) 

Kimlik Doğrulaması için 

Tuş Vuruş Dinamiklerine 

Dayalı Bir Güvenlik 

Sisteminin Yapay Sinir 

Ağları ile Geliştirilmesi 

Doktora İstanbul 

Üniversitesi, 

Enformatik 

Anabilim Dalı 

yapay sinir ağları (Özen, 

2016) 

Destek Vektör Makineleri 

Yardımıyla Tüketici 

Kredilerinin 

Sınıflandırılması 

Yüksek 

Lisans 

İstanbul Teknik 

Üniversitesi, 

İşletme 

Mühendisliği 

Anabilim Dalı 

destek vektör 

makineleri 

(Kaya, 

2016) 

Lojistik Regresyon Modeli 

İle Elde Edilen Tahminlerin 

Roc Eğrisi Yardımıyla 

Değerlendirilmesi: 

Türkiye'de Hanehalkı 

Yoksulluğu Üzerine Bir 

Araştırma 

Yüksek 

Lisans 

Süleyman Demirel 

Üniversitesi, 

Ekonometri 

Anabilim Dalı 

lojistik regresyon (Karcı, 

2017) 
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2.2.5. Veri Madenciliği Yöntemleri 

Özkan (2013) ve Akpınar (2014) veri madenciliği yöntemlerini genel olarak üç ana başlık 

altında toplamaktadır: 

1- Sınıflandırma (classification),  

2- Kümeleme (clustering), 

3- Birliktelik kuralları (association rules) ve ardışık zamanlı örüntüler (sequential 

patterns). 

Maimon ve Rokach (2010), Gorunescu (2011) ve Han ve diğ. (2012) bunun dışında daha 

genel bir kapsamda tanımlayıcı (descriptive) ve tahminleyici/kestirimci (predictive) 

yöntemler olmak üzere iki ana kategori altında yöntemlerin toplanabileceğini aktarmıştır 

(Şekil 2.7). Tanımlayıcı yöntemler, bir veri setindeki özelliklerin ortaya konmasını ve 

anlaşılmasını sağlayan yöntemlerdir. Tahminleyici/ yöntemler ise eldeki veri ile tahmin 

yapılması için kullanılan yöntemlerdir. 

 

Şekil 2.7: Tanımlayıcı ve tahminleyici veri madenciliği yöntemleri (Maimon ve Rokach, 2010; 

Gorunescu, 2011; Han ve diğ., 2012). 

 

VERİ 
MADENCİLİĞİ

Tanımlayıcı

Kümeleme

Birliktelik 
Kuralları

Ardışık Zamanlı 
Örüntüler 

Tahminleyici

Regresyon

Anormallik/Uç 
Değer Tespiti

Sınıflandırma

Yapay Sinir Ağları

Bayes Ağları

Karar Ağaçları

Destek Vektör 
Makineleri



32 

 

 

 

Larose (2005) altı farklı veri madenciliği yöntemi başlığını aktarmıştır: 

 Tanımlayıcı (descriptive) - Veri içerisindeki örüntülerin veya trendlerin ortaya 

çıkarılmasıdır. 

 Tahmin (estimation) - Sınıflandırma yöntemlerine benzer ancak sınıf değerleri 

kategorik değil nümerik değerlerden oluşur. Modelin değişkenler ve hedef sınıf 

ile öğrenmesi ve yeni bir değerin sınıfının bulunmasına dayanır. İstatistiksel 

yöntemlerden lineer regresyon, korelasyon, çoklu regresyon analizleri ve veri 

madenciliği yöntemlerinden yapay sinir ağları bu yöntemler arasına girer. 

 Öngörü (prediction) - Sınıflandırma yöntemlerine benzer ancak gelecekteki bir 

şeyin değeri bulunmaya çalışılır. İstatistiksel yöntemlerden lineer regresyon, 

korelasyon, çoklu regresyon analizleri ve veri madenciliği yöntemlerinden yapay 

sinir ağları, karar ağaçları ve k-en yakın komşu bu yöntemler arasında girer. 

Sınıflandırma ve tahmin yöntemlerinden ayırması zordur (Roiger ve Geatz, 2003). 

 Sınıflandırma (classification) - Modelin değişkenler ve hedef sınıf ile öğrenmesi 

ve yeni bir değerin sınıfının bulunmasına dayanır. Sınıf değerleri kategoriktir. 

 Kümeleme (clustering) - Birbiriyle benzer özellikteki gözlemlerin/örneklerin 

gruplandırılmasıdır. Sınıflandırma yöntemlerinden hedef niteliğin yani sınıf 

değerlerinin olmaması ile ayrılır. 

 Birliktelik (association) - İki veya ikiden fazla nitelik arasındaki ilişkiyi 

belirlemeye çalışan yöntemlerdir. En bilineni pazar sepet analizidir. 

Veri madenciliği yöntemlerinden bahsederken, denetimli/danışmanlı öğrenme 

(supervised learning) ve denetimsiz/danışmansız öğrenme (unsupervised learning) 

kavramlarından da bahsetmek gerekmektedir. Makine öğrenmesinde (machine learning) 

kullanılan bu iki kavram veri madenciliği yöntemlerindeki yaklaşımları ifade etmek için 

de kullanılmaktadır. Danışmanlı öğrenme, sınıf değerleri/etiketleri belli olan veri setinin 

eğitilerek tahmin etmede kullanılmasıdır (Gorunescu, 2011; Flach, 2012; Harrington, 

2012). Yani danışmanlı öğrenmede her bir kaydın hangi sınıf değerine ait olduğu önceden 

bellidir. Kurulan model buna göre öğrenerek yeni bir kayıt veri setine eklendiğinde veya 

veri setinin bir kısmı test etme için kullanıldığında, örneklerin hangi sınıflara ait olduğunu 

bulmaya çalışır. Sınıflandırma yöntemleri, danışmanlı öğrenme yaklaşımını temel alır. 

Danışmansız öğrenmede ise, danışmanlının tam tersine, çıktılar/etiketler/sınıf değerleri 
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belli değildir ve veri setindeki değerlere göre birbirine benzer kayıtlar aynı kümede 

birleştirilmeye çalışılır (Gorunescu, 2011; Flach, 2012; Harrington, 2012). Kümeleme 

yöntemleri ve birliktelik analizi danışmansız öğrenme yaklaşımını temel alır. Özetle 

danışmanlı öğrenmede sınıf değerleri önceden belli iken, danışmansız öğrenmede sınıf 

değerleri belli değildir. 

Tez çalışması kapsamında sınıflandırma yöntemleri kullanıldığı için sınıflandırma 

yöntemleri detaylı olarak ele alınmıştır. Sınıflandırma, çeşitli sınıflandırma yöntemlerinin 

kullanılarak verinin hangi sınıfa ait olduğunun bulunmasını sağlar (Akpınar, 2014). Bu 

sınıflar önceden belirlenmiş sınıflardır. Bu sebeple sınıflandırma yöntemleri, danışmanlı 

öğrenme başlığı altında değerlendirilir. Hangi algoritma/yöntem kullanılırsa kullanılsın 

bu yöntemlerin temel mantığı aynıdır. Verinin bir kısmı modelin/algoritmanın 

eğitiminde, geri kalan kısmı ise test edilmesinde kullanılır. Girdi değerlerinin, hangi çıktı 

değerine karşılık geldiği başka bir deyişle hangi sınıfa ait olduğu bellidir (Kartal, 2015). 

Model eğitilerek sınıflandırma kuralları ortaya çıkarılır ve verinin hangi sınıfa ait olacağı 

bu kurallar çerçevesinde tahmin edilir (Özkan, 2013). Dolayısıyla yeni bir kayıt bir veri 

setine eklendiğinde veya hangi sınıfa ait olduğu bilinmeyen bir kayıt varsa modelin 

oluşturduğu kurallara göre sınıfın tahmin edilmesi sağlanır. Sınıflandırma yöntemlerinin 

çalışma şekli Şekil 2.8’de görülmektedir. Sınıflandırma yöntemleri “resim, örüntü 

tanıma, hastalık tanıları, dolandırıcılık tespiti, kalite kontrol çalışmaları ve pazarlama” 

gibi farklı alanlarda farklı amaçlarla kullanılmaktadır (Silahtaroğlu, 2008). Sınıflandırma 

yöntemlerindeki temel kavramlar şu şekilde özetlenebilir (Gorunescu, 2011): 

 Sınıf (class) - Sınıflandırmada kullanılan kategorik tipteki bağımlı değişkenler, 

sınıflandırmadan sonra kayıtların aldığı etiket/sınıf, sınıflandırmadaki çıktı, hedef 

sınıf, hedef nitelik 

 Nitelik (predictor/attributes) - Her bir sütundaki veri seti elemanı, sınıflandırmada 

kullanılan bağımsız değişkenler 

 Örnek/kayıt (records/tuples/vectors/instances/objects/samples) - Her bir satırdaki 

veri seti elemanı 

 Model/sınıflandırıcı (model/classifier) - Matematiksel olarak bakıldığında değeri 

ilgili sınıf, değişkenleri de nitelikler olan fonksiyon 
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 Eğitim veri seti (training dataset) - Nitelikleri ve sınıfı barındıran, modelin 

eğitilmesinde kullanılan veri seti, sınıflandırmadaki girdi 

 Test veri seti (testing dataset) - Modelin/sınıflandırıcının performansının test 

edilmesinde kullanılan veri seti 

 

Şekil 2.8: Sınıflandırma yöntemlerinin iş akışı (Olson ve Delen, 2008). 

Sınıflandırma yöntemleri birçok farklı alana uyarlanıp kullanılabilir (Bramer, 2007): 

 Bir hastalıkla ilgili olarak yüksek, orta, düşük riskli hastaların belirlenmesinde 

 Öğrencilerin başarılı veya başarısız olma durumlarını tespit edilmesinde 

 Havanın bir sonraki gün yağmurlu olup olmayacağının tahmin edilmesinde 

 Kişilerin oy verecekleri farklı partilerin tahmin edilmesinde 

 Kişilerin suç işlemeye meyilli olup olmadığının tahmin edilmesinde 

 Belli bir süre içerisinde evlerin değerinin artıp artmayacağının belirlenmesinde 

 Belirli bir ürünü alabilecek ya da almayacak müşterilerin belirlenmesinde 

Sıklıkla karşılaşılan sınıflandırma yöntemlerinden bazıları şunlardır (Gorunescu, 2011): 

 k-en yakın komşu (k-nearest neighbour) 

 Karar ağaçları (decision trees) 

 Yapay sinir ağları (artificial neural networks) 

 Sade Bayes sınıflandırıcı (naive Bayes classifier) 

 Lojistik regresyon (logistic regression) 

 Genetik algoritmalar (genetic algorithms) 

 Destek vektör makineleri (support vector machines) 
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Bu tez çalışması kapsamında sade Bayes sınıflandırıcı, karar ağaçları (CART C4.5, C5.0, 

C5.0 boosted) ve rastgele orman algoritmaları kullanılmıştır. Algoritmalara ait detaylı 

bilgi sırasıyla 2.2.5.1, 2.2.5.2, 2.2.5.3 bölümlerinde yer almaktadır. 

2.2.5.1. Sade Bayes Sınıflandırıcı (Naive Bayes Classifier) 

Bu sınıflandırma yöntemi istatistikteki Bayes teoremini temel alır (Bayes ve Price, 1763). 

Hangi sınıfa ait olduğu bilinmeyen bir 𝑋 verisinin, herhangi bir sınıfa ait olma olasılığının 

hesaplanarak sınıf değerinin bulunmasıdır. Bu yöntemde sonrasal olasılık (posterior 

probability) yaklaşımı izlenir. Farklı nitelik değerleri (sütun) olan 𝑋 verisinin 𝐶 sınıfına 

ait olma olasılığının (𝑃(𝑋|𝐻) hesaplanması söz konusudur. 

Bayes bağıntısına bakılacak olursa (2.3): 

𝑃(𝐻|𝑋) =
𝑃(𝑋|𝐻)𝑃(𝐻)

𝑃(𝑋)
 (2.3) 

𝑃(𝐻|𝑋): 𝐻’nin 𝑋 üzerinde koşullandırılması ile oluşan sonrasal olasılıktır. 𝑋’in 𝐶 sınıfına 

ait olduğu iddia edilmesi 𝐻 hipotezi olarak tanımlanır. Sınıfı bilinmeyen bir 𝑋 verisinin 

hangi sınıfa ait olduğu bu bağıntıya göre hesaplanır. 

𝑃(𝑋|𝐻): 𝑋’in 𝐻 üzerinde koşullandırılması ile oluşan sonrasal olasılıktır. 𝑋’in bilinen 

niteliklerine göre sınıflardan birine ait olma olasılığının hesaplanmasıdır. Her bir nitelik 

değeri için ayrı ayrı koşullu olasılıkların hesaplanması gerekmektedir. 

Örneğin iki sınıf değeri (𝐶1: pozitif, 𝐶2: negatif) ve 𝑋’e ait üç nitelik (𝑋1, 𝑋2, 𝑋3) olduğu 

varsayılırsa her bir niteliğe göre 𝑋’in “pozitif” ve “negatif” sınıflarına ait olma 

olasılıklarının hesaplanması gerekmektedir. Bu durumda aşağıdaki olasılıkların hepsi 

hesaplanır ((2.4), (2.5)). 

𝑃(𝑋1|𝑠𝚤𝑛𝚤𝑓 = 𝑝𝑜𝑧𝑖𝑡𝑖𝑓), 𝑃(𝑋2|𝑠𝚤𝑛𝚤𝑓 = 𝑝𝑜𝑧𝑖𝑡𝑖𝑓), 𝑃(𝑋3|𝑠𝚤𝑛𝚤𝑓 = 𝑝𝑜𝑧𝑖𝑡𝑖𝑓) (2.4) 

𝑃(𝑋1|𝑠𝚤𝑛𝚤𝑓 = 𝑛𝑒𝑔𝑎𝑡𝑖𝑓), 𝑃(𝑋2|𝑠𝚤𝑛𝚤𝑓 = 𝑛𝑒𝑔𝑎𝑡𝑖𝑓), 𝑃(𝑋3|𝑠𝚤𝑛𝚤𝑓 = 𝑛𝑒𝑔𝑎𝑡𝑖𝑓) (2.5) 

𝑃(𝑋|𝑠𝚤𝑛𝚤𝑓 = 𝑝𝑜𝑧𝑖𝑡𝑖𝑓) ve 𝑃(𝑋|𝑠𝚤𝑛𝚤𝑓 = 𝑛𝑒𝑔𝑎𝑡𝑖𝑓) yani 𝑋 değerinin “pozitif” ve 

“negatif” sınıflarına ait olma olasılıkları, her bir nitelik için yukarıdaki gibi hesaplanan 

değerlerin çarpımına eşittir. 
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𝑃(𝐻): 𝐻’ye ait önsel olasılıktır. 𝑋’in herhangi bir sınıfa ait olma olasılığıdır ((2.6), (2.7)). 

Bu durumda en baştan olasılığın ne olduğu bilinmektedir. 

𝑃(𝑠𝚤𝑛𝚤𝑓 = 𝑝𝑜𝑧𝑖𝑡𝑖𝑓) (2.6) 

𝑃(𝑠𝚤𝑛𝚤𝑓 = 𝑛𝑒𝑔𝑎𝑡𝑖𝑓) (2.7) 

𝑃(𝑋): 𝑋’e ait önsel olasılıktır. Tüm sınıflar için sabittir. 

Olasılıklar hesaplamak için (2.8) formülünden yararlanılır. 

𝑃(𝐶𝑖|𝑋) =
𝑃(𝑋|𝐶𝑖)𝑃(𝐶𝑖)

𝑃(𝑋)
  (2.8) 

(2.8) formülü yerine hesaplamada basitleştirme yapmak adına 𝑋’e ait nitelik değerlerinin 

birbirinden bağımsız olduğu (class-conditional independent) kabul edilerek (2.9) formülü 

kullanılmaktadır. 

𝑃(𝑋|𝐶𝑖) = ∏ 𝑃(𝑥𝑘|𝐶𝑖) = 𝑃(𝑥1

𝑛

𝑘=1

|𝐶𝑖)𝑃(𝑥2|𝐶𝑖) … 𝑃(𝑥𝑛|𝐶𝑖) (2.9) 

𝑋’e ait sınıf değerini hesaplamak için yapılan işlemlerde amaç 𝑃(𝑋|𝐶𝑖) değerinin 

maksimize edilmesidir. Bu durum en büyük sonrasal sınıflandırma yöntemi (maximum 

posteriori hypothesis) adı verilir. Yani 𝑋, 𝑃(𝑋|𝐶𝑖)𝑃(𝐶𝑖) ifadesinin maksimum olduğu 

sınıfa aittir. Bu (2.10) ile gösterilen formül ile elde edilir. 

𝑎𝑟𝑔𝑚𝑎𝑥{𝑃(𝑋|𝐶𝑖)𝑃(𝐶𝑖)} (2.10) 

Başka bir ifade ile eğer 𝑋’in 𝐶𝑖 sınıfına ait olma olasılığı 𝐶𝑗 sınıfına ait olma olasılığında 

büyükse 𝑋, 𝐶𝑖 sınıfına aittir ((2.11)). 

𝑃(𝑋|𝐶𝑖)𝑃(𝐶𝑖) > 𝑃(𝑋|𝐶𝑗)𝑃(𝐶𝑗)                     1 ≤ 𝑗 ≤ 𝑚, 𝑗 ≠ 𝑖 (2.11) 

Yukarıda bahsedilen hesaplamalar nitelik değerlerinin kategorik olduğu durumlar için 

geçerlidir. Nümerik veri ile çalışırken olasılıkların hesaplanması için aşağıdaki bağıntıdan 

yararlanılmaktadır. Nümerik değerlerin Gauss dağılımı (Gaussian distribution) 

gösterdiği varsayılır, µ nümerik değerin gösterdiği sınıfa ait ortalama değer, 𝜎 ise nümerik 
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değerin gösterdiği sınıfa ait standart sapma olarak ifade edilerek (2.12) formülü ile işlem 

yapılır. 

𝑃(𝑋𝑘|𝐶𝑖) = 𝑓(𝑥𝑖, 𝜇𝐶𝑖
, 𝜎𝐶𝑖

) =
1

𝜎√2𝜋
𝑒

−
(𝑥−𝜇)2

2𝜎2  (2.12) 

2.2.5.2. Karar Ağaçları (Decision Trees) 

Karar ağaçları, ağaca benzer hiyerarşik bir yapı oluşturarak sınıflandırma yapılmasını 

sağlayan yöntemlerdir. Karar ağaçları altında farklı algoritmalar bulunmaktadır ancak 

algoritmaların temeldeki mantığı benzerdir. Karar ağaçları, böl ve fethet (divide and 

conquer) mantığı ile çalışırlar (Quinlan, 1996). Kolay anlaşılabilmesi ve gerçek hayattaki 

problemlere uyarlanabilmesi, hem nümerik hem de kategorik veri ile çalışma imkânı 

sağlamaları açısından karar ağaçları avantaj sağlamaktadır (Roiger ve Geatz, 2003). Karar 

ağacı üzerindeki temel elemanlar karar düğümleri (decision nodes), dallar (branches), 

yaprak düğümleri (leaf nodes), kök düğüm (root node) yani en tepedeki düğümdür 

(Larose, 2005; Balaban ve Kartal, 2015) (Şekil 2.9). 

 

Şekil 2.9: Örnek karar ağacı ve elemanlarının görünümü. 

Ağaç üzerindeki hiyerarşik bölünme, bölme kriterine (split criterion) göre yapılır 

(Aggarwal, 2015). Bölme kriteri; “splitting criterion”, “splitting attribute”, “split 

point”, “splitting subset” olarak da kullanılmaktadır (Han ve diğ., 2012). Bölme kriteri 

birtakım ölçülere göre belirlenir. Bunlar nitelik seçim ölçüleri (attribute selection 

measures) ya da bölünme kuralları (splitting rules) olarak tanımlanmaktadır ve bunlardan 

bazıları bilgi kazancı (information gain), kazanç oranı (gain ratio) ve Gini katsayısıdır 

(Gini index) (Maimon ve Rokach, 2010; Han ve diğ., 2012). 
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ID3, C4.5 ve C5.0 algoritmaları, entropi temelli bölünme yapılan algoritmalardır 

(Gorunescu, 2011). Bölme kriterlerinden, karar ağaçlarında kullanılanlar aşağıda 

açıklanmıştır: 

 Bilgi kazancı (information gain) 

ID3 algoritması tarafından kullanılır. Bilgi kazancı, Shannon (1948) tarafından ortaya 

konan entropi (“Shannon entropy”) kullanılarak hesaplanır. (2.13) formülü entropiyi 

verir. 

𝐸𝑛𝑡𝑟𝑜𝑝𝑖(𝐷) = − ∑ 𝑝𝑖 log2 𝑝𝑖

𝑚

𝑖=1

 (2.13) 

Bulunan 𝐸𝑛𝑡𝑟𝑜𝑝𝑖(𝐷), belirsizliğin ölçütüdür. Entropi, bölünme için optimal değerin 

bulunmasında kullanılmaktadır (Gorunescu, 2011). Bunun için (2.14) formülünden 

yararlanılır. 

𝐸𝑛𝑡𝑟𝑜𝑝𝑖𝐴(𝐷) = ∑
|𝐷𝑗|

|𝐷|
𝐸𝑛𝑡𝑟𝑜𝑝𝑖(𝐷𝑗)

𝑣

𝑗=1

 (2.14) 

İki formülden yola çıkarak, (2.15) formülü ile bilgi kazancı elde edilir. 

𝐵𝑖𝑙𝑔𝑖 𝐾𝑎𝑧𝑎𝑛𝑐𝚤(𝐴) = 𝐸𝑛𝑡𝑟𝑜𝑝𝑖(𝐷) − 𝐸𝑛𝑡𝑟𝑜𝑝𝑖𝐴(𝐷) (2.15) 

Bilgi kazancı 𝐴’dan yapılacak bir dallanmada ne kadar bilgi elde edileceğini 

göstermektedir. En yüksek bilgi kazancı elde edilmesini sağlayan nitelik dallanma için 

seçilir. 

Sınıflandırma ve Regresyon Ağaçları  

CART (classification and regression trees) (Breiman ve diğ., 1984), sürekli olarak ikili 

şekilde bölünerek oluşan bir ağaç yapısı oluşturur ve önemli bir karar ağacı algoritmasıdır 

(Akpınar, 2014). Ağaç her zaman ikili (binary) dallanmalardan ve hiyerarşik bir yapıdan 

oluşur. CART, bölünme için en uygun değişkeni seçer ve her seferinde tek bir değişken 

kullanarak bölünmeyi gerçekleştirir (Hand ve diğ., 2001). Hem nümerik hem de kategorik 
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veri ile çalışma imkânı sunan CART, gini katsayısı, twoing, ordered twoing ve en küçük 

kareler sapması yöntemlerini kullanarak bölünme yapılmasını sağlar (Akpınar, 2014). 

 Gini katsayısı (Gini index) (Breiman ve diğ., 1984) 

CART tarafından kullanılan Gini katsayısı her bir nitelik için ikili bölünme yapılması 

üzerine kuruludur ((2.16)). 

𝐺𝑖𝑛𝑖(𝐷) = 1 − ∑ 𝑝𝑖
2

𝑚

𝑖=1

 (2.16) 

İkili dallanma yapılacağı için Gini hesaplanırken 𝐷 niteliğinin 𝐷1 ve 𝐷2 şeklinde 

bölünmesi gerekmektedir. Buna göre (2.17) formülü hesaplanır. 

𝐺𝑖𝑛𝑖𝐴(𝐷) =
|𝐷1|

|𝐷|
𝐺𝑖𝑛𝑖(𝐷1) +

|𝐷2|

|𝐷|
𝐺𝑖𝑛𝑖(𝐷2) (2.17) 

Her nitelik değeri için Gini katsayısı hesaplandıktan sonra en küçük Gini değerine sahip 

niteliğe göre bölünme gerçekleştirilir. 

C4.5 Algoritması 

C4.5 (Quinlan, 1993), karar ağacı algoritmalarından ID3’ün (Quinlan, 1986)  devamı 

niteliğindeki algoritmadır. Bölme kriteri olarak entropi ile beraber kazanç oranını 

kullanır. C4.5, sınıflandırma ve regresyon ağaçlarında olduğu gibi ikili dallanmadan daha 

fazla dallanma gerçekleştirilmesine imkân sağlar (Roiger ve Geatz, 2003). 

 Kazanç oranı (gain ratio) 

C4.5 ve C5.0 algoritmaları tarafından kullanılmaktadır. Önce (2.18) formülü ile bölme 

bilgisi (split information) sonrasında (2.19) formülü ile kazanç oranı hesaplanır.  

𝐵ö𝑙𝑚𝑒 𝑏𝑖𝑙𝑔𝑖𝑠𝑖𝐴(𝐷) = − ∑
|𝐷𝑖| 

|𝐷|
log2 (

|𝐷𝑖|

|𝐷|
)

𝑘

𝑖=1

 (2.18) 

𝐾𝑎𝑧𝑎𝑛ç 𝑜𝑟𝑎𝑛𝚤(𝐴) =
𝐵𝑖𝑙𝑔𝑖 𝑘𝑎𝑧𝑎𝑛𝑐𝚤(𝐴)

𝐵ö𝑙𝑚𝑒 𝑏𝑖𝑙𝑔𝑖𝑠𝑖𝐴(𝐷)
 (2.19) 
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Kazanç oranı her bir nitelik için ayrı ayrı hesaplanır. Buna göre kazanç oranı en yüksek 

olan nitelikten dallanma yapılmaya başlanır. 

C5.0 Algoritması 

C5.0, karar ağacı algoritmalarından C4.5’in (Quinlan, 1993) devamı niteliğindeki 

algoritmadır. Bölme kriteri olarak entropi ile beraber kazanç oranını kullanır. C5.0 ticari 

olarak temin edilebilmektedir (Witten ve diğ., 2011). 

ID3, C4.5, C5.0 algoritmaları farklı araştırmacılar tarafından karşılaştırılmaktadır. 

Araştırmacıların belirttiklerine göre C5.0 daha etkili çalışması ve boosting özelliği 

sayesinde daha iyi doğruluk değerleri vermektedir (Hssina ve diğ., 2002; Patil ve diğ., 

2012; Pandya ve Pandya, 2015). 

C5.0’ın C4.5’ten ayrılmasını sağlayan en önemli özelliklerinden biri boosting özelliğinin 

olmasıdır. Doğruluğun arttırılması için boosting yönteminden yararlanılmaktadır (Han ve 

diğ., 2012; Harrington, 2012). Boosting yönteminde eğitim kümesindeki her bir veri 

kaydı için bir ağırlık atanır ve sırayla birden fazla sınıflandırma modeli oluşturulur. Her 

bir modelin oluşturulmasından sonra bu ağırlık değerleri güncellenir. Yeni sınıflandırma 

modeli yanlış sınıflandırılan kayıtları göz önünde bulundurarak oluşturulur. Yani her bir 

model kendinden önce oluşturulmuş olan modelin performansından etkilenir ve bunun 

sonucundan birbirinden farklı modeller oluşturulur. 

2.2.5.3. Rastgele Orman Algoritması (Random Forest Algorithm) 

Rastgele orman algoritması, ensemble öğrenme (ensemble learning) yöntemlerinden 

biridir. Bagging, boosting, random forest gibi popüler ensemble yöntemlerinin temel 

amacı doğruluğun arttırılmasıdır (Han ve diğ., 2012). Model averaging and combination, 

stacking, bucket of models yöntemleri de diğer ensemble yöntemlerindendir (Aggarwal, 

2015). 

Aggarwal (2015), bu yöntemlerin kullanımındaki amacın birden fazla modele ait sonucun 

birleştirilerek “daha dayanıklı” (more robust) sonuçlar elde edilmesi olduğunu 

belirtmiştir. Ensemble yöntemine göre çalışan algoritmalar Şekil 2.10’daki gibi birden 

fazla sınıflandırma modeli oluşturur ve yeni bir örnek veri setine geldiğinde sınıfının 

belirlenmesi için oylama yöntemine başvurularak sınıf belirlenir. 
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Şekil 2.10: Sınıflandırıcı doğruluğunun arttırılması (Han ve diğ., 2012). 

Şekil 2.10’da görülen çalışma mantığına göre rastgele orman algoritmasında oluşturulan 

her bir model karar ağacı yapısındadır ve rastgele orman, karar ağacı yapısında 

oluşturulan modelleri kapsayan yapıdan oluşur. Algoritma birden fazla karar ağacının 

oluşturulması ve en popüler olan sınıfın oylanması temeline dayanır (Breiman, 2001). 

Her bir karar ağacı oluşurken CART metodolojisi kullanılır; ağaçlar budanmaz; nitelik 

seçimi ise rastgele yapılır (Breiman, 2001). Algoritmanın ismi birden fazla karar ağacını 

bünyesinde barındırmasından, nitelik seçiminin rastgele yapılmasından gelmektedir. 

2.2.6. Model Değerlendirme ve Seçimi 

2.2.6.1. Model Performans Değerlendirme Yöntemleri  

Analiz edilecek veri setinden örneklemenin nasıl yapılacağına dair farklı yöntemler 

mevcuttur ve bu yöntemler model performans değerlendirme yöntemleri olarak 

adlandırılırlar (Balaban ve Kartal, 2015). Yani veri setinde sınıflandırma yapmak 

amacıyla, eğitim ve test için veri setinin ne şekilde bölüneceğine bu yöntemler kullanarak 

karar verilmektedir. 

 Holdout 

Holdout yönteminde veri setinin belirli bir kısmı test geri kalan kısmı ise eğitim verisi 

olarak bölünür ve genellikle veri setinin üçte biri test için üçte ikisi eğitim için ayrılır 

(Kohavi, 1995). Ancak bu yöntemin kullanımında birtakım dezavantajlar olabileceğinden 

bahsedilmiştir (Witten ve diğ., 2011; Balaban ve Kartal, 2015). Test veya eğitim veri 

setlerinin temsilci olmayabileceği araştırmacılar tarafından belirtilmektedir. Yani verinin 
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seçimi rastgele gerçekleştiğinden, farklı sınıflara ait örneklerin/verinin test ve eğitim 

setleri içerisindeki sınıf dağılımları eşit oranda olmayabilir. Bu yüzden eğitim ya da test 

veri setinde herhangi bir sınıftan çok fazla veri olması veya hiç veri olmaması gibi 

durumların önüne geçmek gerekmektedir. Bu durumu engellemek için rastgele seçimde, 

her sınıfın eğitim ve test veri setlerinde eşit oranda dağıldığından emin olmak amacıyla 

tabakalı örnekleme (stratified sampling/stratified holdout) tercih edilebilir. Holdout 

yönteminin farklı test ve eğitim setleri ile birden fazla kez tekrarlanarak gerçekleştirilmesi 

yöntemine ise tekrarlı holdout (repeated holdout) adı verilmektedir. 

 Çapraz Geçerleme (Cross Validation) 

Çapraz geçerleme yönteminde öncelikle veri seti seçilen bir sayı (k) kadar parçaya 

bölünür. Bu yöntemin adı bu bölünme sebebiyle k-kat çapraz geçerleme ya da 

İngilizce’de k-fold cross validation olarak bilinmektedir. Stone (1974), farklı 

araştırmacılar tarafından çapraz geçerleme yönteminin ele alındığını; ancak açıkça 

yapılan ilk tanımın Mosteller ve Tukey (1968) tarafından yapıldığını belirtmiştir. Buna 

göre, veri seti k eşit parçaya bölündükten sonra her parça bir defasında test veri seti, geri 

kalan k-1 sayıdaki parçalar ise eğitim veri seti olarak ayrılır. Her seferinde bir parça test 

verisi olacağından, seçilen k sayısı kadar bu işlem tekrarlanır. Yani k değerinin 5 seçilmesi 

durumunda eğitim ve test olarak veri seti 5 eşit parçaya bölünecek ve işlem her bir 

parçanın test verisi olarak kullanılmasına imkân sağlayacak şekilde 5 kez tekrarlanacaktır 

(Şekil 2.11). Çapraz geçerleme yönteminin kullanıldığı durumlarda, modelin doğruluğu 

hesaplanırken ise k kez elde edilen doğrulukların ortalaması alınır. k değerinin 10 olarak 

seçilmesinin en optimal seçim olduğu araştırmacılar tarafından belirtilmektedir (Olson ve 

Delen, 2008; Witten ve diğ., 2011). 

 

Şekil 2.11: 5 kat çapraz geçerleme (Balaban ve Kartal, 2015). 
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 Bootstrap 

Bootstrap yönteminde eğitim veri setinin oluşturulması için, örnekler rastgele seçilmekte 

ancak her bir örnek seçildikten sonra tekrardan veri kümesine dâhil edilmektedir (Efron 

ve Tibshirani, 1993). Bu sebeple bootstrap yöntemi “sampling with replacement” olarak 

tanımlanmaktadır (Witten ve diğ., 2011; Han ve diğ., 2012). Yani seçilen her bir örnek 

tekrardan veri kümesine dâhil edilmekte ve oluşturulan eğitim veri setindeki örnekler 

tekrar edebilmektedir. Geri kalan örnekler ise test veri seti olarak ele alınmaktadır. 

2.2.6.2. Model Performans Değerlendirme Ölçütleri 

Model kurulduktan ve analiz yapıldıktan sonra modelin ne kadar doğru sonuç verdiğinin 

değerlendirilmesi için yararlanılan ölçütlere model performans değerlendirme ölçütleri 

adı verilmektedir. Bu ölçütlere göre yapılan karşılaştırma, en iyi performansı veren 

modelin seçilmesini sağlamaktadır. Model performansını değerlendirmek için kullanılan 

değerler Tablo 2.8’de gösterilmiştir. Bu değerlerin hesaplanabilmesi için doğru pozitif, 

yanlış pozitif, doğru negatif, yanlış negatif değerlerinin kullanılması gerekmektedir (Han 

ve diğ., 2012; Balaban ve Kartal, 2015). 

Doğru pozitif (true positive - TP): Gerçekte “pozitif” sınıfına ait olup, modelin “pozitif” 

sınıfına ait olarak tahmin ettiği örneklerin sayısını ifade eder. Tahmin edilen örneklerin 

gerçekteki sınıfı pozitif sınıftır; sınıflandırma doğru yapılmıştır. 

Doğru negatif (true negative - TN): Gerçekte “negatif” sınıfına ait olup, modelin 

“negatif” sınıfına ait olarak tahmin ettiği örneklerin sayısını ifade eder. Tahmin edilen 

örneklerin gerçekteki sınıfı negatif sınıftır; sınıflandırma doğru yapılmıştır. 

Yanlış pozitif (false positive - FP): Gerçekte “negatif” sınıfına ait olup, modelin 

“pozitif” sınıfına ait olarak tahmin ettiği örneklerin sayısını ifade eder. Tahmin edilen 

örneklerin gerçekteki sınıfı negatif sınıftır; sınıflandırma yanlış yapılmıştır. 

Yanlış negatif (false negative - FN): Gerçekte “pozitif” sınıfına ait olup, modelin 

“negatif” sınıfına ait olarak tahmin ettiği örneklerin sayısını ifade eder. Tahmin edilen 

örneklerin gerçekteki sınıfı pozitif sınıftır; sınıflandırma yanlış yapılmıştır. 

Buna göre doğru pozitif (TP) ve doğru negatif değerleri (TN), doğru sınıflandırmayı 

gösterirken, yanlış pozitif (FP) ve yanlış negatif (FN) değerleri yanlış yapılan 
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sınıflandırmayı gösterir (Witten ve diğ., 2011). Bu değerleri yani gerçek sınıfları ve 

modelin tahmin ettiği değerleri karmaşıklık matrisi (confusion matrix, contingency 

matrix) üzerinde görmek mümkündür (Kohavi ve Provost, 1998). Sınıflandırma 

modelinin performansı örneklerin doğru ya da yanlış sınıflarda tahmin edilmesine göre 

yapılır (Gorunescu, 2011). Karmaşıklık matrisi (Tablo 2.7) üzerindeki değerlere göre 

çeşitli hesaplamalar yapılarak modelin performansı değerlendirilir (Tablo 2.8). 

Karmaşıklık matrisi için, kontenjans tablosu, karışıklık matrisi ve konfüzyon matrisi gibi 

farklı isimler kullanılmaktadır. 

Tablo 2.7: Karmaşıklık matrisi (Han ve diğ., 2012). 

Karmaşıklık Matrisi 
Tahmin  

Pozitif  Negatif Toplam 

Gerçek 

Pozitif 
TP 

doğru pozitif 

FN 

yanlış negatif 
P 

Negatif 
FP 

yanlış pozitif 

TN 

doğru negatif 
N 

 Toplam P' N' P+N 

P: Gerçekte pozitif sınıfa ait olan örneklerin sayısı 
N: Gerçekte negatif sınıfa ait olan örneklerin sayısı  

P’: Pozitif sınıfta olduğu tahmin edilen örneklerin sayısı 

N’: Negatif sınıfta olduğu tahmin edilen örneklerin sayısı 

Tablo 2.8: Değerlendirme ölçütleri (Gorunescu, 2011; Han ve diğ., 2012). 

Ölçüt Açıklama Formül 

Doğruluk 

(accuracy, recognition rate) 

Doğru tahmin edilen örneklerin, tüm 

örneklerin sayısına oranıdır. 

𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑃 + 𝑇𝑁 + 𝐹𝑁
=

𝑇𝑃 + 𝑇𝑁

𝑃 + 𝑁
 

Hata oranı 

(error rate, misclassification 

rate) 

Doğruluk değeri ile toplamı bire 

eşittir. 

𝐹𝑃 + 𝐹𝑁

𝑇𝑃 + 𝐹𝑃 + 𝑇𝑁 + 𝐹𝑁
=

𝐹𝑃 + 𝐹𝑁

𝑃 + 𝑁
 

1 − 𝑑𝑜ğ𝑟𝑢𝑙𝑢𝑘 

Duyarlılık 

(sensitivity, recall, true 

positive rate-TPR) 

Doğru tahmin edilen pozitif sınıftaki 

örneklerin, gerçekte pozitif sınıftaki 

örneklerin sayısına oranıdır. 

𝑇𝑃

𝑇𝑃 + 𝐹𝑁
=

𝑇𝑃

𝑃
 

Belirleyicilik 

(specificity, true negative rate-

TNR) 

Doğru tahmin edilen negatif 

sınıftaki örneklerin, gerçekte negatif 

sınıftaki örneklerin sayısına 

oranıdır. 

𝑇𝑁

𝑇𝑁 + 𝐹𝑃
=

𝑇𝑁

𝑁
 

Pozitif öngörü değeri/Kesinlik 

(positive predictive value, 

precision) 

Doğru tahmin edilen pozitif sınıftaki 

örneklerin, pozitif sınıfta tahmin 

edilen örneklerin sayısına oranıdır. 

𝑇𝑃

𝑇𝑃 + 𝐹𝑃
=

𝑇𝑃

𝑃′
 

Negatif öngörü değeri 

(negative predictive value) 

Doğru tahmin edilen negatif 

sınıftaki örneklerin, negatif sınıfta 

tahmin edilen örneklerin sayısına 

oranıdır. 

𝑇𝑁

𝑇𝑁 + 𝐹𝑁
=

𝑇𝑁

𝑁′
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Tablo 2.8 (devam): Değerlendirme ölçütleri (Gorunescu, 2011; Han ve diğ., 2012). 

Ölçüt Açıklama Formül 

Yanlış pozitif oranı 

(false positive rate-FPR) 

Yanlış tahmin edilen negatif 

sınıftaki örneklerin, negatif sınıftaki 

örneklerin sayısına oranıdır. 

𝐹𝑃

𝐹𝑃 + 𝐹𝑁
=

𝐹𝑃

𝑁
 

1 − 𝑏𝑒𝑙𝑖𝑟𝑙𝑒𝑦𝑖𝑐𝑖𝑙𝑖𝑘 

Yanlış negatif oranı 

(false negative rate-FNR) 

Yanlış tahmin edilen pozitif sınıftaki 

örneklerin, pozitif sınıftaki 

örneklerin sayısına oranıdır. 

𝐹𝑁

𝐹𝑁 + 𝑇𝑃
=

𝐹𝑁

𝑃
 

1 − 𝑇𝑃𝑅 

F-ölçütü 

(F-score) 

Duyarlılık ve kesinliğin birlikte 

değerlendirildiği ölçüttür. 

2 × 𝑘𝑒𝑠𝑖𝑛𝑙𝑖𝑘 × 𝑑𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘

𝑘𝑒𝑠𝑖𝑛𝑙𝑖𝑘 × 𝑑𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘
 

 

2.2.7. Literatür Taraması 

Kalp hastalıkları ve veri madenciliği ile ilgili, veri madenciliği, sınıflandırma, Bayes 

sınıflandırıcı, karar ağacı, KNN, C4.5, C5.0 anahtar kelimeleri ile yapılan kaynak 

taramasında birçok çalışmanın yapıldığı görülmüştür (Tablo 2.9). Sağlık verisi ile yapılan 

bu çalışmalarda veri madenciliği yöntemleri kullanılmış olup çalışmaların büyük 

çoğunluğunda sınıflandırma algoritmalarının yardımıyla erken hastalık tespiti veya 

tahmini yapılmaya çalışılmıştır. Ancak çalışmaların yapıldığı alanlara bakıldığında tıp 

dışındaki farklı, genellikle bilişim teknolojileri ile alakalı alanlardaki araştırmacılar 

tarafından bu çalışmaların yapıldığı dikkat çekmektedir. Bu durum sağlık alanında, farklı 

pozisyonlardaki araştırmacıların; veri madenciliği, makine öğrenmesi veya yapay zekâ 

gibi, hastalıkların tespiti ve tahmininde destek niteliğinde kullanılabilecek araştırmalar 

uzak olduğunu düşündürmektedir. Tablo 2.9’da görülen çalışmalar mühendislik veya 

bilişim teknolojileri alanlarında çalışan araştırmacılar tarafından yapılmıştır. Rajathi ve 

Radhamani (2016) çalışmalarında bu tez çalışmasındakine benzer şekilde akut 

romatizmal ateşi konu almışlardır; ancak kullanılan veri seti nitelik bakımından farklıdır. 
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Tablo 2.9: Kalp hastalıkları ile ilgili yapılan veri madenciliği çalışmaları. 

Çalışma Başlığı 

Kullanılan 

Yöntemler 

Yayımlandığı 

Kaynak 

Kullanılan 

Araçlar Kaynak 

Using Decision Tree 

for Diagnosing Heart 

Disease Patients 

J48, Bagging Proceedings of the 9th 

Australasian Data 

Mining Conference 

(AusDM'11) 

WEKA (Shouman ve 

diğ., 2011) 

Comparative Study of 

Data Mining 

Classification Methods 

in Cardiovascular 

Disease Prediction 

RIPPER, karar 

ağaçları, yapay 

sinir ağları, 

destek vektör 

makineleri 

International Journal 

of Computer Science 

& Technology 

WEKA (Kumari ve 

Godara, 

2011) 

A Data Mining 

Approach for Diagnosis 

of Coronary Artery  

Disease 

sade Bayes, 

SMO, bagging 

SMO, yapay sinir 

ağları 

Computer Methods 

and Programs in 

Biomedicine 

RapidMiner (Alizadehsani 

ve diğ., 2013) 

Classification of Heart 

Disease Using K- 

Nearest Neighbor and  

Genetic Algorithm 

KNN, genetik 

algoritmalar 

International 

Conference on 

Computational 

Intelligence: Modeling 

Techniques and 

Applications 

(CIMTA) 

belirtilmemiş (Jabbar ve 

diğ., 2013) 

Early Prediction of 

Heart Diseases Using 

Data Mining  

Techniques 

CART, ID3 Caribbean Journal of 

Science and 

Technology 

WEKA (Chaurasia ve 

Pal, 2013) 

Computational 

Intelligence for Heart 

Disease Diagnosis: A 

Medical Knowledge 

Driven Approach 

sade Bayes, 

destek vektör 

makineleri, IBK, 

AdaBoostM1, 

J48, PART 

Expert Systems with 

Applications 

WEKA (Nahar ve 

diğ., 2013) 

Performance 

Comparison of Data 

Mining Techniques for 

Predicting of Heart 

Disease Survivability 

destek vektör 

makineleri, lineer 

diskriminant 

analizi, C4.5, 

KNN, BLR, 

MLR, PLS-DA, 

k-ortalamalar, 

EMC, apriori 

International Journal 

of Scientific and 

Research Publications 

Tanagra (Lakshmi ve 

diğ., 2013) 

An Overview of Data 

Mining Classification 

Methods in Aortic 

Stenosis Prediction 

karar ağaçları, 

destek vektör 

makineleri 

International Journal 

of Engineering and 

Advanced Technology 

WEKA (Revathi ve 

Sumathi, 

2014) 

Early Heart Disease 

Prediction 

Using Data Mining 

Techniques 

karar ağaçları, 

sade Bayes, 

yapay sinir ağları 

Computer Science & 

Information 

Technology (CS & IT) 

WEKA (Methaila ve 

diğ., 2014) 

 



47 

 

 

 

Tablo 2.9 (devam): Kalp hastalıkları ile ilgili yapılan veri madenciliği çalışmaları. 

Çalışma Başlığı 

Kullanılan 

Yöntemler 

Yayımlandığı 

Kaynak 

Kullanılan 

Araçlar Kaynak 

Diagnosis of Heart 

Disease Using Data 

Mining Algorithm 

KNN International Journal 

of Computer Science 

and Information 

Technologies 

(IJCSIT) 

WEKA, 

MATLAB 

(Chandna, 

2014) 

Prediction of Heart 

Disease using 

Classification  

Algorithms 

J48, sade Bayes, 

REPTREE, 

CART, Bayes 

ağları 

Proceedings of the 

World Congress on 

Engineering and 

Computer Science 

2014 

WEKA (Masethe ve 

Masethe, 

2014) 

Analysis of Data 

Mining Techniques for 

Diagnosing Heart 

Disease 

sade Bayes, 

bagging, ID3, J48  

CART, lojistik 

regresyon, 

REPTree 

International Journal 

of Advanced Research 

in 

Computer Science and 

Software Engineering 

WEKA (Rohilla ve 

Gulia, 2015) 

Comparative Study on 

Heart Disease 

Prediction  

System Using Data 

Mining Techniques 

yapay sinir ağları, 

sade Bayes, C4.5 

International Journal 

of Science and 

Research 

belirtilmemiş (Revathi ve 

Jeevitha, 

2015) 

Diagnosis of 

Rheumatoid Arthritis  

Using an Ensemble 

Learning  

Approach 

C4.5, ID3, J48, 

CHAID, KNN, 

destek vektör 

makineleri, 

ADABOOST, 

CSBOOST 

Computer Science & 

Information 

Technology (CS & IT) 

MATLAB (Shiezadeh ve 

diğ., 2015) 

Prediction and Analysis 

of Rheumatic Heart 

Disease  

using kNN 

Classification with 

ACO 

destek vektör 

makineleri, KNN, 

KNNACO 

2016 International 

Conference on Data 

Mining and Advanced 

Computing 

(SAPIENCE) 

belirtilmemiş (Rajathi ve 

Radhamani, 

2016) 

Human Heart Disease 

Prediction System 

Using Data Mining 

Techniques 

ID3, KNN 2016 International 

Conference on Circuit, 

Power and Computing 

Technologies 

(ICCPCT) 

belirtilmemiş (Thomas ve 

Princy, 2016) 

Comparative Study of 

Data Mining 

Techniques on Heart 

Disease Prediction 

System: a case study 

for the “Republic of 

Chad” 

sade Bayes, 

destek vektör 

makineleri 

International Journal 

of Science and 

Research (IJSR) 

ASP.NET, C#, 

Phyton 

(Ngueilbaye 

ve diğ., 2016) 
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Türkiye’de yapılmış kalp hastalıkları ile ilgili çalışmalara bakıldığında ise veri 

madenciliği, makine öğrenmesi veya sınıflandırma yöntemlerinin kullanıldığı çok fazla 

çalışmaya ulaşılamamıştır (Tablo 2.10). Bulunan çalışmalar arasında makale, konferans 

bildirisi, yüksek lisans ve doktora tezleri bulunmaktadır. Bu tez kapsamında ele alınan, 

akut romatizmal ateş hastalığı ile ilgili yapılan taramada, bu hastalık veya benzer veri seti 

ile ilgili yapılmış herhangi bir çalışmaya rastlanmamıştır. Ayrıca analizlerde kullanılan 

araçlar açısından bakıldığında da yalnızca ulaşılan bir doktora tez çalışmasında (Kartal, 

2015) bu çalışmada olduğu gibi R Programlama Dili ve RStudio kullanılmıştır. Hem 

yabancı hem de Türkçe kaynaklar arasında yapılan taramada analiz aracı olarak genellikle 

WEKA’nın tercih edildiği göze çarpmaktadır. 

Tablo 2.10: Türkiye’de kalp hastalıkları ile ilgili yapılan veri madenciliği çalışmaları. 

Çalışma Başlığı 

Çalışma 

Türü 

Kullanılan 

Yöntemler Birim 

Kullanılan 

Araçlar Kaynak 

Çoklu Sınıflandırıcı 

Sistemleri ile Konjestif 

Kalp Yetmezliği 

Teşhisi 

Yüksek 

Lisans 

Tezi 

KNN, lineer 

diskriminant 

analizi, yapay sinir 

ağları, destek 

vektör makineleri, 

radyal tabanlı 

fonksiyon 

Bülent Ecevit 

Üniversitesi, Fen 

Bilimleri Enstitüsü,  

Elektrik-Elektronik 

Mühendisliği 

Anabilim Dalı 

WEKA (Narin, 

2013) 

Twoing Algoritması ile 

Sınıflandırma:             

Kalp Hastalığı 

Uygulaması 

Bildiri twoing XVI. Akademik 

Bilişim Konferansı 

Bildirileri 

belirtilmemiş (Uysal ve 

diğ., 

2014) 

Makine Öğrenmesi 

Algoritmaları 

Kullanılarak Kalp 

Hastalığı Tespiti 

Bildiri yapay sinir ağları, 

sade Bayes 

International 

Conference On 

Education In 

Mathematics, 

Science & 

Technology 

Proceeding Book 

MATLAB (Boyraz 

ve diğ., 

2014) 

Kalp Krizi Riskinin Bir 

Veri Madenciliği 

Uygulaması ile Analizi 

Yüksek 

Lisans 

Tezi 

gri algoritması, 

apriori algoritması 

Muğla Sıtkı 

Koçman 

Üniversitesi, Fen 

Bilimleri Enstitüsü, 

Elektronik ve 

Bilgisayar Eğitimi 

Anabilim Dalı 

SPSS 

Clementine 

(Elmaz, 

2014) 

Sınıflandırmaya Dayalı 

Makine Öğrenmesi 

Teknikleri ve 

Kardiyolojik Risk 

Değerlendirmesine 

İlişkin Bir Uygulama 

Doktora 

Tezi 

sade Bayes, KNN, 

Logistik 

Regresyon, ID3, 

C4.5  

İstanbul 

Üniversitesi,  Fen 

Bilimleri Enstitüsü, 

Enformatik 

Anabilim Dalı 

RStudio (Kartal, 

2015) 
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Tablo 2.10 (devam): Türkiye’de kalp hastalıkları ile ilgili yapılan veri madenciliği 

çalışmaları. 

Çalışma Başlığı 

Çalışma 

Türü 

Kullanılan 

Yöntemler Birim 

Kullanılan 

Araçlar Kaynak 

AdaBoost ile Kalp 

Krizi Risk Tespiti 

Makale CART, AdaBoost Celal Bayar 

Üniversitesi Fen 

Bilimleri Dergisi 

MATLAB, 

C++ 

(Bulut, 

2016) 

Predicting heart 

Diseases by Using 

Machine Learning 

Methods 

Yüksek 

Lisans 

Tezi 

Yapay sinir ağları, 

destek vektör 

makineleri, KNN 

Atılım Üniversitesi, 

Fen Bilimleri 

Enstitüsü, 

Bilgisayar 

Mühendisliği 

Anabilim Dalı 

belirtilmemiş (Benzreig, 

2016) 
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3. MALZEME VE YÖNTEM 

Veri analizi Fayyad ve diğ. (1996b) tarafından ortaya konulan veri tabanlarında bilgi keşfi 

süreci takip edilerek yapılmıştır. Buna göre, uygulanan adımlarda ne yapıldığı ilgili 

başlıklarda ele alınmıştır. 

3.1. VERİ 

Bu tez çalışmasında kullanılmak üzere İstanbul Anadolu Kuzey Kamu Hastaneleri 

Birliğine bağlı Medeniyet Üniversitesi Göztepe Eğitim ve Araştırma Hastanesi, Çocuk 

Kliniği Çocuk Kardiyolojisi Polikliniği’nden, polikliniği ziyaret etmiş hastalara ait veri 

alınmıştır. 

Modifiye Jones Kriterleri’ne göre ARA şüphesi veya reaktivasyonu tanısı ile 01.06.2003-

01.03.2012 tarihleri arasında takibe alınan 297 hastaya ait veri kullanılmıştır. Hasta verisi 

retrospektif olarak toparlanmıştır. Bu nedenle veri setinde bulunan eksik verinin hasta 

kayıtlarına geri dönerek tamamlanması veya yanlış olduğundan şüphelenilen veriyi teyit 

etmek mümkün olmamış ve şüpheli kayıtlar veri setinden çıkarılmıştır. 

Retrospektif olarak toplanan verinin analizlerde kullanılabilmesi için İstanbul 

Üniversitesi Tıp Fakültesi Klinik Araştırmalar Etik Kurulu’ndan rapor alınmıştır (EK.1). 

3.1.1. Orijinal Veri Seti 

Orijinal veri setinde 297 kayıt (satır), 35 adet nitelik (sütun) bulunmaktadır (Şekil 3.1). 

Nitelikler çoğunlukla kategorik değerlerden oluşmakta ancak veri setinde nümerik 

değerler de bulunmaktadır. 20 kategorik, 8 nümerik tipinde, 3 tarih ve 4 yazılı olarak ifade 

edilmiş nitelik mevcuttur; nitelikler Tablo 3.1‘de verilmiştir. 
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Tablo 3.1: Orijinal veri setindeki nitelikler. 

 Nitelik İsimleri Veri Tipi 

1.  Cinsiyet Kategorik 

2.  Doğumtarihi Tarih 

3.  Hastanesüre Nümerik 

4.  İlkataktarih Tarih 

5.  İlkatakyaş Nümerik 

6.  Artrit Kategorik 

7.  Kardit Kategorik 

8.  Korea Kategorik 

9.  Diğer Kategorik 

10.  Lokosit Nümerik 

11.  Hb Nümerik 

12.  HTC Nümerik 

13.  CRP Nümerik 

14.  Sedim Nümerik 

15.  ASO Nümerik 

16.  Boğazkültürü Kategorik 

17.  ARAöyküsü Kategorik 

18.  Rekurrens Kategorik 

19.  EKG Kategorik 

20.  DLAB Yazılı açıklama 

21.  EKOilkatak Kategorik 

22.  EKOtakip Kategorik 

23.  EKOdiğer Yazılı açıklama 

24.  VAR000001 Kategorik 

25.  VAR000003 Kategorik 

26.  Penisilin Kategorik 

27.  ASA Kategorik 

28.  Kortizon Kategorik 

29.  Diğerilaç Yazılı açıklama 

30.  Açıklama Yazılı açıklama 

31.  Özgeçmiş Kategorik 

32.  Aile hikaye Kategorik 

33.  Operasyon Kategorik 

34.  Sonkontrol Tarih 

35.  Takiptençıkma Kategorik 
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Şekil 3.1: Orijinal veri setinin MS Excel'deki örnek görünümü. 

 

3.2. ÖN İŞLEME 

Veri setinin orijinal hali analiz için elden geçirilmiş; bazı nitelik alanları çıkarılmış, 

bazıları ise uzman görüşü alınarak birleştirilmiştir veya farklı sütunlar eklenerek 

gösterilmiştir. Şüphe bırakan ve tekrarlayan kayıtlar çıkarılmış, eksik veri tamamlanmış 

ve uç değerler tespit edilerek veri seti R programlama dili ile analize uygun hale 

getirilmiştir (EK.2). 

 Karar sınıflarını içeren sütun oluşturulmuştur. 

Öncelikle “karar” sütununun oluşturulmasında birkaç nitelik alanı kullanılmış, uzman 

görüşüne başvurularak hedef sınıflar belirlenmiştir. Böylece her bir kaydın ait olduğu 

sınıflar oluşturulmuştur. 

Orijinal veri setinde, “EKOdiğer” niteliği ilgili doktorun not aldığı yazılı ifadelerden 

oluşmaktaydı. Nitelik, herhangi bir kategorik veya nümerik veriden değil standart bir 

şekilde yapılandırılmamış olan yazılı ifadelerden oluşuyordu. Ancak bu sütun hastanın 

baştaki durumundan takipteki durumuna kadar olan sürece dair veriyi içinde 

barındırdığından önem teşkil ediyordu. 

“EKOdiğer”deki kalple ilgili yazılı ifadeler, “EKOilkatak” ve “EKOtakip” nitelikleri 

kullanılarak, aort kapağı ve mitral kapaktaki değişimi ifade eden, “ilk atak aort kapağı”, 

“ilk atak mitral kapak”, “takip aort kapağı”, “takip mitral kapak” başlıklı 4 sütun veri 

setine eklenmiştir. “EKOdiğer”deki yazılı ifadeler, kapak durumlarının/tutulmalarının 

şiddetini ifade edecek şekilde “yok”, “minimal”, “hafif”, “orta”, “ağır/şiddetli” olarak 5 
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şekilde kategorize edilmiştir. Bu sütunların yanı sıra karar sütununun oluşturulmasında 

yardımcı olarak kullanılan bir başka sütun da “Açıklama” sütunu olmuştur. Yine 

yapılandırılmamış yazılı veriden oluşan “Açıklama”, ilgili doktorun önemli gördüğü 

noktaları belirttiği veya kapaklardaki duruma dair not aldığı olan yazılı ifadelerden 

oluşmaktaydı. Bu sütun da karar sütununun oluşturulmasında rol oynamıştır. Uzman 

görüşü eşliğinde kayıtlar tek tek elden geçirilmiş; her bir kayıt için sınıflar belirlenmiştir. 

Her bir hastanın, “ilk atak aort kapağı”, “ilk atak mitral kapak”, “takip aort kapağı”, “takip 

mitral kapak”, “Açıklama” sütunları uzmanla birlikte incelenerek hastanın takipteki 

durumunun “ilerlemis”, “iyilesmis”, “gerilemis”, “degismemis” ya da “takipsiz” 

sınıflarından hangisinde yer alması gerektiğine karar verilmiştir. Hastaların ait oldukları 

sınıf değerlerini ifade eden “karar” sütunu veri setine eklenmiştir. 

 Nitelik alanlarında düzenlemeler yapılmış; bazıları birleştirilmiş bazıları ise 

veri setinden çıkarılmıştır. 

“İlkataktarih” çıkarılmış, tarihe göre belirlenen “ay” ve “mevsim” sütunları veri setine 

eklenmiştir. 

“Diğer” sütununda bir hücrede birden fazla seçenek bulunduğundan seçenek sayısı kadar 

nitelik alanı oluşturulmuştur. “ates”, “atralji”, “akutfazArtisi” sütunları eklenmiştir. 

Artritli hastalarda atralji minör kriter sayılmadığından, “atralji” “var” ise minör kriter 

“yok” olarak değiştirilmiştir. 

Hem kategorik hem de nümerik veri ile analiz yapmak amacıyla “lokosit”, “Hb”, “HTC”, 

“CRP”, “Sedim” ve “ASO” değerleri kategorize edilmiştir/ayrıklaştırılmıştır. Hem 

orijinal veri setindeki gibi nümerik olarak analize dâhil edilmiş hem de uzman görüşü 

temel alınan kategorizasyona göre analize dâhil edilmişlerdir (Tablo 3.2). 

Kategorizasyona göre “lokosit_grup”, “Hb_grup”, “HTC_grup”, “CRP_grup”, 

“Sedim_grup” sütunları eklenmiştir. “lokosit”, “CRP”, “sedim” niteliklerinden biri 

yüksek ise “akutfazArtisi” “var” olarak işaretlenmiştir. 
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Tablo 3.2: Değerlerin uzman görüşünce kabul edilen kategorizasyonu. 

Nitelik Alanı 

Veri 

Setindeki 

Aralıklar 

Kategoriler 

0=bilinmeyen 1=düşmüş 2=normal 3=yükselmiş 

Lökosit 11-27300 Veri yok. <4500 4500-11000 

cells/mm3 

>11000 

HB 07-12,7 Veri yok. <11,5 11,5-13,5 g/dl >13,5 

HTC 11-54 Veri yok. <%35 %35-45 >%45 

CRP 0-211 Veri yok.  <5 todd ünitesi >5 todd 

ünitesi 

Sedimantasyon 1-169 Veri yok. <4 4-20 mm/saat >20 

ASO 0-6000 Veri yok.  0-200 >200 

Yüksek “ASO” ve “boğazkültürü” streptokok enfeksiyonunun varlığını kanıtlayan 

nitelikler olduğundan “streptokokKaniti” sütununda birleştirilmiştir. “ASO”, 

“ASO_grup” ve “boğazkültürü” sütunları çıkarılmıştır. Ayrıca uzman uyarısı ile orijinal 

veri setinde “kızıl” kelimesi taratılmıştır. Yazılı olarak kızılla ilgili öyküsü not alınan 

hastalar kontrol edilmiş, uzman görüşü doğrultusunda bu hastalar arasından 

“streptokokkaniti” “yok” olan 1 kişi için “var” olarak işaretlenmiştir. “Nüks”, “relaps”, 

“rekurrens”, “reaktivasyon” kelimeleri orijinal veri setinde taratılmıştır. Bu kayıtlardan 

“rekurrens” sütunu işaretlenmeyen varsa, “rekurrens” sütunu “var” olarak işaretlenmiştir. 

“EKG” ve orijinal veri setindeki “Diğer” sütunundaki değerlerden biri olan “PRuzamasi” 

birleştirilmiştir. “PRuzamasi” sütunu eklenmiş; “EKG” sütunu çıkarılmıştır. Karditli 

hastalarda PR uzaması minör kriter sayılmadığından, bu hastalarda “PRuzamasi” “var” 

olan kayıtlar “yok” olarak değiştirilmiştir. 

“DLAB” sütunu yerine “teleNormal”, “kardiyomegali”, “enfeksiyon”, “kansizlik” 

sütunları eklenmiştir. Uzman tarafından önemli kabul edilen “normal”, “kardiyomegali”, 

“enfeksiyon” değerleri alınmıştır. Bunlar dışında varolan ifadeler yeni veri setine dâhil 

edilmemiştir. Uzman görüşü alınarak, kardiyotorasik oran 0,50’nin altında ve sınırda 

olanlar normal kabul edilmiştir. 

“EKOilkatak”, “EKOtakip”, “EKOdiğer” ve “Açıklama” sütunları veri setinden 

çıkarılmıştır. Bu nitelikler yukarıda açıklandığı üzere “karar” sütunun oluşturulmasında 

kullanılmıştır. 
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“VAR000001” ve “VAR000003” sütunlarının ne ile ilgili olduğu retrospektif veri 

içerisinden bulunamadığından veri setinden bu iki sütun çıkarılmıştır. 

“Penisilin” sütunu yerine “benzatinPenisilin”, “prokainPenisilin” ve “eritromisin” 

sütunları eklenmiştir. 

“Diğerilaç” sütunu elden geçirilerek kullanılan ilaçlar türlerine göre kategorize edilmiş, 

sonrasında her bir ilaç türü için 15 tane sütun veri setine eklenmiştir. Ancak ayrı birer 

sütun olarak “kortizon” ve “aspirin” sütunları veri setinde bulunduğundan “Diğerilaç” 

içerisindeki kortizon ve aspirin sütunları eklenmemiştir. 

“Operasyon” sütunundaki veriden hareketle “aortRep”, “mitralRep”, “digerOp” olmak 

üzere 3 sütun oluşturulmuştur. 

 “Sonkontrol” sütunu çıkarılmış, yerine “Doğumtarihi”ne göre hesaplanan son kontrole 

gelme yaşı yazılmıştır. Sütun ismi “sonkontrolYas” olarak değiştirilmiştir. 

“Takiptençıkma” sütunu veri setinden çıkarılmıştır. 

 Bazı kayıtlar veri setinden çıkarılmıştır. 

“karar” niteliğinde ait olduğu sınıf boş olan 44 kişi veri setinden çıkarılmıştır. 

 “karar” niteliğinde ait olduğu sınıf “takipsiz” olarak belirlenmiş olan 34 kişi veri setinden 

çıkarılmıştır. 

Tanı koymaya yardımcı olan minör ve majör kriter sayısını karşılamayan 5 kişi veri 

setinden çıkarılmıştır. 

Şüpheli olan ve/veya tekrarlayan 14 kişi veri setinden çıkarılmıştır. 

 Eksik veri tamamlanmıştır. 

Tüm nitelik alanları için boş olan hücrelerdeki veri hasta dosyalarında bulunmamakta, 

veri seti retrosopektif nitelikte olduğundan veri güncellenememekte veya teyit 

edilememektedir. Bu sebeplerden dolayı boş olan alanlar verinin olmadığı (missing value) 

alanlar olarak kabul edilmiştir. 
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Eksik verinin tamamlanması için RStudio üzerinde “DMwR” (Torgo, 2010) paketi 

içerisindeki “knnImputation” fonksiyonundan yararlanılmıştır. “knnImputation” 

fonksiyonu NA olan değerin k tane en yakın komşusunun değerlerine bakar ve bunların 

ağırlıklı ortalamasını alır. Boş olan değer bu şekilde doldurulur. Fonksiyon çalıştırılırken 

varsayılan değer olan k=10 değerine göre işlem gerçekleştirilmiştir. Eksik veri 

tamamlanmadan önce veri setinin özeti Şekil 3.2’deki gibi görülmektedir. Örnek olarak 

kategorik veri setindeki görünüm konmuştur. 

Eksik değer tamamlama, RStudio üzerinde farklı paket ve fonksiyonlar kullanılarak 

gerçekleştirilebilmektedir. “knnImputation” fonksiyonu dışında; “mice” paketindeki 

“complete” fonksiyonu (Buuren ve Groothuis-Oudshoorn, 2011), “Hmisc” paketindeki 

“aregImpute” fonksiyonu (Harrell, 2017) yararlanılabilecek diğer yöntemlere örnek 

olarak verilebilir.  

Şekil 3.2: Eksik veri tamamlanmadan önce veri setinin özeti. 
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 Aykırı (outlier) değer tespiti yapılmıştır.  

Veri setindeki eksik veri tamamlandıktan sonra uç değer tespiti yapılmıştır. Bu işlem 

sadece nümerik veri için yapılmıştır. RStudio üzerinde, “lokosit”, “Hb”, “HTC”, “CRP”, 

“Sedim” nitelikleri için “DMwR” (Torgo, 2010) paketindeki “lofactor” fonksiyonu 

kullanılarak uç değer olabilecek kayıtlar incelenmiştir. Breunig ve diğ. (2000)’nin 

çalışmasına dayanan fonksiyonda, her bir değer için k en yakın komşusuna olan 

uzaklıklara göre lokal yoğunluk (local density) hesaplanır. Her değerin k en yakın komşu 

ile yoğunluğu karşılaştırılır ve benzer yoğunlukta olmayan değerler uç değer olarak kabul 

edilir. Bir çeşit kümeleme işlemi (density based clustering) yapılarak uç değerler ortaya 

çıkarılmış olur (Breunig ve diğ., 2000). Fonksiyon bu işlemi yaparken aykırı değerlere ait 

skorlar oluşturur. Bu çalışmada, diğer skorlara yakın değerde olmasına rağmen, skoru 

2,26 ve 2,13 olan iki kaydın aykırı değer olabileceğinden şüphelenilmiştir (Şekil 3.3). Bu 

nedenle, bu iki değer veri setinden çıkarılıp ve çıkarılmadan analizler yapılmış; sonuçlar 

arasında belirgin bir fark saptanamadığından tez kapsamında bu iki kaydın da dâhil 

olduğu veri seti (n=201) ile yapılan analiz sonuçları paylaşılmıştır. 

Aykırı değerler tespiti, RStudio üzerinde farklı paket ve fonksiyonlar kullanılarak 

gerçekleştirilebilmektedir. “lofactor” fonksiyonu dışında; “mvoutlier” paketindeki 

“pcout” fonksiyonu (Filzmoser ve Gschwandtner, 2017), “randomForest” paketindeki 

“outlier” fonksiyonu (Liaw ve Wiener, 2002) yararlanılabilecek diğer yöntemlere örnek 

olarak verilebilir. 

 

Şekil 3.3: Aykırı değerlere ait skorlar. 
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3.2.1. İşlenmiş Veri Seti 

Ön işlemenin ardından veri seti 201 kayıt (satır), 62 adet nitelikten (sütun) oluşan bir hale 

gelmiştir. Analizler için RStudio üzerinde veri seti tekrardan gözden geçirilmiş birkaç 

değişiklik daha yapılmıştır. “dogumtar” sütunu çıkarılmıştır. Silinen kayıtlar olması 

sebebiyle tek kategorisi (sadece “0”) kalan “agrikesici” ve “parazitilaci” sütunları 

çıkarılmıştır. Kan ile ilgili değerleri ifade eden sütunlar hem nümerik (“lokosit”, “Hb”, 

“HTC”, “CRP”, “Sedim”) hem de kategorik (“lokosit_grup”, “Hb_grup”, “HTC_grup”, 

“CRP_grup”, “Sedim_grup”) olacak şekilde analize alınmış bu sebeple her seferinde 

hangi veri tipi ile çalışılacaksa diğer veri tipindeki 5 sütun veri setinden çıkarılmıştır. Her 

algoritma için analiz bir kez nümerik değerler bir kez de kategorik değerlerle olmak üzere 

iki kez tekrar edilmiştir. Sonuç olarak analizlere dâhil edilen veri setinde 201 kayıt, 54 

nitelik alanı kullanılmıştır (Tablo 3.3). 

Tablo 3.3: Analiz edilen veri setindeki nitelik açıklamaları. 

 Nitelik İsimleri Veri Tipi 

1.  cins Cinsiyet 

2.  hastaneSure Hastanede yatış süresi 

3.  ay İlk atağın geçirildiği ay 

4.  mevsim İlk atağın geçirildiği mevsim 

5.  ilkatakyas İlk atağın geçirildiği yaş 

6.  artrit  

Majör kriterler 7.  kardit 

8.  korea 

9.  ates  

Minör kriterler 10.  atralji 

11.  akutfazartisi 

12.  lokosit/lokosit_grup Akyuvar hücreleri 

13.  hb/hb_grup Hemoglobin 

14.  HTC/HTC_grup Hematokrit 

15.  CRP/CRP_grup C-reaktif protein 

16.  sedim/sedim_grup Sedimantasyon, kanın çökme hızı 

17.  streptokokkaniti Beta streptokok olup olmadığına dair kanıt, ASO (Antistreptolizin O) ve 

boğaz kültürü kanıtları 

18.  araoykusu Önceden romatizma geçirilmiş mi? 

19.  rekurrens Hastalık tekrarlamış mı? 

20.  pruzamasi EKG çekiminde PR aralığında uzama var mı? 

21.  telenormal Kalbin görüntüsü normal mi? 

22.  kardiyomegali Kalpte büyüme var mı? 

23.  enfeksiyon Enfeksiyon var mı? 

24.  kansizlik Kansızlık var mı? 

25.  ilkatakaort İlk atakta aort kapağındaki tutulumun derecesi 

26.  ilkatakmitral İlk atakta mitral kapaktaki tutulumun derecesi 
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 Tablo 3.3 (devam): Analiz edilen veri setindeki nitelik açıklamaları. 

 Nitelik İsimleri Veri Tipi 

27.  takipaort Takipte aort kapağındaki tutulumun derecesi 

28.  takipmitral Takipte mitral kapaktaki tutulumun derecesi 

29.  benzatinPenisilin  

 

 

 

 

 

 

 

Kullanılan ilaçlar 

30.  prokainPenisilin 

31.  eritromisin 

32.  aspirin 

33.  kortizon 

34.  alerji 

35.  antibiyotik 

36.  atesdusurucu 

37.  balgamsokucu 

38.  idrarsokucu 

39.  kalpilaci 

40.  kalpyetmezligi 

41.  kanilaci 

42.  kansulandirici 

43.  mideilaci 

44.  norolojikilac 

45.  plazma 

46.  potasyumtakviyesi 

47.  ozgecmis Boğaz enfeksiyonuna sebebiyet verecek herhangi bir hastalık geçirildi mi? 

48.  ailehikaye Ailede romatizma var mı yok mu? 

49.  aortRep Kapak ameliyatı olmuş mu? 

50.  mitralRep Kapak ameliyatı olmuş mu? 

51.  digerOp Başka ameliyatı olmuş mu? 

52.  sonkontrolYas Son kontorole gelme yaşı 

53.  takip Hasta takipten çıkmış mı ya da erişkin kliniğine gönderilmiş mi?  

54.  karar Hastaların takiplerinde kalp kapak tutulumunun değerlendirilmesi 

(“değişmemiş”, “gerilemiş”, “ilerlemiş”, “iyileşmiş”) 

Tezin geri kalan kısımlarında, veri setleri arasındaki ayrımı belirtmek için “nümerik veri 

seti” ve “kategorik veri seti” ifadeleri kullanılmıştır. Analiz edilen “nümerik veri 

seti”ndeki, nitelik alanları Şekil 3.4’te; “kategorik veri seti”ndeki nitelik alanları Şekil 

3.5’te verilmiştir. Veri seti, orijinalinde olduğu gibi farklı tipteki veriden oluşmaktadır. 
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Şekil 3.4: Analiz edilen nümerik veri setinin son halindeki nitelik alanları. 

 

 

 

Şekil 3.5: Analiz edilen kategorik veri setinin son halindeki nitelik alanları. 
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Analiz edilen nümerik veri setinin özeti ise Şekil 3.6’da görülmektedir.  

 

 

Şekil 3.6: Analiz edilen nümerik veri setinin özeti. 
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Analiz edilen kategorik veri setinin özeti ise Şekil 3.7’de görülmektedir. 

 

 

Şekil 3.7: Analiz edilen kategorik veri setinin özeti. 

3.3. DÖNÜŞTÜRME 

Veri setinde, nümerik olan kan değerlerinin kategorik değerlere dönüştürülmesi yoluyla 

ayrıklaştırma yapılmıştır. Kategorizasyon yapılırken uzman görüşünden yararlanılmıştır. 

3.4. VERİ MADENCİLİĞİ (MODELLEME) 

3.4.1. Kullanılan Araçlar 

Analizler, R programlama dilinde yazılan kodlar ile RStudio (Version 1.0.136) programı 

kullanılarak yapılmıştır (EK.3). Verinin hazırlanması için Microsoft Excel 2016 

kullanılmıştır. 
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3.4.2. Algoritmalar  

Analizler için sade Bayes sınıflandırıcı, karar ağaçları (CART, C4.5, C5.0, C5.0  boosted) 

ve rastgele orman algoritmaları kullanılmıştır. Analizlerde kullanılan paketler ve 

fonksiyonlara ait bilgiler Tablo 3.4’te verilmiştir. 

Tablo 3.4: Analizlerde kullanılan paket ve fonksiyon bilgileri. 

Kullanılan Paket 

Kullanılan 

Fonksiyonlar Kullanım Amacı Kaynak 

readxl readxl Excel dosyasını okuma (Wickham ve Bryan, 

2017) 

DMwR knnImputation Eksik veri tamamlama  (Torgo, 2010) 

lofactor Uç değerlerin tespiti 

caret sample Bootstrap (Kuhn, 2017) 

createDataPartition Holdout 

confusionMatrix Karışıklık matrisi 

oluşturma 

stats predict Tahmin etme/Modelin 

kurulması 

(R Core Team, 2017) 

TunePareto generateCVRuns Çapraz geçerleme  (Müssel ve diğ., 2012) 

e1071 naiveBayes Sade Bayes (Meyer ve diğ., 2017) 

rpart rpart CART (Therneau ve diğ., 2017) 

rpart.plot rpart.plot Karar ağacını çizdirme (Milborrow, 2017) 

RWeka J48 C4.5  (Witten ve Frank, 2005; 

Hornik ve diğ., 2009) 

C50 C5.0 C5.0  (Kuhn ve diğ., 2015) 

randomForest randomForest Rastgele orman  (Liaw ve Wiener, 2002)  

3.4.3. Model Performans Değerlendirme Yöntemleri 

Model performans değerlendirme yöntemlerinde farklı yöntemler ile analizler 

gerçekleştirilmiş olup farklı algoritmalara ait performans sonuçları elde edilmiştir. 

 Çapraz geçerleme yöntemi 5 kat, 10 kat, 15 kat olarak uygulanmıştır. 

 Holdout yöntemi %80 eğitim %20 test, %70 eğitim %30 test, %60 eğitim %40 

test olarak uygulanmıştır. 

 Bootstrap yöntemi 50, 100, 200 örnek eğitim veri setinde kullanılmak üzere 

uygulanmıştır. 
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3.5. YORUMLAMA 

Farklı model performans değerlendirme yöntemi ve farklı algoritmalara göre yapılan 

analizlere ait sonuçlar ve model performans değerlendirme ölçütlerine dayanarak yapılan 

yorumlara TARTIŞMA VE SONUÇ kısmında yer verilmiştir.
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4. BULGULAR 

Bu bölümde öncelikle veri setiyle ilgili temel birtakım istatistikler ardından veri 

madenciliği analizlerinin sonuçları verilmiştir. 

Veri setindeki cinsiyet dağılımlarına bakıldığında 104 hastanın kadın, 97 hastanın erkek 

olduğu görülmektedir. Hastalara ait cinsiyet dağılımı ve yüzde değerleri Şekil 4.1’de 

verilmiştir. 

 

Şekil 4.1: Hastaların cinsiyet dağılımı. 

Hastaların ilk atak geçirme yaşlarının ortalaması 10,4’tür; yaş aralığı 4-16 arasında 

değişmektedir. Hastaların son kontrole gelme yaşlarının ortalaması ise 15,2’dir; yaş 

aralığı 4-25 arasında değişmektedir. Hastanede ortalama yatış süresi ise 14,4 gündür; 

hastanede yatış süresi 2-51 gün arasında değişmektedir. 

Orijinal veri setindeki ilk atak geçirme tarihleri temel alınarak ilk atağın geçirildiği 

mevsimlere göre oluşturulan sütundan elde edilen, ilk atağın geçirildiği mevsimlerin 

dağılımı Şekil 4.2’de görülmektedir. Buna göre ilk ataklar en çok kış aylarında ikinci 

olarak da ilkbahar aylarında ortaya çıkmaktadır. Kişi sayılarına bakıldığında 66 kişi kış 

mevsiminde, 53 kişi ilkbaharda, 44 kişi yaz mevsiminde, 37 kişi ise sonbaharda ilk kez 

atak geçirmiştir. İlk atak geçirme tarihi belirtilmediği için bir kişiye ait mevsim verisi boş 

bırakılmış ve grafiğe eklenmemiştir. 
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Şekil 4.2: İlk atakların mevsimsel dağılımı. 

Veri setindeki hastaların % 13,43’ü hastalığı birden fazla kez geçirmiştir (Şekil 4.3). 41 

kişiye ait veri, ilgili sütunda yer almadığından grafiğe dâhil edilmemiştir. 

 

Şekil 4.3: Hastalığın tekrarlama durumu. 

Hastalardaki majör kriterlerin görülme oranlarına bakıldığında (Şekil 4.4) hastalarda en 

yüksek oranla kardit ardından, artrit ve sonrasında ise kore olduğu görülmüştür. Majör 

Bulgular başlığı altında bahsedilen eritema marginatum ve cilt altı nodülleri olan hasta 

kaydı bulunmamaktadır. 
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Şekil 4.4: Majör kriterlerin dağılımı. 

Minör kriterlere ait dağılım Şekil 4.5’te verilmiştir. Hastalardaki minör kriterlerin görülme 

oranlarına bakıldığında hasta sayısına göre azdan çoğa sırasıyla; atralji, ateş, PR uzaması 

ve akut faz reaktanlarında artışı bulguları görülmektedir. 

 

Şekil 4.5: Minör kriterlerin dağılımı. 

Hastaların ilaç kullanımlarına ait dağılım ise Şekil 4.6’da verilmiştir. Hastaların %98,5’i 

benzatin penisilin, %77,61’i aspirin, %65,67’sinin prokain penisilin ve %62,68’inin 

kortizon kullanmıştır. Eritromisin ise sadece iki hasta (% 1) tarafından kullanılmıştır. 

Bunlar dışında kalan ağrı kesici, ateş düşürücü, alerji ilacı gibi diğer ilaçların kullanım 

oranı ise %53,23’tür. 
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Şekil 4.6: İlaç kullanımlarının dağılımı. 

Hastalarla ilgili durum değerlendirmesinin yapılmasında yararlanılan, ilk atak ve 

takipteki mitral kapak ve aort kapağındaki tutulum derecelerini gösteren değerler Şekil 

4.7’de verilmiştir. 

 

Şekil 4.7: İlk atak ve takipte kapaklardaki tutulumların dereceleri. 

Hastaların takiplerinde kalp kapak tutulumunun değerlendirilmesi (karar sütunundaki 

hasta durumlarının dağılımı) Şekil 4.8’de verilmiştir. 104 hasta ile en fazla hastanın 

“gerilemiş” sınıfında olduğu görülmektedir. Bu sınıfı çoktan aza doğru sırasıyla; 46 kişi 
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ile “iyileşmiş”, 30 kişi ile “değişmemiş” ve 21 kişi ile “ilerlemiş” sınıfları takip 

etmektedir. 

  

Şekil 4.8: Hastaların takiplerinde kalp kapak tutulumunun değerlendirilmesi (karar sütunundaki 

hasta durumlarının dağılımı). 

Veri madenciliği analiz sonuçları ise hem nümerik (“lokosit”, “Hb”, “HTC”, “CRP”, 

“Sedim”) hem de kategorik (“lokosit_grup”, “Hb_grup”, “HTC_grup”, “CRP_grup”, 

“Sedim_grup”) değerleri temel alan “nümerik” ve “kategorik” veri setlerine göre Tablo 

4.1’de verilmiştir. Tüm modellerden elde edilen sonuçlara göre en iyi performansı veren 

model (doğruluk değeri en yüksek olan), nümerik veri setinde holdout (%80 eğitim, %20 

test) yöntemini kullanan CART modeli olmuştur (EK.4). Bu model ile doğruluk değeri 

0,87 olarak elde edilmiştir . 

Veri setleri temelinde bakıldığında her iki veri setinde de en yüksek doğruluk değerlerinin 

CART modeli ile elde edildiği görülmektedir. CART modeli, nümerik veri setinde ve tüm 

modeller bazında en yüksek olan 0,87 doğruluk değerini verirken; kategorik veri setinde 

ise 0,85 doğruluk değeri vermiştir. 
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Tablo 4.1: Modellerin doğruluk ve hata değerleri. 

 

En iyi performansı gösteren CART modeline ait karmaşıklık matrisi Şekil 4.9’da 

verilmiştir. Bu tabloya göre modelin yaptığı tahmini sınıflar ile gerçek sınıfların dağılımı 

görülmektedir. 

 

Şekil 4.9: CART modeline ait karmaşıklık matrisi. 

 

hold out 

80/20

hold out 

70/30

hold out 

60/40

CV

5 kat

CV

10 kat

CV

15 kat

bootstrap 

50

bootstrap 

100

bootstrap 

200

Doğruluk 0,74 0,64 0,68 0,65 0,68 0,69 0,56 0,53 0,61

Hata 0,26 0,36 0,32 0,35 0,32 0,31 0,44 0,47 0,39

Doğruluk 0,87 0,66 0,71 0,74 0,75 0,77 0,52 0,55 0,73

Hata 0,13 0,34 0,29 0,26 0,25 0,23 0,48 0,45 0,27

Doğruluk 0,77 0,75 0,77 0,72 0,72 0,73 0,56 0,69 0,66

Hata 0,23 0,25 0,23 0,28 0,28 0,27 0,44 0,31 0,34

Doğruluk 0,77 0,63 0,77 0,72 0,71 0,72 0,55 0,54 0,62

Hata 0,23 0,37 0,23 0,28 0,29 0,28 0,45 0,46 0,38

Doğruluk 0,85 0,66 0,82 0,75 0,73 0,76 0,59 0,61 0,69

Hata 0,15 0,34 0,18 0,25 0,27 0,24 0,41 0,39 0,31

Doğruluk 0,79 0,68 0,68 0,71 0,71 0,71 0,57 0,59 0,66

Hata 0,21 0,32 0,32 0,29 0,29 0,29 0,43 0,41 0,34

hold out 

80/20

hold out 

70/30

hold out 

60/40

CV

5 kat

CV

10 kat

CV

15 kat

bootstrap 

50

bootstrap 

100

bootstrap 

200

Doğruluk 0,69 0,64 0,66 0,65 0,67 0,65 0,55 0,56 0,64

Hata 0,31 0,36 0,34 0,35 0,33 0,35 0,45 0,44 0,36

Doğruluk 0,85 0,76 0,72 0,73 0,73 0,75 0,50 0,57 0,72

Hata 0,15 0,24 0,28 0,27 0,27 0,25 0,50 0,43 0,28

Doğruluk 0,74 0,73 0,77 0,72 0,73 0,74 0,62 0,70 0,65

Hata 0,26 0,27 0,23 0,28 0,27 0,26 0,38 0,30 0,35

Doğruluk 0,72 0,64 0,75 0,70 0,74 0,76 0,49 0,70 0,61

Hata 0,28 0,36 0,25 0,30 0,26 0,24 0,51 0,30 0,39

Doğruluk 0,77 0,68 0,73 0,76 0,74 0,75 0,61 0,60 0,73

Hata 0,23 0,32 0,27 0,24 0,26 0,25 0,39 0,40 0,27

Doğruluk 0,74 0,61 0,70 0,69 0,71 0,70 0,56 0,58 0,65

Hata 0,26 0,39 0,30 0,31 0,29 0,30 0,44 0,42 0,35

C5.0 

boosted

NÜMERİK

VERİ SETİ

Sade Bayes

CART

C4.5

C5.0

C5.0

C5.0 

boosted

Rastgele 

Orman

Rastgele 

Orman

KATEGORİK

VERİ SETİ

Sade Bayes

CART

C4.5
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Tablo 4.2’de karar ağacı oluşturulurken niteliklerin, kullanımlarına göre önem sırası 

verilmiştir. Bu doğrultuda “takipmitral”, “takipaort”, “ay”, “ilkatakmitral” nitelikleri ilk 

sırada yer almaktadır. Karar verirken ilk bakılması gereken alanlar bu şekilde 

önceliklendirilmiştir. 

Tablo 4.2: CART modeline göre niteliklerin önem sırası ve derecesi. 

Nitelik İsimleri* Önem Derecesi 

takipmitral 35 

takipaort 11 

ay 9 

ilkatakmitral 9 

lokosit 5 

sedim 4 

ilkatakaort 4 

sonkontrolYas 3 

mevsim 3 

hastaneSure  3 

HTC 3 

kalpyetmezligi 3 

atralji 2 

aortRep 2 

kansizlik 1 

*Nitelik isimlerinin açıklamaları Tablo 3.3’de verilmiştir.  

CART modeline ait ağaç yapısı Şekil 4.10’da görülmektedir. Karar ağacının en alttaki 

yaprağında hastaların sınıflara ait olma yüzdeleri görülmektedir. Görülen dört adet yüzde 

değeri sırasıyla “değişmemiş”, “gerilemiş”, “ilerlemiş”, “iyileşmiş” sınıflarına aittir. En 

yüksek değer hangisi ise kurallara göre o sınıfa ait olma olasılığı daha yüksektir. 

Modelden elde edilen 8 kural aşağıda listelenmiştir: 

Kural 1: Eğer takipte mitral kapakta hafif, minimal, orta veya şiddetli derecede tutulum 

varsa ve takipte mitral kapakta hafif veya minimal derecede tutulum varsa ve ilk atakta 

mitral kapakta hafif veya minimal derecede tutulum varsa ve takipte mitral kapakta hafif 

derecede tutulum varsa hasta %79 olasılıkla “değişmemiş” sınıfına aittir. 

Kural 2: Eğer takipte mitral kapakta hafif, minimal, orta veya şiddetli derecede tutulum 

varsa ve takipte mitral kapakta hafif veya minimal derecede tutulum varsa ve ilk atakta 

mitral kapakta hafif veya minimal derecede tutulum varsa ve takipte mitral kapakta 
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minimal derecede tutulum ve ilk atak ağustos, aralık, ekim, mayıs veya temmuz aylarında 

geçirilmişse hasta %87 olasılıkla “gerilemiş” sınıfına aittir. 

Kural 3: Eğer takipte mitral kapakta hafif, minimal, orta veya şiddetli derecede tutulum 

varsa ve takipte mitral kapakta hafif veya minimal derecede tutulum varsa ve ilk atakta 

mitral kapakta hafif veya minimal derecede tutulum varsa ve takipte mitral kapakta 

minimal derecede tutulum varsa ve ilk atak eylül, haziran, kasım, mart, nisan, ocak veya 

şubat aylarında geçirilmişse ve takipte aort kapağında hafif, minimal veya orta derecede 

tutulum varsa hasta %85 olasılıkla “gerilemiş” sınıfına aittir. 

Kural 4: Eğer takipte mitral kapakta hafif, minimal, orta veya şiddetli derecede tutulum 

varsa ve takipte mitral kapakta hafif veya minimal derecede tutulum varsa ve ilk atakta 

mitral kapakta hafif veya minimal derecede tutulum varsa ve takipte mitral kapakta 

minimal derecede tutulum ve ilk atak eylül, haziran, kasım, mart, nisan, ocak veya şubat 

aylarında geçirilmişse ve takipte aort kapağında şiddetli derecede tutulum varsa veya 

tutulum yoksa hasta %70 olasılıkla “iyileşmiş” sınıfına aittir. 

Kural 5: Eğer takipte mitral kapakta hafif, minimal, orta veya şiddetli derecede tutulum 

varsa ve takipte mitral kapakta hafif veya minimal derecede tutulum varsa ve ilk atakta 

mitral kapakta orta, şiddetli derecede tutulum varsa veya tutulum yoksa hasta %86 

olasılıkla “gerilemiş” sınıfına aittir. 

Kural 6: Eğer takipte mitral kapakta hafif, minimal, orta veya şiddetli derecede tutulum 

varsa ve takipte mitral kapakta orta veya şiddetli derecede tutulum varsa hasta %50 

olasılıkla “ilerlemiş” sınıfına aittir. 

Kural 7: Eğer takipte mitral kapakta tutulum yoksa ve takipte aort kapağında hafif veya 

minimal derecede tutulum varsa hasta %67 olasılıkla “gerilemiş” sınıfına aittir. 

Kural 8: Eğer takipte mitral kapakta tutulum yoksa ve takipte aort kapağında orta, 

şiddetli derecede tutulum varsa veya tutulum yoksa hasta %92 olasılıkla “iyileşmiş” 

sınıfına aittir. 
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Şekil 4.10: CART modelinden elde edilen ağaç yapısı. 

 CART modelinin sonuçlarına göre sınıf bazında model performans değerlendirme 

ölçütleri incelendiğinde elde edilen model performans değerlendirme ölçütleri Tablo 

4.3’te verilmiştir. Tüm sınıflar arasında, modelin en yüksek duyarlılık değerini (1,00) 

“iyileşmiş” sınıfı için; en düşük duyarlılık değerini ise (0,75) “ilerlemiş” sınıfı için verdiği 

görülmektedir. Belirleyicilik değerlerine bakıldığında ise model, en yüksek değeri (1,00) 

“değişmemiş” sınıfı için, en düşük değeri ise (0,89) “gerilemiş” sınıfı için vermiştir. 

 

  
Model Performans Değerlendirme Ölçütleri 

 
 

Duyarlılık Belirleyicilik 

Pozitif 

Öngörü 

Değeri 

Negatif 

Öngörü 

Değeri F-ölçütü 

CART 

holdout80 

sınıf: değişmemiş 0,83 1,00 1,00 0,97 0,91 

sınıf: gerilemiş 0,85 0,89 0,89 0,85 0,87 

sınıf: ilerlemiş 0,75  0,94 0,60 0,97 0,67 

sınıf: iyileşmiş 1,00 0,97 0,90 1,00 0,95 

Tablo 4.3: CART modeli için sınıf bazında model performans değerlendirme ölçütleri. 
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5. TARTIŞMA VE SONUÇ 

Ülkemizde akut romatizmal ateş (ARA) sıklıkla görülen bir hastalıktır. ARA ile ilgili 

literatür çalışmasında tıp çalışanları tarafından yapılan, istatistiksel yöntemlerin 

kullanıldığı birçok çalışmaya rastlanmıştır. Kalp ile ilgili veri setleri ile yapılmış 

çalışmalar olsa da bu hastalığı konu alan ve veri madenciliği yöntemlerinin kullanıldığı 

bir çalışmaya ise rastlanmamıştır. Bu tez çalışmasının amacı, veri madenciliği 

yöntemlerini kullanarak çocuk yaşta görülen akut romatizmal ateşin kalp üzerindeki 

etkilerinin analiz edilmesidir. Bu etkilerin belirlenmesi hastalığın seyrinin gözlemlenmesi 

açısından önemlidir. Çalışma hem Türkiye’de sıklıkla görülen bir hastalığın ele alınması 

hem de sağlık alanında veri madenciliği yöntemlerinin kullanılabileceğini göstermesi 

açısından önemli görülmektedir. Kullanılan veri seti ve analiz yöntemlerinin 

sentezlenmesi açılarından bu çalışmanın özgün bir çalışma olduğu düşünülmektedir.  

Bu çalışma kapsamında, veri setinin yaş aralığı ve ortalaması literatür (Semizel ve diğ., 

2005; Saltık, 2007; Düzgün, 2014) ile uyum göstermektedir. 

ARA’nın kış ve ilkbahar aylarında daha sık görüldüğü literatürde belirtilmektedir (Köksal 

ve diğ., 2016). Tez kapsamında da ilk atakların mevsimsel olarak sırasıyla kış, ilkbahar, 

yaz ve sonbahar aylarında geçirildiği tespit edilmiştir. İlk atakların ARA ile ilişkisi 

açısından bu bulgunun literatür ile uyumlu olduğu düşünülmektedir.   

ARA tanısı Jones Kriterleri (majör, minör ve destekleyici bulgular)’ne göre konmaktadır. 

Bu çalışmada majör kriterlerden, en çok kardit bulgusuna sahip hasta bulunduğu tespit 

edilmiştir (Şekil 4.4). Oysa Semizel ve diğ. (2005) ile Saltık (2007) tarafından en sık 

görülen bulgunun artrit olduğu belirtilmektedir. Bunun, veri setinin bir kardiyoloji 

merkezinden alınmış olmasından kaynaklandığı düşünülmektedir. Kardiyoloğu olmayan 

merkezler, şüpheli hastaları kardiyoloji merkezi olan hastanelere yönlendirdiğinden 

karditli hasta sayısı bu merkezde artritli hasta sayısının önüne geçmiş olabilir.  

Hastaların ilk atak ve takipte kalp kapaklarındaki tutulumların derecelerine bakıldığında 

genel olarak takipteki hasta sayısının azaldığı görülmektedir (Şekil 4.7).  İlk atakta aort 

ve mitral kapaklarda, orta ve şiddetli derecede tutulumu olan hasta sayısı takipte azalmış, 

minimal derecede tutulumu olan hasta sayısı ise takipte artmıştır. Bu artışın orta ve 



75 

 

 

 

şiddetli derecede tutulumu olan hastaların, takipte bu aşamaya gerilemesinden 

kaynaklanabileceği düşünülmektedir. Ayrıca tutulumu olmayan (yok kategorisi) hasta 

sayısının da takipte artış gösterdiği belirlenmiştir. Sonuç olarak takip edilen hastaların 

kalp kapaklarında iyileşme olduğu düşünülmektedir. Bu nedenle ARA’da takibin önemli 

olduğu ve hastaların düzenli olarak takip edilmesi gerektiği tarafımızdan 

vurgulanmaktadır. 

Bu tez çalışması kapsamında, 5 algoritma (6 model) ve 9 performans değerlendirme 

yöntemi kullanılarak modeller oluşturulmuş ve bu modeller 2 veri setinde (nümerik ve 

kategorik) toplam 108 kere denenmiştir. Modellerin performansları hem model hem de 

sınıf bazında model performans değerlendirme ölçütlerine bakılarak incelenmiş ve 

ölçütlere göre karşılaştırma yapılarak en iyi performans gösteren algoritma veri setinin 

holdout yöntemi ile %80 eğitim %20 test oranında bölünmesi ile kurulan CART modeli 

(%87) olarak belirlenmiştir (Tablo 4.1). Nümerik ve kategorik veri setlerine göre 

performanslar karşılaştırıldığında her iki veri setinde de CART modelinin en yüksek 

doğruluk değerini verdiği görülmektedir.  

Oluşturulan modellere göre en iyi performansı veren modelden elde edilen niteliklerin 

önem dereceleri göz önünde bulundurularak, önemli olduğu tespit edilen niteliklere 

(takipmitral, takipaort, ilkatakmitral, ay, lokosit, sedim, ilkatakaort, sonkontrolYas, 

mevsim, hastaneSure, HTC, kalpyetmezligi, atralji, aortRep, kansizlik) göre yeni bir veri 

seti oluşturulabilir veya sadece bu nitelikler ile analizler yapılabilir. Bu sayede veri 

setinde yer alıp karar ağacında kullanılmayan niteliklerin tetkik edilmesine gerek 

olmadığı düşünülmektedir (Tüm veri madenciliği çalışmalarında olduğu gibi alan uzmanı 

tarafından bu bilginin teyit edilmesi/denenmesi önerilmektedir). Örneğin akciğer filmi ile 

saptanan “telenormal” ve “kardiyomegali” nitelikleri ağaç yapısında bulunmamaktadır. 

Bu niteliklerin tespiti için yapılacak tetkik/çekim, ARA teşhis ve tedavisinde maddi kayba 

sebebiyet vermektedir. Ayrıca bu durum doktorlar, diğer sağlık çalışanları ve hasta 

açısından zaman kaybına da neden olabilmektedir. Bu tez çalışmasının sonuçlarına göre 

spesifik olarak ARA araştırılırken bu tetkikin yapılmaması özellikle çocukluk çağındaki 

hastaların film çekimi sebebiyle fazla ışına maruz kalmamasını sağlayacaktır. Bu gibi 

nedenlerle bundan sonra çocukluk çağındaki hastalarla yapılacak ARA ile ilgili 

çalışmalarda bu araştırmada belirlenen niteliklerin kullanılmasının maddi kayıpları ve iş 
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gücü kaybını azaltacağı, özellikle sağlık çalışanları için belirlenmiş olan muayene 

süresinin optimum şekilde kullanılmasına katkı sağlayacağı düşünülmektedir.  

ARA’nın ilerleyişinin önüne geçilebilmesi yani çocukluk yaşta görülen ARA’nın kalp 

üzerindeki uzun dönemdeki olumsuz etkilerinin (ör. kalp yetmezliği, stenoz) önceden 

tahmin edilip azaltılabilmesi, mümkünse önlenebilmesi için çalışmada yer alan hastaların 

erişkin dönemde de takip edilmesi önem arz etmektedir. Tez çalışması kapsamında 

kişilere ait erişkin dönem verisine erişilemediği için bu analizler yapılamamıştır. 

Gelecekte bu konunun göz önünde bulundurularak veri toplanması önerilmektedir. 

Hastalığın uzun vadedeki takibi için veri toplanması ve bu verinin analiz edilmesi 

hastalığın hem ülke genelindeki indidansının belirlenmesi hem de etkilerinin azaltılması 

açısından büyük önem taşımaktadır.  

ARA ile ilgili çalışmalarda, bu tez çalışmasında kullanılan veri madenciliği yöntemlerinin 

sağlık çalışanlarına/doktorlara bu alanın tıptaki veri ile ilgili fayda sağlayabileceğini 

gösterebilmesi umulmaktadır. 

Veri madenciliği yöntemleri açısından bakıldığında, bu çalışmanın genişletilmesi için, 

kullanılmış olan veri setine yeni nitelik alanları eklenebileceği düşünülmektedir. Aynı 

veri seti ile destek vektör makineleri, genetik algoritmalar, k en yakın komşu, lojistik 

regresyon, yapay sinir ağları gibi farklı sınıflandırma algoritmaları denenebilir. 

Sınıflandırma algoritmalarının dışında kümeleme algoritmaları ile aynı veri seti analiz 

edilerek, örneklerin “karar” sınıfındaki dağılımları karşılaştırılabilir. Güncel hasta verisi 

toplanarak yeni verinin aynı model ile sınıflandırmada kullanılması ve yeni hastaların 

hangi sınıfa ait olabileceklerinin tahmin edilmesi sağlanabilir. 

Çalışmanın geliştirilmesine ek olarak doktorlara destek sağlayabilecek bir web ara 

yüzünün oluşturulması planlanmaktadır. Böylece gerek deneyimli gerekse deneyimsiz 

doktorlar, daha önceki hasta verisine dayanarak oluşturulmuş bir karar destek sistemine 

danışabilecekler ve takipte hastanın durumunun ne olabileceğine dair öngörüde bulunan 

bir sistemden faydalanabileceklerdir. Benzer bir ara yüzün bir de Jones Kriterleri ile teşhis 

koymada yararlanmak için geliştirilmesi planlanmaktadır. Bu ara yüz sayesinde hastaya 

ait bulgulara göre, teşhis konmasına destek olacak bir sistem tasarlanacaktır. Bu sistem, 
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tek başına teşhis koymada kullanılmasa bile, doktorlara teşhisi sağlamlaştırma veya 

deneyimsiz doktorlara teşhisin güvenilirliğini arttırma açısından fayda sağlayabilir. 

Bu çalışma kapsamında ele alınan veri seti ve analizlerin bu alanda çalışan 

araştırmacıların ilgisini çekmesi umulmaktadır. Bu tez çalışmasının farklı şekillerde 

genişletilebileceği düşünülmektedir. Çalışma hem veri madenciliği ile hem de 

hastalıkla/sağlık alanı ile ilgili olarak farklı yönlere doğru genişletilebilir görülmektedir. 

Veri madenciliği ile ilgili yapılabilecek geliştirmeler; hasta verisi ile yapılacak başka 

çalışmalarda farklı yöntemlerin denenmesini, çalışmaların teknik/analiz tarafının 

güçlendirilmesini sağlayacaktır. Sağlık çalışanları/doktorlar açısından bakıldığında ise 

çalışma; pratikteki uygulamalara katkı sağlayabilecek şekilde genişletilebilir ve veri 

madenciliği ile ilgili çalışmaların sağlık alanında yaygınlaşmasını sağlayabilir 

niteliktedir. 
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EK 2. Veri ön işleme R kodları. 

#VERİ ÖN İŞLEME_KATEGORİK VERİ SETİ İÇİN  
#veri seti excel dosyası olarak yüklendi 
setwd("D:/ilkim ecem emre/Documents/veriSeti") 
library(readxl) 
veriseti <- read_excel("ARAveriSeti.xlsx") 
 
#veri setinin özeti görüntülendi 
summary(veriseti) 
 
#dogumTar sütunu çıkarıldı 
veriseti <- subset( veriseti, select = -dogumTar ) 
#tek kategorisi olan agrikesici ve prazitilaci sütunları çıkarıldı 
veriseti <- veriseti[,-c(39,51)] 
 
#kategorik veri ile çalışmak için kan değerlerindeki nümerik sütunlar 
çıkarıldı 
veriseti <- veriseti[,-c(12,14,16,18,20)] 
 
#hastanesure,ilkatakyas,sonkontrolyas sütunları nümerik olarak, diğerleri 
kategorik düzenlendi 
for(i in 1:ncol(veriseti)){ 
  if(i != 2 && i != 5 && i != 52) 
    veriseti[[i]]<-as.factor(veriseti[[i]])} 
 
#eksik veri knn yöntemi ile dolduruldu 
install.packages("DMwR") 
library(DMwR) 
tamveri<-knnImputation(veriseti) 
tamveri<-as.data.frame(tamveri) 
 
#tekrar eden ve eksik veri kontrolü yapıldı 
anyDuplicated(tamveri) 
anyNA(tamveri) 
 
#veri setinin özeti görüntülendi 
summary(tamveri) 
 
#veri setinin ön işlenmeden sonraki versiyonu kaydedildi 
save(tamveri,file="tamVeri_kategorik.RData") 
 
#veri setinin ön işlemeden sonraki versiyonu sonradan yüklemek için 
setwd("D:/ilkim ecem emre/Documents/veriSeti") 
load(file="tamVeri_kategorik.RData") 
 
########################################################################### 
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#VERİ ÖN İŞLEME_NÜMERİK VERİ SETİ İÇİN 
#veri seti excel dosyası olarak yüklendi 
setwd("D:/ilkim ecem emre/Documents/veriSeti") 
library(readxl) 
veriseti <- read_excel("ARAveriSeti.xlsx") 
 
#veri setinin özeti görüntülendi 
summary(veriseti) 
 
#dogumTar sütunu çıkarıldı 
veriseti <- subset( veriseti, select = -dogumTar ) 
#tek kategorisi olan agrikesici ve prazitilaci sütunları çıkarıldı 
veriseti <- veriseti[,-c(39,51)] 
 
#nümerik veri ile çalışmak için kan değerlerindeki kategorik sütunlar 
çıkarıldı 
veriseti <- veriseti[,-c(13,15,17,19,21)] 
 
#hastanesure,ilkatakyas,sonkontrolyas ve kan değerleri ile ilgili olan 
sütunlar nümerik olarak, diğerleri kategorik düzenlendi 
for(i in 1:ncol(veriseti)){ 
  if(i != 2 && i != 5 && i != 12 && i != 13 && i != 14 && i != 15 && i != 16 
&& i != 52) 
    veriseti[[i]]<-as.factor(veriseti[[i]])} 
 
#eksik veri knn yontemi ile dolduruldu 
install.packages("DMwR") 
library(DMwR) 
tamveri<-knnImputation(veriseti) 
tamveri<-as.data.frame(tamveri) 
 
#tekrar eden ve eksik veri kontrolü yapıldı 
anyDuplicated(tamveri) 
anyNA(tamveri) 
 
#uç değerler kontrol edildi 
outlier.scores <- lofactor(tamveri[,12:16], k=10) 
outlier.scores 
 
#veri setinin özeti görüntülendi 
summary(tamveri) 
 
#veri setinin ön işlenmeden sonraki versiyonu kaydedildi 
save(tamveri,file="tamVeri_numerik.RData") 
#veri setinin ön işlemeden sonraki versiyonunu sonradan yüklemek için 
setwd("D:/ilkim ecem emre/Documents/veriSeti") 
load(file="tamVeri_numerik.RData") 
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EK 3. Modellere ait R kodları. 

#MODEL KURMA _ SADE BAYES 
############################################### 
#BAYES modelini oluşturmak için gerekli paket yüklendi 
install.packages("e1071") 
install.packages("caret") 
install.packages("TunePareto") 
library(e1071) 
library(caret) 
library(TunePareto) 
 
############################################### 
#HOLD OUT yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.80,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.70,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.60,list=FALSE) 
 
egitim<-tamveri[egitimindisleri,] 
test<-tamveri[-egitimindisleri,] 
 
egitim_nitelikleri<-egitim[,-54] 
egitim_hedef<-egitim[[54]] 
 
test_nitelikleri<- test[,-54] 
test_hedef<-test[[54]] 
 
#BAYES modeli oluşturuldu 
naiveBayes_modeli<- naiveBayes(egitim_nitelikleri,egitim_hedef) 
 
#test verisi ile deneme yapıldı 
tahminisiniflar<-predict(naiveBayes_modeli,test_nitelikleri) 
 
#karmaşıklık matrisi ile gerçek sınıflar ve tahmin edilen sınıflar 
karşılaştırıldı   
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
 
######################### 
#CROSSVALIDATION yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde katsayısı ve nrow aynı anda 
5,10,15 olarak değiştirildi 
tekrar<-1 
katsayisi<-5 
set.seed(8) 
 
kat<-generateCVRuns(tamveri$karar,ntimes=tekrar,nfold=katsayisi, 
leaveOneOut = FALSE,stratified = TRUE) 
kat 
accuracyFolds<-data.frame(matrix(ncol = 2, nrow = 5)) 
colnames(accuracyFolds) <- c("accuracy", "katsayısı") 
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i<-1 
for(i in 1:katsayisi) 
 
{test<-tamveri[kat$`Run  1`[[i]],] 
egitim<-tamveri[-kat$`Run  1`[[i]],] 
 
egitim_nitelikleri<-egitim[,-54] 
egitim_hedef<-egitim[[54]] 
 
test_nitelikleri<-test[,-54] 
test_hedef<-test[[54]] 
 
naiveBayes_modeli<- naiveBayes(egitim_nitelikleri,egitim_hedef) 
tahminisiniflar<-predict(naiveBayes_modeli,test_nitelikleri) 
 
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test_hedef, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
print(modelperformansi$overall["Accuracy"]) 
accuracyFolds$accuracy[i] <- modelperformansi$overall["Accuracy"] 
accuracyFolds$katsayısı[i] <- i 
View(accuracyFolds)} 
 
modelAcc<- mean(accuracyFolds$accuracy) 
 
######################### 
#BOOTSTRAP yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-sample(1:50,replace = TRUE) 
egitimindisleri<-sample(1:100,replace = TRUE) 
egitimindisleri<-sample(1:200,replace = TRUE) 
 
egitim<-(tamveri[egitimindisleri,]) 
test<-(tamveri[-egitimindisleri,]) 
   
egitim<-tamveri[egitimindisleri,] 
test<-tamveri[-egitimindisleri,] 
 
egitim_nitelikleri<-egitim[,-54] 
egitim_hedef<-egitim[[54]] 
 
test_nitelikleri<- test[,-54] 
test_hedef<-test[[54]] 
 
naiveBayes_modeli<- naiveBayes(egitim_nitelikleri,egitim_hedef) 
tahminisiniflar<-predict(naiveBayes_modeli,test_nitelikleri) 
 
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
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#MODEL KURMA _ CART 
############################################### 
#CART modelini oluşturmak için gerekli paket yüklendi 
install.packages("rpart") 
install.packages("caret") 
install.packages("TunePareto") 
library(rpart) 
library(caret) 
library(TunePareto) 
 
#HOLD OUT yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.80,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.70,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.60,list=FALSE) 
 
egitim<-(tamveri[egitimindisleri,]) 
test<-(tamveri[-egitimindisleri,]) 
 
#CART modeli modeli oluşturuldu 
CART_modeli<- rpart(karar ~ . , method="class", data=egitim) 
 
#test verisi ile deneme yapıldı 
tahminisiniflar<-predict(CART_modeli,test[,-54],type = "class") 
 
#karmaşıklık matrisi ile gerçek sınıflar ve tahmin edilen sınıflar 
karşılaştırıldı   
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
 
######################### 
#CROSSVALIDATION yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde katsayısı ve nrow aynı anda 
5,10,15 olarak değiştirildi  
tekrar<-1 
katsayisi<-5 
set.seed(8) 
 
kat<-generateCVRuns(tamveri$karar,ntimes=tekrar,nfold=katsayisi, 
leaveOneOut = FALSE,stratified = TRUE) 
kat 
accuracyFolds<-data.frame(matrix(ncol = 2, nrow = 5)) 
colnames(accuracyFolds) <- c("accuracy", "katsayısı") 
   
i<-1 
for(i in 1:katsayisi) 
 
{test<-as.data.frame(tamveri[kat$`Run  1`[[i]],]) 
egitim<-as.data.frame(tamveri[-kat$`Run  1`[[i]],]) 
     
CART_modeli<- rpart(karar ~ . , method="class", data=egitim) 
tahminisiniflar<-predict(CART_modeli,test[,-54],type = "class") 
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modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
print(modelperformansi$overall["Accuracy"]) 
accuracyFolds$accuracy[i] <- modelperformansi$overall["Accuracy"] 
accuracyFolds$katsayısı[i] <- i 
View(accuracyFolds)} 
 
modelAcc<- mean(accuracyFolds$accuracy) 
 
######################### 
#BOOTSTRAP yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-sample(1:50,replace = TRUE) 
egitimindisleri<-sample(1:100,replace = TRUE) 
egitimindisleri<-sample(1:200,replace = TRUE) 
 
egitim<-(tamveri[egitimindisleri,]) 
test<-(tamveri[-egitimindisleri,]) 
   
CART_modeli<- rpart(karar ~ . , method="class", data=egitim) 
tahminisiniflar<-predict(CART_modeli,test[,-54],type = "class") 
   
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
modelperformansi 
 
#MODEL KURMA _ C4.5 
############################################### 
#C4.5 modelini oluşturmak için gerekli paket yüklendi 
install.packages("RWeka") 
install.packages("caret") 
install.packages("TunePareto") 
library(RWeka) 
library(caret) 
library(TunePareto) 
 
############################################### 
#HOLD OUT yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.80,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.70,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.60,list=FALSE) 
 
egitim<-as.data.frame(tamveri[egitimindisleri,]) 
test<-as.data.frame(tamveri[-egitimindisleri,]) 
 
#C4.5 modeli oluşturuldu 
C45_modeli<- J48(karar~.,egitim) 
 
#test verisi ile deneme yapıldı 
tahminisiniflar<-predict(C45_modeli,test[-54]) 
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#karmaşıklık matrisi ile gerçek sınıflar ve tahmin edilen sınıflar 
karşılaştırıldı   
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
 
######################### 
#CROSSVALIDATION yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde katsayısı ve nrow aynı anda 
5,10,15 olarak değiştirildi  
tekrar<-1 
katsayisi<-5 
set.seed(8) 
 
kat<-generateCVRuns(tamveri$karar,ntimes=tekrar,nfold=katsayisi, 
leaveOneOut = FALSE,stratified = TRUE) 
kat 
accuracyFolds<-data.frame(matrix(ncol = 2, nrow = 5)) 
colnames(accuracyFolds) <- c("accuracy", "katsayısı") 
   
i<-1 
for(i in 1:katsayisi) 
 
{test<-tamveri[kat$`Run  1`[[i]],] 
egitim<-tamveri[-kat$`Run  1`[[i]],] 
 
test<-as.data.frame(tamveri[kat$`Run  1`[[i]],]) 
egitim<-as.data.frame(tamveri[-kat$`Run  1`[[i]],]) 
 
C45_modeli<- J48(karar~.,egitim) 
(tahminisiniflar<-predict(C45_modeli,test[,-54])) 
print(summary(C45_modeli)) 
 
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
print(modelperformansi$overall["Accuracy"]) 
accuracyFolds$accuracy[i] <- modelperformansi$overall["Accuracy"] 
accuracyFolds$katsayısı[i] <- i 
View(accuracyFolds)} 
 
modelAcc<- mean(accuracyFolds$accuracy) 
 
######################### 
#BOOTSTRAP yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-sample(1:50,replace = TRUE) 
egitimindisleri<-sample(1:100,replace = TRUE) 
egitimindisleri<-sample(1:200,replace = TRUE) 
 
egitim<-as.data.frame(tamveri[egitimindisleri,]) 
test<-as.data.frame(tamveri[-egitimindisleri,]) 
   
C45_modeli<- J48(karar~.,egitim) 
tahminisiniflar<-predict(C45_modeli,test[-54]) 
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modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
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#MODEL KURMA _ C5.0 
############################################### 
#C5.0 modelini oluşturmak için gerekli paket yüklendi 
install.packages("C50") 
install.packages("caret") 
install.packages("TunePareto") 
library(C50) 
library(caret) 
library(TunePareto) 
 
############################################### 
#HOLD OUT yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.80,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.70,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.60,list=FALSE) 
 
egitim<-as.data.frame(tamveri[egitimindisleri,]) 
test<-as.data.frame(tamveri[-egitimindisleri,]) 
 
#C5.0 modeli oluşturuldu 
C50_modeli<- C5.0(x = egitim[,-54],y = egitim$karar) 
 
#boosting için aşağıdaki şekilde model oluşturuldu 
#C50_modeli<- C5.0(x = egitim[,-54],y = egitim$karar, trials = 10) 
 
#test verisi ile deneme yapıldı 
tahminisiniflar<-predict(C50_modeli,test[-54]) 
 
#karmaşıklık matrisi ile gerçek sınıflar ve tahmin edilen sınıflar 
karşılaştırıldı   
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
 
######################### 
#CROSSVALIDATION yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde katsayısı ve nrow aynı anda 
5,10,15 olarak değiştirildi 
tekrar<-1 
katsayisi<-5 
set.seed(8) 
 
kat<-generateCVRuns(tamveri$karar,ntimes=tekrar,nfold=katsayisi, 
leaveOneOut = FALSE,stratified = TRUE) 
kat 
accuracyFolds<-data.frame(matrix(ncol = 2, nrow = 5)) 
colnames(accuracyFolds) <- c("accuracy", "katsayısı") 
   
i<-1 
for(i in 1:katsayisi) 
 
{test<-as.data.frame(tamveri[kat$`Run  1`[[i]],]) 
egitim<-as.data.frame(tamveri[-kat$`Run  1`[[i]],]) 
 
C50_modeli<- C5.0(x = egitim[,-54],y = egitim$karar) 
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#boosting için aşağıdaki şekilde model oluşturuldu  
#C50_modeli<- C5.0(x = egitim[,-54],y = egitim$karar, trials = 10) 
 
tahminisiniflar<-predict(C50_modeli,test[-54]) 
 
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
print(modelperformansi$overall["Accuracy"]) 
accuracyFolds$accuracy[i] <- modelperformansi$overall["Accuracy"] 
accuracyFolds$katsayısı[i] <- i 
View(accuracyFolds)} 
 
modelAcc<- mean(accuracyFolds$accuracy) 
 
######################### 
#BOOTSTRAP yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-sample(1:50,replace = TRUE) 
egitimindisleri<-sample(1:100,replace = TRUE) 
egitimindisleri<-sample(1:200,replace = TRUE) 
 
egitim<-as.data.frame(tamveri[egitimindisleri,]) 
test<-as.data.frame(tamveri[-egitimindisleri,]) 
   
C50_modeli<- C5.0(x = egitim[,-54],y = egitim$karar) 
 
#boosting için aşağıdaki şekilde model oluşturuldu  
#C50_modeli<- C5.0(x = egitim[,-54],y = egitim$karar, trials = 10) 
 
tahminisiniflar<-predict(C50_modeli,test[-54]) 
 
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
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#MODEL KURMA _ RASTGELE ORMAN 
############################################### 
#RASTGELE ORMAN modelini oluşturmak için gerekli paketler yüklendi 
install.packages("randomForest") 
install.packages("caret") 
install.packages("TunePareto") 
library(randomForest) 
library(caret) 
library(TunePareto) 
 
############################################### 
#HOLD OUT yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.80,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.70,list=FALSE) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.60,list=FALSE) 
 
egitim<-as.data.frame(tamveri[egitimindisleri,]) 
test<-as.data.frame(tamveri[-egitimindisleri,]) 
 
#RASTGELE ORMAN modeli oluşturuldu 
rf_modeli<- (randomForest(karar~.,data = egitim)) 
 
#test verisi ile deneme yapıldı 
tahminisiniflar<-predict(rf_modeli,test[-54]) 
 
#karmaşıklık matrisi ile gerçek sınıflar ve tahmin edilen sınıflar 
karşılaştırıldı   
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
 
######################### 
#CROSSVALIDATION yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde katsayısı ve nrow aynı anda 
5,10,15 olarak değiştirildi 
tekrar<-1 
katsayisi<-5 
set.seed(8) 
 
kat<-generateCVRuns(tamveri$karar,ntimes=tekrar,nfold=katsayisi, 
leaveOneOut = FALSE,stratified = TRUE) 
kat 
accuracyFolds<-data.frame(matrix(ncol = 2, nrow = 5)) 
colnames(accuracyFolds) <- c("accuracy", "katsayısı") 
   
i<-1 
for(i in 1:katsayisi) 
 
{test<-as.data.frame(tamveri[kat$`Run  1`[[i]],]) 
egitim<-as.data.frame(tamveri[-kat$`Run  1`[[i]],]) 
   
rf_modeli<- (randomForest(karar~.,data = egitim)) 
tahminisiniflar<-predict(rf_modeli,test[-54]) 
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modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
print(modelperformansi$overall["Accuracy"]) 
accuracyFolds$accuracy[i] <- modelperformansi$overall["Accuracy"] 
accuracyFolds$katsayısı[i] <- i 
View(accuracyFolds)} 
 
modelAcc<- mean(accuracyFolds$accuracy) 
 
######################### 
#BOOTSTRAP yöntemine göre eğitim ve test veri setleri oluşturuldu 
#üç farklı şekilde deneme yapıldı, her seferinde bir satır çalıştırıldı 
set.seed(8) 
egitimindisleri<-sample(1:50,replace = TRUE) 
egitimindisleri<-sample(1:100,replace = TRUE) 
egitimindisleri<-sample(1:200,replace = TRUE) 
 
egitim<-as.data.frame(tamveri[egitimindisleri,]) 
test<-as.data.frame(tamveri[-egitimindisleri,]) 
   
rf_modeli<- (randomForest(karar~.,data = egitim)) 
tahminisiniflar<-predict(rf_modeli,test[-54]) 
 
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
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EK 4. En iyi performans veren modele (CART) ait R kodları. 

#EN İYİ MODELE AİT KODLAR 
#CART modelini oluşturmak için gerekli paketler yüklendi 
install.packages("rpart") 
library(rpart) 
library(caret) 
 
#HOLD OUT yöntemine göre eğitim ve test veri setleri oluşturuldu 
set.seed(8) 
egitimindisleri<-createDataPartition(y=tamveri$karar,p=.80,list=FALSE) 
egitim<-(tamveri[egitimindisleri,]) 
test<-(tamveri[-egitimindisleri,]) 
 
#CART modeli oluşturuldu 
CART_modeli<- rpart(karar ~ . , method="class", data=egitim) 
 
#test verisi ile deneme yapıldı 
tahminisiniflar<-predict(CART_modeli,test[,-54],type = "class") 
 
#karmaşıklık matrisi ile gerçek sınıflar ve tahmin edilen sınıflar 
karşılaştırıldı   
modelperformansi<-
confusionMatrix(data=tahminisiniflar,reference=test$karar, 
dnn=c("tahmini_siniflar","gercek_siniflar")) 
 
#sınıf bazında sonuçlar görüntülendi 
sonuc<-as.data.frame(modelperformansi$byClass) 
View(sonuc) 
 
########################### 
#en iyi modele ait karar ağacı oluşturuldu 
install.packages("rpart.plot") 
library(rpart.plot) 
rpart.plot(CART_modeli,type = 3) 
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